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1 Einleitung

Diese Arbeit untersucht die Frage, wie man mit einem neuen diskreten RAM-basierten Ansatz
zur maschinellen Wahrnehmung, den Hyperpermutationsnetzwerken (Oberlédnder, 1999), mog-
lichst ressourcensparend Aufgaben der maschinellen Wahrnehmung 16sen kann. Hier werden vor
allem riickgekoppelte Hyperpermutationsnetzwerke untersucht, da sie die Losung von Aufgaben
der maschinellen Wahrnehmung mit minimalem Ressourcenverbrauch versprechen.

1.1 Maschinelle Wahrnehmung

Die maschinelle Wahrnehmung beschéftigt sich mit der Generierung von Information aus Sens-
ordaten. Sensordaten, die nichts anderes als physikalische Mefwerte sind, sollen automatisch in
die Welt der Symbole und Bedeutungen transformiert werden. Um diese Aufgabe zu 16sen, sind
im Laufe der Zeit viele verschiedene Methoden entwickelt worden. Besonders die neuronalen
Netze sind in den letzen Jahren in etlichen Bereichen zur Anwendung gekommen.

Inzwischen ist die maschinelle Wahrnehmung (auch durch die immer noch exponentiell stei-
gende Rechnerleistung) auf einem Stand, daf in naher Zukunft Verfahren der maschinellen
Wahrnehmung ihren Weg in die Serienprodukte u.a. der Automobilindustrie finden werden.
Die Wahrnehmungsaufgaben, die momentan angegangen werden, sind aus menschlicher Per-
spektive zwar noch sehr einfach. Zum Beispiel soll die Frage beantwortet werden, wo in einem
Videobild der Strafe Fahrbahnmarkierungen sind oder ob jemand auf dem Beifahrersitz sitzt
oder nicht. Fiir einen Computer sind diese Aufgaben aber nach wie vor schwierig, auch weil er
nicht {iber das ,,gesammelte Weltwissen“ verfiigt, das wir Menschen in jede unserer Wahrneh-
mungsentscheidungen mit einfliefen lassen.

1.2 Motivation fiir einen RAM-basierten Ansatz

Warum mdchten wir einen RAM-basierten Ansatz verwenden? Schon in der Anfangszeit der
RAM-basierten neuronalen Netze in den fiinfziger Jahren galt, was auch heute noch aktuell ist:
Der Digitalcomputer ist bis auf ganz wenige Ausnahmen das ,,Rechenwerk”, auf dem maschinelle
Wahrnehmung betrieben wird.

1.2.1 Direkte Implentierbarkeit auf dem Digitalcomputer

Schon vor tiber dreifig Jahren, nachdem Bledsoe und Browning (1959) ihre n-Tupel-Methode
vorgestellt hatten, erkannte Aleksander, dali RAM-basierte Ansétze zur Mustererkennung ei-
ne ganz besondere Eigenschaft haben: Das ihnen zugrunde liegende abstrakte mathematische
Modell 14t sich direkt in digitaler Hardware umsetzen. Dazu miissen sich die Bausteine des
Netzwerks nicht unbedingt wie diskrete Neuronen verhalten, es reicht aus, wenn sie diskret ar-
beiten. Da das mathematische Modell von RAM-basierten Netzwerken zudem das Nachschlagen
in Tabellen als Grundoperation verwendet, ist noch nicht einmal komplizierte Hardware not-
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wendig, um die Grundbausteine eines RAM-Netzes zu realisieren. Es reichen, wie der Name
schon sagt, einfache RAM-Bausteine dafiir aus.

Die direkte Uberfithrbarkeit des mathematischen Modells auf eine physikalische Maschine
hat auferdem den Vorteil, daf es zwischen der Theorie und ihrer Implementierung keine kiinst-
liche Schranke gibt. Bei Netzwerkmodellen, die auf einer kontinuierlichen Theorie aufbauen, ist
das anders. Sie arbeiten mit reellen Zahlen und miissen daher bei ihrer Implementierung auf
einem Digitalcomputer immer diskretisiert werden. Wie fein muf aber die Diskretisierung sein,
damit die Sétze und Beweise, auf die sich die Theorie stiitzt, noch gelten. Welche Rechenge-
nauigkeit ist mindestens notig, wie geht man mit Rundungsfehlern um? Jeder, der schon mit
numerischen Verfahren gearbeitet hat weifl, daf diese Fragen oft dufserst schwierig zu beant-
worten sind. In der Praxis werden solche Probleme iiblicherweise so gelost, daft man numerische
Rechnungen erst einmal durchfiihrt und hinterher das Ergebnis auf Plausibilitit iberpriift. In
der Trainingsphase eines Mustererkennungssystems ist dies noch akzeptierbar, wihrend des ,Be-
triebs” moéchte man aber eigentlich ausschliefsen, daf aufgrund von numerischen Schwierigkeiten
Fehler auftreten.

Speziell bei der Berechnung riickgekoppelter kontinuierlicher Netzwerke treten diese Schwie-
rigkeiten in den Vordergrund. Riickgekoppelte Netzwerke sind schon in der Theorie nicht einfach
zu handhaben. Da bei der Simulation einer riickgekoppelten Struktur bestimmte Systemausga-
ben immer wieder als Eingaben verwendet werden, akkumulieren sich numerische Fehler von
Iteration zu Iteration auf. In solchen Fillen ist es schwierig, die numerische Stabilitédt eines
Algorithmus zu gewihrleisten (Almeida, 1989). Die Simulation eines diskreten Systems, ist
dagegen, zumindest aus dieser Perspektive, trivial.

Abgesehen von der ,Diskretisierungsfrage” hat es ein maschinelles Mustererkennungssystem
heute praktisch ausnahmslos mit digitalen Eingangs- und Ausgangsdaten zu tun. Auch dies ist
eine Motivation, ein Mustererkennungssystem gleich auf einer diskrete Theorie aufzubauen. Nun
gibt es auch mathematische Modelle, die sich relativ problemlos in einer Programmiersprache
implementieren lassen, die eine fiir diesen Fall ausreichende Gleitkommaarithmetik anbietet.
Nur ist man in diesem Fall auf Hardware angewiesen, die Gleitkommaarithmetik unterstiitzt.

1.2.2 Moglichst einfache Zielhardware

Man kann dem Argument der direkten Implementierbarkeit entgegenhalten, bei den heutigen
Prozessoren (Pentium IIT etc.) und ihrer Leistungsfihigkeit im Gleitkommabereich spiele es kei-
ne Rolle mehr, ob man Gleit-, Festkomma- oder Ganzzahlarithmetik zur Berechnung verwendet.
Meistens werden aber einfache Mikrocontroller den Universalprozessoren wie dem Pentium in
den Serienprodukten der Automobilindustrie vorgezogen.

Dies hat zwei Griinde: Zum einen sind Prozessoren vom Pentium-Typ zu teuer. Wenn ein
technisches Modul in ein Serienfahrzeug eingebaut werden soll, mufs es so kostengiinstig wie
moglich sein. Da ein Fahrzeug aus Tausenden von Einzelteilen besteht, kommt es dort auf jede
Mark an. Zum anderen sind solche Prozessoren so komplex, daf es praktisch unmdoglich ist, die
Fehlerfreiheit eines Prozessors nachzuweisen. Dies wird durch den vor einigen Jahren bekannt-
gewordenen Fehler in der Gleitkommageinheit des Pentium-Prozessors bestitigt. Im Fahrzeug
trifft man daher vorrangig recht kleine Komponenten an, die unabhéngig voneinander getestet
werden konnen. Aus diesen Griinden wird ein Verfahren, das nur einen Prozessor mit Ganz-
zahlarithmetik bendtigt, bei d&hnlicher Performanz einem Verfahren, das einen Prozessor mit
Gleitkommaarithmetik benétigt, fiir den Einbau im Serienfahrzeug vorgezogen werden.

RAM-basierte Netzwerke gehen nun noch einen grofen Schritt weiter. Je nach Art des Netz-
werks bendtigen sie nur wenig Ganzzahlarithmetik (Addition) oder wberhaupt keine Arithmetik
mehr, wie z. B. auch Hyperpermutationsnetzwerke. Ist das Netzwerk arithmetikfrei, kann man
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auf jede Art von Prozessor verzichten. Hyperpermutationsnetzwerke bestehen in der Implemen-
tierung nur noch aus einem Netzwerk von Tabellen. Man kann sie daher entweder mittels am
Markt erhéltlicher RAM-Bausteine aufbauen, oder aber eigene Hardware entwickeln, was aber
durch den sehr einfachen Aufbau eines solchen Netzwerks relativ einfach ist.

Ein weiterer Punkt ist, daf neue Systeme moglichst auf schon im Fahrzeug vorhandener
Hardware integriert werden sollen. Denn nur ein einziger weiterer Chip auf einer Platine hat
moglicherweise weitreichende Folgen: die Platine wird gréfser, das die Platine umgebende Ge-
hiuse wird grofer, an der bisherigen Stelle im Fahrzeug ist kein Platz mehr fiir das gréfer
gewordene Gehduse, es muf eine neue Einbaumdglichkeit gefunden werden usw. Daher sind
die Bemiihungen grof, an bestehender Hardware moglichst lange festzuhalten. Eine Abteilung
der Fahrzeug-Entwicklung kann also durchaus festlegen, daf die Losung einer bestimmten Auf-
gabe maximal 500 Byte Speicher bendétigen darf, weil auf der bestehenden Hardware nicht
mehr Platz ist und man keine neue Hardware hinzufiigen wird. Prozessoren, die hier eingesetzt
werden, beherrschen teilweise nur 8/16-Bit Ganzzahl-Addition bzw. -Multiplikation.

Auf diesen Griinden basiert die Motivation, fiir Wahrnehmungsaufgaben im Serienprodukt
nach Losungen mit RAM-basierten Netzwerken zu suchen. Al-Alawi und Stonham (1992) ha-
ben in ,A Training Strategy and Functional Analysis of Digital Multi-Layer Neural Networks“
gezeigt, daft bei bindrem Netzwerkein- und ausgang die funktionale Kapazitét eines diskreten
Multi-Layer Netzwerks wesentlich grofer ist als die eines vergleichbar grofsen analogen Multi-
Layer Netzwerks. Morciniec und Rohwer (1998) haben durch umfangreiche Vergleichtests auf
verschiedene Testdaten gezeigt, dafs klassische neuronale Netze und RAM-basierte Netze was
ihre ,Wahrnehmungsleistung“ (Erkennungsrate etc.) angeht, gleichwertig sind. Daher besteht
die begriindete Hoffnung, dafs man auf diesem Weg zu Systemen kommt, die Wahrnehmungs-
aufgaben mit minimalem Ressourcenverbrauch angemessen 16sen kénnen.

Diese Arbeit gliedert sich in die drei Teile ,Hyperpermutationsnetzwerke®, ,Optimierung*
und ,Experimente”. Der erste Teil stellt schon bekannte konnektionistische Modelle vor, fiihrt
die Hyperpermutationsnetzwerke ein und untersucht Unterschiede zwischen bekannten Model-
len und Hyperpermutationsnetzwerken. Der zweite Teil beschiftigt sich im Detail mit der Fra-
ge, wie man vor allem riickgekoppelte Hyperpermutationsnetzwerke optimieren bzw. trainieren
kann. Der dritte Teil stellt numerische Experimente zur Optimierung vor.
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2 Wahrnehmung

Seit langem versuchen Menschen, die Fahigkeiten von Mensch und Tier auf dem Gebiet der
Wahrnehmung zu verstehen. Mit dem Einzug des Computers in Forschung und Technik ist es
nun zumindest ansatzweise gelungen, kognitive! Fihigkeiten biologischer Wesen mit technischen
Mitteln zu erreichen. Da man sich in einer technisierten Welt etliche Anwendungen fiir kognitive
Systeme vorstellen kann, wird auch in vielen Bereichen an kognitiven Systemen geforscht und
entwickelt.

Die Wahrnehmung als Mittel zur Lésung bestimmter Aufgaben wird von der Natur schon
lange ,eingesetzt”. Bevor wir zu technischen Losungen der maschinellen Wahrnehmung kommen,
werden wir uns daher die biologische Wahrnehmung etwas genauer ansehen.

2.1 Biologische Wahrnehmung

Lebewesen sind darauf angewiesen, dafs ihr Wahrnehmungsapparat effizient ist. Je hdéher ein
Lebewesen entwickelt ist, desto ausgepragter sind im allgemeinen seine kognitiven Fahigkei-
ten und desto komplexer ist sein Wahrnehmungsapparat. Die Bandbreite reicht hier von ein-
fachen FEinzellern, die ,nur“ die grobe Richtung des einfallenden Lichts wahrnehmen, bis zu
hochentwickelten Primaten und dem Menschen, der mit seinen sprichwortlichen sechs Sinnen
unglaubliche kognitive Fahigkeiten entwickelt hat.

Warum hat die Evolution solche Leistungen hervorgebracht, fiir die ein Lebewesen kostbare
biologische Ressourcen unterhalten mufs? Jedes Lebewesen lebt in einer sich stdndig dndernden
Umwelt, die es zum groften Teil nicht beeinflussen kann. In dieser Umwelt ist es meistens auf
sich gestellt und muf autonom agieren. Im tiiglichen Kampf ums Uberleben ist es wichtig, die
Umwelt und vor allem Anderungen der Umwelt wahrnehmen zu kénnen. Plakatives Beispiel
sind hier Rduber- und Beutetiere. Rduber wiirden ohne ausreichende kognitive Fahigkeiten
verhungern und Beutetiere gefressen werden.

Einfache Lebewesen beschriinken sich bei ihren Aktionen hauptséchlich auf Reaktionen auf
Sinnesreize. Man konnte ihren Aktionszyklus mit ’Sinnesreiz — Reaktion — Sinnesreiz — ...
beschreiben. Dabei kann jede Aktion eine Anderung der Umwelt zur Folge haben. Je héher ein
Lebewesen entwickelt ist, desto grofser wird der Anteil der selbstindig ausgeldsten Aktionen.

Obwohl hochentwickelte Lebewesen sich bei der Auswahl ihrer Aktionen auch auf ein ,inne-
res Bild“ der Umwelt stiitzen, ist ein explizites Verstdndnis der Umwelt nicht immer notwendig,
um aus einer Wahrnehmung die richtige Handlung abzuleiten. Ein Beispiel hierfiir sind Reflexe,
die uns handeln lassen, bevor wir {iberhaupt die Situation erfafst haben. Auf der anderen Sei-
te liegt eine herausragende Stérke der menschlichen Wahrnehmung in der Verschmelzung von
Wahrgenommenen und bereits Bekanntem. Uns gelingt es zum Beispiel, so verschiedene Ob-

'Die Verwendung der Begriffe Wahrnehmung und Kognition sind in der Literatur leider nicht einheitlich. Wahr-
nehmung wird sowohl im Sinne von “Ich habe etwas wahrgenommen (bemerkt)“ verwendet, als auch im Sinne
von “Ich habe das Auto wahrgenommen (erkannt)“. Kognition (lat. Erkenntnis) beinhaltet Wahrnehmung
und geht je nach Auslegung auch dariiber hinaus. Wir werden Wahrnehmung und Kognition weitgehend
synonym im Sinne von ,bemerkt und erkannt“ verwenden.
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jekte wie Hasenohren, Hundeohren und Menschenohren als Ohren zu erkennen und mit jedem
erkannten Objekt wichst unsere Erkennungssicherheit.

Eine sehr wichtiges Merkmal biologischer Wahrnehmungsapparate ist ihre Effizienz. Die zum
Leben benotigten kognitiven Féahigkeiten werden mit einem Minimum an biologischen Ressour-
cen erreicht, da das Lebewesen seinen Wahrnehmungsapparat selbst mit Energie versorgen
mufs. Ein gutes Beispiel sind hier Insekten. Trotz ihres winzigen ,,Gehirns® ist in ihrem kogniti-
ven Repertoire u. a. die Erkennung von Beutetieren, Rivalen und Partnern durch den Sehsinn
(Libellen), den Horsinn (Grillen), den Geruchssinn (Schwérmer) und den Tastsinn (Ameisen).

2.2 Maschinelle Wahrnehmung

Die maschinelle Wahrnehmung beschéftigt sich mit der Frage, wie man Wahrnehmungsaufgaben
mit technischen Mitteln l16sen kann. Eine Wahrnehmungsaufgabe ist eine Aufgabe, die norma-
lerweise mit Hilfe der Wahrnehmung gelost werden kann, z. B. die Erkennung von Fahrzeugen im
Strakenverkehr. Meistens ist die maschinelle Wahrnehmung nur ein Teil eines Gesamtsystems,
das eine Aufgabe mit einer Wahrnehmungskomponente zu bewiltigen hat. Zum Beispiel soll
ein Automat in der Produktion fehlerhafte Teile visuell erkennen und automatisch aussortieren.
Ganz analog zum biologischen Fall haben wir nun ein technisches ,Subjekt” in einer Umwelt.
Um iiber seine Umwelt Informationen zu erhalten, hat ein solches System Sensoren, die Sin-
nesorganen entsprechen. Hat ein System auch Aktuatoren, kann es Aktionen durchfithren und
wiederum auf die Umwelt einwirken. Auf diese Weise entsteht ein Regelkreis, den Abbildung

2.1 zeigt.
/ Umwelt \

Abbildung 2.1: Der Regelkreis von Umwelt und System. Mit seinen Sensoren nimmt das System Infor-
mationen aus der Umwelt auf. Sind auch Aktuatoren vorhanden, wirkt das System auf
die Umwelt zuriick und ein Regelkreis entsteht.

Es gibt sehr verschiedene Anforderungen an die maschinelle Wahrnehmung. Zu den sicher
einfacheren Beispielen gehort die visuelle Erkennung geometrischer Formen (Dreiecke, Vierecke)
in einem Videobild, z. B. zur Steuerung einer Sortiermaschine. Sehr schwierig sind dagegen Auf-
gaben, die uns Menschen typischerweise recht leicht fallen, z. B. die Erkennung von belebten
und unbelebten Objekten in einem natiirlichen Umfeld. Wir nutzen zur Erkennung meistens
mehrere Aspekte eines Objekts. Um andere Menschen zu erkennen kénnen wir in ihr Gesicht
sehen, ihren Gang betrachten, ihre Stimme héren und vieles mehr. Besonders schwierig sind
Aufgaben, bei denen das technische System praktisch auf sich allein gestellt ist. Solche soge-
nannten autonomen Systeme kénnen im Zweifelsfall nicht bei einem Menschen nachfragen, was
nun zu tun sei, sondern miissen iiber grofe Zeitrdume alleine handeln. Hier nimmt die Wahr-
nehmungskomponente einen entscheidenen Teil ein. Prominentes Beispiel fiir ein zumindest
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teilautonomes System ist das Marsfahrzeug Sojourner, das im Rahmer der Mars Pathfinder
Mission am 4.7.1997 auf dem Mars gelandet ist.

Vor allem fiir die kommerzielle Verwendung einer technischen Lésung einer Wahrnehmungs-
aufgabe gibt es zwei Kriterien, die fast immer iiber die mogliche Nutzung eines Systems mit
entscheiden:

e Das System mufs schnell genug sein, um einem meistens von aufsen vorgegebenen Takt
folgen zu konnen. Dies gilt vor allem fiir Komponenten in Echtzeitsystemen, wie zum
Beispiel Fahrzeuge im Strafienverkehr.

e Das System mufs kostengiinstig sein, da es sonst als moglicher Kandidat fiir eine Problem-
16sung ausscheidet. Dieser Punkt wird bei Komponenten wichtig, die in Serienprodukte
eingebaut werden, da bei Serienprodukten der Kostendruck grof ist.

2.3 Realisierungsansatze fiir maschinelle Wahrnehmung

Angesichts der verschiedenen Wahrnehmungsaufgaben, die man sich vorstellen kann, stellt sich
die Frage, wie wir eine Wahrnehmungsaufgabe mit technischen Mitteln 16sen kénnen. Die bei-
den Hauptrichtungen, die sich im Laufe der Zeit etabliert haben, sind modellbasierte Verfahren
und statistische Verfahren. Modellbasierte Verfahren modellieren die ,Welt“, in der sich die
Aufgabe stellt. Bei der Losung der Aufgabe versucht man dann, die Modelle mit der Realitét
in Einklang zu bringen. Statistische Verfahren verwenden statistische Eigenschaften der Wahr-
nehmungsaufgabe, um damit zur Losung der Aufgabe zu kommen. Trotz aller Unterschiede
gibt es auch Uberschneidungen zwischen den beiden Richtungen. Zu der immer wieder umstrit-
tenen Frage, welche Verfahren wohl die Natur verwendet, zeigt Abbildung 2.2 eine mogliche
LHdAntwort®.

2.3.1 Modellbasierte Verfahren

Modellbasierte Verfahren verwenden zur Losung einer Wahrnehmungsaufgabe ein Modell, das
einen Teil der Realitéit hinreichend genau approximiert (Zitat von Hermann Haken aus einer
Synergetik-Vorlesung: Fiir unsere Zwecke ist ein Pferd in nullter Ndherung eine Kugel“). Je
besser das Modell fiir eine bestimmte Aufgabe gewihlt wurde, desto besser kdnnen spéter auch
die Ergebnisse sein. Die Wahl eines ungeeigneten Modells kann zur Folge haben, daf sich die ge-
stellte Wahrnehmungsaufgabe damit nicht 16sen 1dft. Aus der groften Zahl von modellbasierten
Erkennungverfahren seien hier nur zwei Beispiele kurz angeschnitten.

In der Bildverarbeitung verwendet man iiberwiegend geometrische und physikalische Mo-
delle. Mochte man z. B. in Videobildern von Strafenszenen Fahrzeuge erkennen, so kénnte man
zur Modellbildung die geometrischen Formen von Fahrzeugen heranziehen. Auch dynamische
Eigenschaften von Fahrzeugen konnten einfliesen, z. B. daf sich Fahrzeuge nur mit bestimmten
Geschwindigkeiten bewegen, daf sie gewissen Beschleunigungen nicht iiberschreiten und sich
(normalerweise) nicht seitwérts bewegen. Auf dem Gebiet der modellgestiitzen Objekterken-
nung gibt es sehr viele Arbeiten, stellvertretend seien hier nur zwei genannt: Chin und Dyer
(1986); Lamdan und Wolfson (1988)

In anderen Bereichen, wie z. B. der Sprachverarbeitung, wird stark von Methoden der kiinst-
lichen Intelligenz Gebrauch gemacht. Um einen Satz wie ,Er ist gestern wiedergekommen.“
verstehen zu konnen, ist eine Menge Hintergrundwissen erforderlich (Wer ist ,Er, wann war
»gestern, wohin ist er wiedergekommen?). Die hier verwendeten Modelle, z. B. semantische Net-
ze, sind selten physikalischer Natur, sondern sie modellieren meistens Zusammenhénge zwischen
realen oder abstrakten Objekten.
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Abbildung 2.2: Kognition in der Natur. Wie fangt der Vogel den Fisch? Modellbasiert oder konnektio-
nistisch? (aus Varela, 1990)

10
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Alle rein modellbasierten Verfahren haben gemein, dafs man sich & priori fiir ein bestimmtes
Modell entscheiden mufs. Normalerweise bedeutet dies, daft jemand mit dem nétigen Fachwissen
ein Modell fiir eine bestimmte Wahrnehmungsaufgabe erstellt. Approximiert es die Realitét fiir
die Aufgabe hinreichend gut, ist das Problem gel6st, sonst mufs man das Modell weiter anpassen.
Dieses Vorgehen hat zwei Nachteile: Erstens kann ein Modell nur das beinhalten, woran der
Modelldesigner auch gedacht hat. Ist die Variabilitdt der Daten grofs, kann es sehr schwierig
sein, diese Variabilitdt zu modellieren. Zweitens gibt es etliche Wahrnehmungsaufgaben, deren
zugrundeliegende Prozesse so kompliziert sind, daf sie einem Modell praktisch nicht zugénglich
sind.

In dieser Arbeit werden wir nicht weiter auf modellbasierte Verfahren eingehen, sondern
uns nun den statistischen Verfahren zuwenden.

2.3.2 Statistische Verfahren

Im Gegensatz zu modellbasieren Verfahren versuchen statistische Verfahren die statistischen
Eigenschaften eines Teils der ,realen Welt“ zu nutzen, um eine Wahrnehmungsaufgabe zu 16-
sen. Wenn bei einer Wahrnehmungsaufgabe z. B. zwei verschiedene Objekte visuell voneinander
unterschieden werden sollen, mufs das System die statistischen Unterschiede in den visuellen
Représentationen der beiden Objekte erkennen kénnen. Die meisten dieser Verfahren haben ge-
meinsam, daf sie die Losung einer Wahrnehmungsaufgabe durch Présentation von Beispieldaten
serlernen”. Dabei steht ,,.Lernen” fiir den Vorgang, unbekannte Parameter des Systems durch die
Présentation von Beispieldaten zu ermitteln. Man présentiert einem System zur Buchstaben-
erkennung beispielsweise viele Bilder von Buchstaben und kann so die inneren Parameter des
Systems adaptieren, so daf es auch bei einem neuen unbekannten Bild eines Buchstabens den
richtigen Buchstaben erkennt.

Innerhalb der maschinellen Wahrnehmung faftt man einen grofen Bereich unter dem Begriff
Mustererkennung zusammen, der wortlich im Sinne von ,Muster (wieder-) erkennen“ zu verste-
hen ist. Diese Namensgebung rithrt daher, daf ein Wahrnehmungssystem von seinen Sensoren
meistens raumliche und/oder zeitliche Muster geliefert bekommt, z. B. Video- oder Audiodaten,
aus denen das System dann die relevante Information extrahieren soll.

Es gibt verschiedenste Ansétze, wie man Mustererkennung mit statistischen Verfahren be-
treiben kann. Hier seien unter anderem folgende erwihnt: Neuronale Netze (Rumelhart et al.,
1986; Personnaz und Dreyfus, 1988), Polynomklassifikatoren (Schiirmann, 1996), Support-
Vektor-Maschinen (Vapnik, 1995), Hidden-Markov-Modelle (Rabiner, 1989), Observable Opera-
tor Models (Jaeger, 1998), endliche Automaten (Breuer, 1995) und vieles mehr, wobei endliche
Automaten bis jetzt nur sehr selten zur Mustererkennung eingesetzt worden sind. Wo es erfor-
derlich ist, wird im Text genauer auf die jeweilige Methode eingegangen. Zu dem grofen Bereich
der konnektionistischen Ansétze zur Mustererkennung kommen wir im folgenden Kapitel.
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3 Konnektionistische Ansatze zur
Mustererkennung

Die Grundidee konnektionistischer Ansétze ist, dal viele relativ einfache Bausteine zu einem
groferen System zusammengefafit werden. Die vielen Bausteine des Systems wechselwirken
miteinander, wodurch das Gesamtsystem trotz der primitiven Bausteine komplexes Verhalten
zeigen kann. Die Bausteine des Systems konnen dabei so einfach wie Boole’sche Funktionen oder
so komplex wie mathematische Modelle biologischer Neuronen sein. In der Mustererkennung
haben sich unter den konnektionistischen Ansétzen vor allem die neuronalen Netze einen Namen
gemacht.

3.1 Neuronale Netze

Neuronale Netze orientieren sich zumindest in ihren Urspriingen am Vorbild der Natur. Dazu
gehort zum einen das Prinzip des Konnektionismus, also der Aufbau eines Systems aus vie-
len miteinander wechselwirkenden Bausteinen. Bei neuronalen Netzen kommt noch dazu, daf
die Bausteine des Systems, die Neuronen, mehr oder weniger stark an biologischen Neuronen
ausgerichtet sind. Wegen der ungeheuren Komplexitéit biologischer Systeme sind diese Modelle
meistens nur sehr grobe Anniherungen an ihre biologischen Vorbilder.

Die Anfinge neuronaler Netze reichen weit zuriick. Bereits in seinem Buch ,Principles of
Psychology* duferte James (1890) die Vermutung, dafs Lernvorgénge ,neue Verbindungen im
Gehirn erzeugen“ und dafs ,Nervenstréme am leichtesten auf Verbindungen propagieren, die
oft benutzt werden®. Fast fiinfzig Jahre spéter schlug Rashevsky (1938) vor, daff das Gehirn
auch mit Hilfe von logischen Operationen arbeiten kénnte, wenn man hohe Aktionspotentiale
als bindre 1 (logisches ,wahr) interpretiert. Erst McCullough und Pitts (1943) stellten die
Schwellwertlogik vor und zeigten, daft auch einfache Klassen neuronaler Netze prinzipiell jede
arithmetische oder logische Funktion berechnen kénnen. In seinem Buch ,,The Organization of
Behavior* fithrte Hebb (1949) mit seiner Hebb’schen Lernregel die unidirektionale Variation
der Lernregel von James vor. An dieser Stelle kommt das von Rosenblatt (1958) entwickelte
Perzeptron ins Spiel, mit dem wir uns noch genauer beschiftigen. Literatur zur Geschichte
neuronaler Netze gibt es sowohl als kurze Uberblicke (Zell (1994, Abschnitt 1.6) und Olmsted
(1998)) als auch als ausfiihrliche Biicher (Anderson und Rosenfeld, 1988; Anderson et al., 1990).
An dieser Stelle steigen wir etwas genauer in die neuronalen Netzwerkmodelle ein. Ausfiihrliche
Beschreibungen vieler Netzwerktypen sind in (Zell, 1994) zu finden.

3.1.1 Prinzipielle Funktionsweise eines neuronalen Netzes

Welche ,,Zutaten“ bendtigen wir fiir ein neuronales Netz? Entsprechend seinem biologischem
Vorbild sind die Hauptbestandteile eines neuronalen Netzes Neuronen und Verbindungen zwi-
schen den Neuronen. Abbildung 3.1 zeigt ein kleines Beispielnetzwerk. Die Neuronen sind die
,chaltstellen“ des Netzes und fithren die arithmetischen Berechnungen durch. Die Neuronen
werden iiber die Verbindungen miteinander verkniipft, so daf die Ergebnisse der Berechnungen
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der Neuronen durch das Netzwerk propagieren kdnnen, bis sie am Netzwerkausgang ankommen.
Um das Netz trainieren zu konnen, benétigen wir auferem noch einen Lernalgorithmus. Wir
stellen nun verschiedene Neuronen- und Netzwerktypen vor.

Abbildung 3.1: Ein Beispiel fiir ein neuronales Netzwerk. Jedes Neuron ¢ hat einen Aktivierungszustand
a;. Eine Verbindung von Neuron i zum Neuron j wird in der Gewichtsmatrix durch das
Matrixelement w;; realisiert.

3.1.2 Neuronentypen
Ein Neuron wird durch drei Bestandteile charakterisiert:

e Den Aktivierungszustand a;. Er gibt an, wie stark das Neuron i aktiviert ist und wird
auch Aktivierungsgrad genannt.

e Die Aktivierungsfunktion f,. Die Aktivierungsfunktion bestimmt den Aktivierungsgrad
eines Neurons zum Zeitpunkt ¢ + 1 aus dem Aktivierungsgrad zum Zeitpunkt ¢:

ai(t + 1) = fa(ai(t),’ni(t),ei) (31)

Dabei ist n;(t) die Propagierungsfunktion (Netzeingabe), die angibt, wie sich der Eingang
des Neurons 7 aus den Ausgéngen der anderen Neuronen berechnet und 6; ist Schwellwert
des Neurons .

e Die Ausgabefunktion fqu. Die Ausgabefunktion bestimmt aus der Aktivierung des Neu-
rons die Ausgabe o; des Neurons:

0; = fout(ai) (3'2)

In der Literatur wird selten zwischen Aktivierungsfunktion, Propagierungsfunktion und
Ausgabefunktion unterschieden, oft werden Aktivierungs- und Propagierungsfunktion zu-
sammengefafst. Ebenso wird oft die Ausgabefunktion gleich der Indentitét gesetzt und das
gewiinschte Ausgangsverhalten eines Neurons gleich mit in die Aktivierungsfunktion in-
tegriert.

Verschiedene Neuronentypen lassen sich anhand der Resprésentation ihres Aktivierungs-
zustands unterscheiden, wie Abbildung 3.2 zeigt. Die meisten  klassischen Netzwerkmodel-
le“ benutzen Neuronen mit reellwertigem Aktivierungszustand, der auf ein Intervall wie [0, 1]
oder [—1,1] beschrinkt ist. Die Beschrankung auf das Intervall [—1,1] ist oft eine Folge der
Wahl der Aktivierungs- bzw. Ausgabefunktion. Haufig werden dort die logistische Funktion
f(z) = 1/(1 + exp(—x)) oder der Tangens Hyperbolicus f(z) = tanh(z) gewihlt, deren Wer-
tebereich gerade dem Intervall [—1, 1] entspricht. Zur schnellen Simulation neuronaler Netze in
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Ganzzahlarithmetik wurden auch diskrete mehrwertige Neuronen verwendet (Goddard et al.
(1989)). Man liest in neuerer Literatur immer wieder, daf die Geschwindigkeit auf modernen
Computern keine Rolle mehr spiele, da dort Gleitkomma- und Ganzzahlarithmetik praktisch
gleich schnell seinen. Fiir moderne Hochleistungsprozessoren stimmt das durchaus. Aber wie
wir in Abschnitt 1.2.2 schon gesehen haben, gilt dies nicht fiir Hardware, die moglichst klein
und kostengiinstig ist und in ein Serienprodukt wie z. B. ein Fahrzeug eingebaut werden soll.
Auf Netzwerke mit diskreten Neuronen werden wir in Abschnitt 3.2 wieder zuriickkommen.

kontinuierlich

unbeschrankt Intervale mehrwertig

redle Zahler [0,1] {01 {-10,1}
[-1,1] {-1,1 {-100,...,100}
{-,+} Ganze Zahlen

Abbildung 3.2: Realisierungen des Aktivierungszustandes eines Neurons. Zunéchst unterscheidet man
zwischen Neuronen mit kontinuierlichen und diskreten Aktivierungszustéinden. Bei bei-
den Arten gibt es wiederum unbeschrinkte Aktivierungszustinde, und solche, die nur
innerhalb eines Intervalls definiert sind (aus Zell (1994)).

Ein Neuron, welches in vielen neuronalen Netzen verwendet wird, ist das McCullough und
Pitts (1943) Neuron. Seine Aktivierung ergibt sich aus der linear gewichteten Summe seiner
Eingénge und seine Ausgabefunktion ist eine Schwellwertfunktion. Dieses Neuron hat ,kein
Gedéchtnis“, da f, nicht von a;(t) abhéngt. Verwendet man fiir die Ausgabefunktion z.B. die
Heavyside-Funktion, nennt man das so entstandene Schwellwert-Neuron auch Threshold Logic
Unit oder Linear Threshold Unit (LTU).

3.1.3 Netzwerktypen

Die Neuronen als Bausteine eines neuronalen Netzes miissen noch miteinander verbunden wer-
den, was auf viele verschiedene Arten geschehen kann. Die beiden Hauptklassen, die wir unter-
scheiden, sind Netze ohne Riickkopplungen und Netze mit Riickkopplungen.

Eine Verbindung von einem Neuron ¢ zu einem Neuron j wird formal mit einer Eins in der
sogenannten Verbindungsmatrix gekennzeichet, die sonst Nullen enthélt. Da zu einer Verbin-
dung im allgemeinen auch ein Gewicht gehort, kann man die Gewichte auch gleich mit in die
Verbindungsmatrix eintragen, die damit zur Gewichtsmatrix wird. Dann bezeichnet w;; (bzw.
wj;, je nach Literatur) die Stérke des Gewichts an der Verbindung von einem Neuron 4 zu einem
Neuron j. Ist der Eintrag w;; in der Gewichtsmatrix W null, so gibt es keine Verbindung von
Neuron ¢ nach Neuron j.

Netzwerke ohne Riickkopplungen

Die am h#ufigsten verwendete Netzwerktopologie hat nur Verbindungen von einer Netzwerk-
schicht zur né&chsten, die sogenannten ebenenweise verbundenen Netzwerke ohne Riickkopp-
lungen. Wenn wir die Netzwerkschichten vom Eingang zum Ausgang durchnumerieren, sind
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also bei einem solchen Netzwerk nur Verbindungen von Schicht k nach Schicht [ = k + 1 er-
laubt. Auch das Multi-Layer Perzeptron, auf das wir spater noch kommen, ist von diesem Typ.
Bei allgemeinen Netzwerken ohne Riickkopplungen sind auch Verbindungen erlaubt, die eine
oder mehrere Ebenen iiberspringen, d.h. I > k + 1. Diese sogenannten Shortcut Connection
sind fiir manche Aufgaben niitzlich (z. B. fiir das XOR-Problem, siehe Abschnitt 10.5 oder das
2-Spiralen-Problem, siehe Lang und Witbrock (1988)). Abbildung 3.3 zeigt die beiden verschie-
denen Moglichkeiten.

Abbildung 3.3: Neuronales Netzwerk mit und ohne Shortcut Connections. Im linken Netz sind nur
Verbindungen von einer Netzwerkschicht zur néichsten erlaubt. Im rechten Netzwerk
sind auch zwei Verbindungen, die etwas dicker gezeichneten sog. Shortcut Connections,
die eine Netzwerkschicht iiberspringen.

Netzwerke mit Riickkopplungen
Bei neuronalen Netzen mit Riickkopplungen sind zusétzliche Verbindungen erlaubt. Hierbei
unterscheidet man drei Typen von Riickkopplungen:

1. Direkte Riickkopplungen. Ein Neuron hat als einen seiner Eingénge seinen eigenen (ge-
wichteten) Ausgang. Dies sind Verbindungen innerhalb derselben Netzwerkschicht, also
I =k.

2. Laterale Riickkopplungen. Wie die direkten Riickkopplungen sind dies Verbindungen in-
nerhalb derselben Netzwerkschicht mit [ = &, aber die Verbindung geht zu einem anderen
Neuron derselben Schicht.

3. Indirekte Riickkopplungen. Diese Verbindungen gehen von einer Schicht % zu einer Schicht
[ < k, also zu Neuronen, die sich weiter in Richtung Netzwerkeingang befinden.

Abbildung 3.4 zeigt die verschiedenen Typen von Riickkopplungen. Fiir ein einzelnes Neuron
macht es keinen Unterschied, ob in einem Netzwerk Riickkopplungen existieren oder nicht. Die
Netzwerkdynamik dndert sich durch die Riickkopplungen dagegen sehr. Riickgekoppelte neuro-
nale Netze mit reellwertigen Neuronen sind deutlich schwieriger zu beherrschen als neuronale
Netze ohne Riickkopplungen. Zum einen ist ihre mathematische Beschreibung komplexer, zum
anderen kann man schon mit wenigen reellwertigen Neuronen mathematisch gesehen ein dy-
namischen System erhalten, das fiir bestimmte Parameterbereiche chaotisch wird (Pasemann,
1995).

Die erhéhte Komplexitit neuronaler Netze mit Riickkopplungen macht sich auch dadurch
bemerkbar, daf es fiir sie deutlich weniger Literatur gibt, als fiir Netze ohne Riickkopplungen.
Besonders die numerische Simulation von Netzwerken mit Riickkopplungen erweist sich als
schwierig, da sich auf dem Digitalcomputer keine reellen Zahlen darstellen lassen. Daher ist man
zur Niherung mittels Gleitkommazahlen gezwungen, die bei jeder arithmetischen Operation
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direkte Riickkopplung

/

indirekte Ruckkopplung ——
" laerde Riickkopplung

Abbildung 3.4: Neuronales Netzwerk mit Riickkopplungen. Es sind auch Verbindungen innerhalb der-
selben Schicht bzw. zu Schichten, die ndher am Netzwerkeingang liegen, erlaubt.

moglicherweise einen Rundungsfehler verursachen. M&chte man also riickgekoppelte Netzwerke
mit reellwertigen Aktivierungszusténden fiir eine grofe Zahl von Zeitschritten simulieren, muf
man meistens einen erheblichen numerischen Aufwand betreiben.

3.1.4 Mehrschicht-Netzwerke ohne Riickkopplungen

Die in der Praxis mit Abstand am meisten genutzten neuronalen Netzwerke sind riickkopp-
lungsfrei und haben mehrere Schichten, die ebenenweise verbunden sind. Man findet sie meist
unter dem Namen Multi-Layer Network (MLN). Ein wichtiger Reprasentant dieser Klasse ist
das Multi-Layer Perceptron (MLP), das aus dem von Rosenblatt (1958) entwickelten Perzeptron
hervorgegangen ist.

3.1.4.1 Das Perzeptron

Wir verstehen hier das Perzeptron so, wie es Minsky und Papert (1988) in ihrem Klassiker
Perceptrons beschrieben haben. Sie untersuchten die Leistungsfihigkeit des Perzeptrons anhand
von zweidimensionalen geometrischen Figuren im zweidimensionalen diskreten Raum, in dem
jeder Bildpunkt nur die Werte 0 oder 1 annehmen kann.

Ein Perzeptron als neuronales Netz besteht aus folgenden Komponenten:

e Einer Eingabeschicht mit Neuronen, die bindre Aktivierungen haben koénnen.

e Einer weiteren Schicht mit Neuronen, die feste Verbindungen zu den Neuronen der Ein-
gabeschicht haben.

e Der letzten Schicht, die nur ein Ausgabeneuron enthélt.
Die Neuronen sind dadurch gekennzeichnet, dafs

e sich ihre Eingabe aus der gewichteten Summen ihrer Eingangsverbindungen zusammen-

setzt
aj :nj = Zoiwi]’ )
i
e und daf sich ihre Ausgabe durch eine Schwellwertbildung der Aktivierung ergibt:

_J0 fallsa; <0
7|1 falls g > 6
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Abbildung 3.5 zeigt ein Perzeptron und ein Multi-Layer Perzeptron. Wie Mingky und Papert
(1988) zeigten, hat das Perzeptron inhédrente Schwéchen, da es nur wenige Funktionen repra-
sentieren kann (dazu mehr in Abschnitt 4.5). Die naheliegende Erweiterung des Perzeptrons
war, mehrere Neuronenschichten mit trainierbaren Verbindungen einzufiihren. Das dreistufige
Perzeptron ist das kleinste mehrstufige Perzeptron, welches in n Dimensionen beliebige Mengen
voneinander trennen kann, wenn man nur geniigend Neuronen zur Verfiigung stellt (siehe Zell,
1994) Durch das Hinzufiigen weiterer Schichten gewinnt man nichts mehr.

Abbildung 3.5: Die linke Abbildung zeigt ein klassisches Perzeptron, das nur eine Schicht trainierbarer
Verbindungen enthilt (durchgezogene Linien), die gestrichelten Linien sind feste Verbin-
dungen. Die rechte Abbildung zeigt ein Multi-Layer Perzeptron mit drei trainierbaren
Neuronenschichten.

3.1.4.2 Nutzung anderer Ausgabefunktionen

Ist die Ausgabefunktion der Neuronen eine Schwellwertfunktion wie beim Perzeptron, so ist die
Ausgabe des Netzwerks in Abhéngigkeit der Gewichte weder stetig noch differenzierbar. Beim
Training eines neuronalen Netzes mochte man aber oft auf den Gradienten der Fehlerfunktion
zuriickgreifen, um mit dieser Information die Anderung der Gewichte zu bestimmen. Daher
verwendet man h#ufig fiir die Ausgabefunktion keine Schwellwertfunktion, sondern beschrinkte
nichtlineare differenzierbare Funktionen, wie z.B. die logistische Funktion oder der Tangens
Hyperbolicus.

Man kann zeigen, daf solche mehrschichtigen Netzwerke (MLNs) sogenannte universelle
Approximatoren sind, d.h. sie kénnen, genug Neuronen vorausgesetzt, jede beliebige Funktion
beliebig genau approximieren (sieche McCullough und Pitts (1943)). Fiir die Praxis hilft dies
einem allerdings erst mal nicht weiter. Man kennt normalerweise ndmlich die Funktion nicht, die
approximiert werden soll. Dementsprechend kann man & priori auch keine Netzwerktopologie
festlegen, die eine gute Approximation an die noch unbekannte Funktion représentieren kann.

3.1.5 Lernverfahren

Schon bei den neuronalen Netzen an sich gibt es eine sehr grofe Zahl von Variationsméglich-
keiten, wenn man die verschiedenen Netzwerktopologien und Neuronentypen beriicksichtigt.
Entsprechend gibt es viele verschiedene Lernverfahren, da jeder spezielle Netzwerktyp im all-
gemeinen mit verschiedenen Trainingsalgorithmen unterschiedlich gut trainiert werden kann.
Wir stellen nun die Grundprinzipien vor, nach denen neuronale Netze trainiert werden. Einen
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tieferen Einstieg in die Vielfalt der Lernverfahren geben Rumelhart et al. (1986), Zell (1994)
und Rojas (1996).

3.1.5.1 Gradientenverfahren zum Training neuronaler Netze
Um ein lernendes System zu trainieren, bendtigen wir

1. eine Kostenfunktion, auch Fehlerfunktion genannt, die angibt, wie gut bzw. schlecht das
lernende System momentan ist und

2. ein Rezept, nachdem wir die freien Parameter des Systems in Abhangigkeit der Kosten-
funktion dndern, so dafs die Kosten im Laufe der Zeit minimiert werden.

Soll ein neuronales Netz als Klassifikator betrieben werden, so wiahlt man typischerweise als
Sollausgabe des Netzes fiir jede Klasse einen Einheitsvektor!. Bei drei Klassen erhielten wir also
als Soll-Ausgabevektoren (1,0,0)T, (0, 1,0)T und (0, 0, l)T.2 Es ist keineswegs selbstverstind-
lich, dak diese sogenannte Eins-aus-n-Kodierung die beste Ausgangskodierung fiir ein n Klassen
Problem ist. Wie Utschick und Weichselberger (1999) zeigten, kann man durch gleichzeitiges
Trainieren eines Netzwerks und seiner Ausgangskodierung bessere Klassifikationsergebnisse er-
halten, als wenn man eine Ausgangskodierung a priori festlegt.

Als Kostenfunktion E verwendet man meist den quadratischen Abstand, der sich aus der
Summe der Abweichungen der Ist-Ausgangsvektoren o], zu den Soll-Ausgangsvektoren o, aller
zu lernenden Muster m ergibt:

1
E = Z§|o;n — om)? (3.3)
m

Nun muf die Kostenfunktion minimiert werden. Im einfachsten Fall &ndert man dazu die Ge-
wichte des Netzwerks bei jeder Trainingsiteration ein wenig in Richtung des negativen Gradi-
enten der Kostenfunktion:
0
n 8wij

Aw;j = E(W) (3.4)
Dabei ist n die sogenannte Lernrate, je groker die Lernrate ist, desto stéirker wird ein Gewicht
in Richtung des negativen Gradienten veréndert.

Aus den Gleichungen (3.3) und (3.4) 14kt sich die sogenannte Delta-Regel herleiten (Rumel-
hart et al., 1986), die fiir einstufige Netze mit linearer Aktivierungsfunktion bei kleinem 7 eine
sehr gute Approximation an einen Gradientenabstieg ist:

Amwij = 1) Omy (O:nj - Omj)

Hierbei indiziert m das aktuell angelegte Muster, oinj den Soll- und oy,; den Istausgang des
Neurons j.

Um nun auch mehrschichtige Netze mit nichtlinearen, differenzierbaren und monoton stei-
genden Aktivierungsfunktionen trainieren zu konnen, haben Rumelhart et al. (1986, Seite 324
ff.) die Generalisierte Delta Regel hergeleitet, die heute unter dem Namen Backpropagation
bekannt ist. Beim Backpropagation findet man fiir die Anderung eines Gewichts wj; Zwel ver-
schiedene Aktualisierungsregeln, und zwar in Abhéngigkeit davon, ob das Neuron j ein Aus-
gangsneuron oder ein verstecktes Neuron ist.

!Genaugenommen miiten wir hier von kanonischen Einheitsvektoren sprechen, da die hier gemeinten Ein-
heitsvektoren nicht nur die Lange Eins haben, sondern auch orthonormal sind und die einzige Komponente
ungleich null den Wert eins hat.

22" bzw. M sind die Transponierten eines Vektors & bzw. einer Matrix M.
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3.1.5.2 Probleme von Gradientenverfahren

Bei Backpropagation hat man genau wie bei anderen gradientenbasierten Lernverfahren mit
bestimmten Schwierigkeiten zu kdmpfen:

e Lokale Minima: Bei einem Gradientenverfahren besteht immer die Gefahr, dafs der Ler-
nalgorithmus in einem lokalen Minimum terminiert. Je gréfer das Netzwerk, desto grofser
ist dafiir im allgemeinen die Wahrscheinlichkeit (Hecht-Nielsen, 1989).

e Flache Plateaus: Befindet man sich im Parameterraum auf einer ,Hochebene ist der
Gradient sehr klein, obwohl das gesuchte globale Minimum mdglicherweise noch weit
entfernt ist. Da der Gradient fast null ist, kann man ohne weiteres auch nicht erkennen,
ob man sich in einem Minimum oder auf einem Plateau befindet.

e Steile und enge Téler: Ist man im Parameterraum in einer engen Schlucht, so kdnnen
zwei unangenehme Phénomene auftreten: Zum einen kann es zu Oszillationen zwischen
den beiden Seiten der Schlucht kommen, zum anderen kann wegen des grofsen Gradienten
an den Seiten der Schlucht der Lernalgorithmus die steile Schlucht auch zugunsten eines
weniger guten Minimums wieder verlassen.

Es ist nicht einfach, diese Schwierigkeiten gleichzeitig in den Griff zu bekommen. Im Laufe der
Zeit haben viele Forscher daran gearbeitet, durch die Modifikationen von Backpropagation und
durch die Entwicklung von ganz anderen Lernverfahren diese Schwierigkeiten zu iiberwinden.
Einige solcher Verfahren wie werden in Zell (1994) vorgestellt

3.2 RAM-basierte neuronale Netze

Bis jetzt haben wir uns mit Netzen beschéftigt, deren Neuronen kontinuierliche Aktivierungszu-
stinde annehmen kénnen. Nun wenden wir uns Neuronentypen zu, deren Aktivierungszustand
nur diskrete, oft nur bindre Werte annehmen kann. RAM-basierte neuronale Netze, die auch
gewichtslose neuronale Netze genannt werden, gehen bis auf die Arbeit von Bledsoe und Brow-
ning (1959) (bzw. 1966) zuriick, die die sogenannte n-Tupel-Methode einfiihrten. Wir werden
nun einige Varianten RAM-basierter neuronaler Netze kennenlernen, die zur Mustererkennung
eingesetzt werden. Relativ zu klassischen neuronalen Netzen gibt es zu RAM-basierten neu-
ronalen Netzen wenig Literatur, trotzdem gibt es auch hier wichtige Referenzen: Alexander
(1989), Gurney und Wright (1992), Austin (1994) und Austin (1998).

3.2.1 Die n-Tupel-Methode

In der urspriinglichen Arbeit von Bledsoe und Browning ging es darum, auf einer zweidimensio-
nalen Bildmatrix mit bindren Pixeln Buchstaben zu erkennen. Ihre Idee war, die betrachteten
Pixel des Bildes mit logischen Funktionen auszuwerten. Eine logische Funktion fafte Gruppen
von Pixeln, die Tupel, zu einem Minterm zusammen. Jeder Klasse von Buchstaben war ein
Satz von logischen Funktionen zugeordnet. Um z. B. den Buchstaben ‘I’ vom Buchstaben ‘C’
in Abbildung 3.6 zu unterscheiden, kann man die beiden logischen Funktionen

Fr = pop1p2 + P3paps + Pe p7 P8

e (3.5)
Fo = pop1p2 + p3paps + pe p7ps

verwenden. Die Pixel p; € B = {0,1} sind dabei von links oben nach rechts unten zeilenweise
durchnumeriert und die drei Tupel bestehen aus (pg,p1,p2), (p3,p4,p5) und (pe, p7,ps). Um

20



3.2 RAM-basierte neuronale Netze

der n-Tupel-Methode zu einer Generalisierungsfihigkeit zu verhelfen, werden die Minterme der
logischen Funktionen nicht mit einem AND verkniipft, sondern addiert. Dadurch liefert Frp bei
einem Bild, was sich nur um ein Pixel von einem ‘T’ unterscheidet, nicht null sondern zwei als
Ausgabe. Durch die lokale Beschrinkung der Tupel wird erreicht, daf auch unbekannte Bilder
lokal einem trainierten Bild gleichen kénnen und damit global dhnlich sind. Um nun ein unbe-
kanntes Bild zu klassifizieren, werden die Ausgaben der zu einer Klasse gehorenden logischen
Funktionen aufsummiert und diejenige Klasse gewdhlt, bei der diese Summe am grofiten ist.

Abbildung 3.6: Das Pixelbild von ‘T’ und ‘C’.

Aleksander und Stonham (1979) fiihrte nun fiir jedes Tupel einen RAM-Knoten (RAM-
Node) ein, der in Abbildung 3.7 gezeigt ist. Dieser RAM-Knoten entspricht gerade einem Min-
term aus Gleichung (3.5), jede Kombination der n Eingangsbits eines Tupels wird am Ausgang
auf 0 oder 1 abgebildet. Jedem Tupel im Eingangsbild werden nun RAM-Knoten zugeordnet,
die eine von k Klassen erkennen sollen. Die zu einer Klasse gehorenden RAM-Knoten werden
zu einer Einheit, einem sogenannten Diskriminator (auch Multi RAM Discriminator (MRD))
zusammenfafst. Die Ausgabe eines Diskriminators ist gerade die Summe der Einsen, die sich
fiir ein Bild aus seinen RAM-Knoten ergeben hat. Ein unbekanntes Bild wird dann derjenigen
Klasse zugeordnet, deren Diskriminator die gréfite Ausgabe hatte. Abbildung 3.8 zeigt eine
beispielhafte Anordnung. Diese Typen von RAM-Netzen wurden vor allem von Igor Aleksan-
der und seiner Gruppe untersucht (Aleksander und Stonham, 1979; Aleksander, 1982). Die
Arbeiten miindeten in dem System WISARD, einem schnellen in Hardware realisierten Bil-
derkennungssystem fiir industrielle Anwendungen (Aleksander et al., 1984; Alexander, 1985).
Aufbauend auf WISARD untersuchten Austin und Stonham (1987) RAM-Netze als assoziative
Speicher, die auch in Hardware implementiert wurden (Smith und Austin, 1992; Austin und
Buckle, 1994).

/ f K
Input Tupel 1 aus n Decoder T

Summationsa nheit

Speicherzdlen

Abbildung 3.7: Ein RAM-Knoten. Je nach Zustand der Eingangstupel wird eine der vier Speicherzel-
len ausgewahlt und deren Inhalt iiber die Summationseinheit auf den Ausgang gelegt.
Die Einheit vom Decoder bis zur Summationseinheit entspricht einem Speicherbaustein
(RAM-Baustein).
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. Diskriminator T’

Komparator

' Diskriminator'C’

Abbildung 3.8: Ein einstufiges RAM-Netz. Fiir jede zu erkennende Klasse gibt es einen Multi-RAM-
Diskriminator, der die Ausginge seiner enthaltenen RAM-Bausteine summiert. Das Bild
wird dann der Klasse zugeordnet, deren Diskriminator die gréfste Antwort geliefert hat.

Das Training eines Diskriminator-RAM-Netzes ist recht einfach: Jedes zu lernende Mu-
ster einer bestimmten Klasse wird an den Eingang des Netzwerks angelegt. Nun wird in allen
RAM-Knoten des zur Klasse gehérenden Diskriminators die durch das Muster aktivierten Spei-
cherzellen auf Eins gesetzt. Da jedes zu lernenden Muster nur einmal trainiert werden mufs, ist
diese Art von Training sehr schnell, man spricht daher auch von One Shot Training.

Genau wie bei kontinuierlichen neuronalen Netzen haben einstufige RAM-Netze Limitie-
rungen, denn sie konnen nur einen kleinen Teil aller mdglichen logischen Funktionen ihrer
Eingangsbits repriasentieren. Um diese Einschrdnkung hinter sich zu lassen, ist man auch bei
RAM-Netzen zu mehrschichtigen Netzwerken iibergegangen.

3.2.2 Multi-Layer RAM-Netze

Mehrschichtige RAM-Netzwerke sind eine natiirliche Erweiterung einschichtiger Netzwerke. An-
statt, wie bei einschichtigen Netzen, den Ausgang der ersten Schicht von RAM-Koten direkt
auszuwerten, wird nun eine zweite Schicht von RAM-Knoten hinter die erste geschaltet. Sie
hat als Einginge die Ausginge der Vorgéngerschicht. Durch die Nachschaltung weiterer Stufen
hinter die erste Stufe kénnen nun auch logische Funktionen der Ausgangsbits der ersten Schicht
gebildet werden, was vorher nicht moglich war. Ein typisches mehrschichtiges RAM-Netzwerk,
das auch Multi-Layer RAM-Netz (MLRN) oder RAM-Pyramide genannt wird, zeigt Abbildung
3.9.

Durch die Erweiterung auf mehrere Schichten erhilt man aber nicht nur ein leistungsféhi-
geres Netzwerk, man mufs auch ein neues Lernverfahren suchen, um die RAM-Knoten in den
Zwischenschichten zu trainieren. Im Gegensatz zu kontinuierlichen Netzen kann man hier aber
nicht die generalisierte Delta-Regel verwenden, da die RAM-Knoten keine differenzierbaren
Funktionen realisieren. Dieses Problem hat eine weitere Art von RAM-Netzen hervorgebracht,
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Abbildung 3.9: Ein mehrstufiges RAM-Netz. Die Ausgénge jeder Schicht von RAM-Knoten sind die
Eingénge fiir die néchste Schicht.

und zwar die probabilistischen RAM-Netze. Mit ihnen lassen sich manche Probleme des Trai-
nings eines mehrschichtigen RAM-Netzwerks 16sen.

3.2.3 Probabilistische RAM-Netze

Nachdem man bei RAM-Netzen nicht einfach eine Fehlerfunktion minimieren kann, hat es ver-
schiedene Ansétze gegeben, Multi-Layer RAM-Netze mit Reinforcement Learning zu trainieren.
Reinforcement Learning ist ein Lernverfahren, bei dem das zu trainierende System nur iiber-
mittelt bekommt, ob seine Ausgabe fiir das zu lernende Muster richtig oder falsch war. Diese
Information wird jedem RAM-Knoten iibermittelt, der daraufhin fiir das lokal gesehene Muster
eine Eins oder Null speichert.

Nun benétigt aber ein RAM-Knoten fiir das Reinforcement Learning nicht nur zwei, sondern
drei verschiedene Zusténde:

1. Das Eingangsmuster erzeugte eine richtige Ausgabe.
2. Das Eingangsmuster erzeugte eine falsche Ausgabe.
3. Das Eingangsmuster ist noch nicht aufgetreten.

Den zusitzlich bendtigten Zustand realisierte Catherine Myers (1988) beim Training, indem
ein RAM-Knoten in einem Zustand ‘u’ (undefined) war, wenn der Knoten ein Eingangsmuster
noch nicht gesehen hatte. Wurde nun ein ‘u’-Zustand eines Knotens addressiert, gab der Knoten
eine 1 oder 0 mit der Wahrscheinlichkeit 1/2 aus. Dadurch war gewéhrleistet, daf das Netzwerk
bei jedem Eingangsmuster einen giiltigen Ausgangswert annahm. Diese Art von Knoten wird
Probabilistic Logic Node (PLN) genannt.

Ein Nachteil der Probabilistic Logic Node ist, dafs man nicht erkennen kann, wie oft ein
Muster an einem Knoten aufgetreten ist. Die méglichen Eingangsmuster eines Knoten werden
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also alle gleich stark gewichtet, auch wenn sie in den Trainingsdaten unterschiedliches Gewicht
haben. Um diesen Nachteil zu vermeiden, benutzten Smith und Austin (1992) wihrend des
Trainings ein Verfahren, das die Eingangsmuster der verschiedenen Knoten gewichtete. Fiir die
spatere Implementierung in Hardware konvertierten sie die Gewichte in eine bindre Représen-
tation. Myers (1992) erweiterte die drei moglichen Zustinde eines PLN auf w Zustiande und
trainierte dieses w-PLN mit Reinforcement Learning. Er zeigte, daf sich durch die Erweiterung
der Zustandszahl die Erkennungsrate verbessern lief.

Gorse und Taylor (1989) erweiterten den RAM-Knoten probabilistisch und nannten ihn
Probabilistic RAM (pRAM). Im Gegensatz zum PLN speichert ein pRAM nicht nur, ob ein
Muster am Knoteneingang innerhalb einer Klasse iiberhaupt vorgekommen ist, sondern mit
welcher Wahrscheinlichkeit ein Muster in einer Klasse aufgetreten ist. Die zu einem Eingangs-
muster gehorenden Wahrscheinlichkeiten werden dann im Netz von Knoten zu Knoten weiterge-
reicht. Dadurch wird es moglich, die Wahrscheinlichkeit fiir die Zugehorigkeit eines bestimmten
Musters zu einer Klasse am Netzwerkausgang zu berechnen. Um die kontinuierlichen Wahr-
scheinlichkeiten in digitaler Hardware zu implementieren, nutzen Gorse und Taylor (1989) eine
Pulscodierung. Wird eine Speicherzelle adressiert, gibt der Knoten in Abhéngigkeit der gespei-
cherten Wahrscheinlichkeit eine Null oder Eins auf seiner Ausgangsleitung aus. Auf diese Weise
hat der Strom von Nullen und Einsen gerade den Erwartungswert der gespeicherten Wahr-
scheinlichkeit. Dieses probabilistisch arbeitende Netzwerk wird mit Reinforcement Learning
trainiert.

In dem Netzwerkmodell von Filho et al. (1990, 1991, 1992) wurde die Probabilistic Logic
Node dahingehend erweitert, daf ein Knoten nun neben einem bindren Ausgangswert auch den
‘u’-Zustand (undefined) ausgeben konnte. Ein ‘u’ auf einer Leitung adressierte dann zwei Spei-
cherzellen des nachfolgenden Knotens, also z. B. 1u0 adressierte 100 und 110. Dieses sogenannte
Goal-Seeking Neuron (GSN) wurde nicht mehr mit Hilfe des Reinforcement Learnings trainiert,
sondern mit einem Verfahren, dafs der Tiefensuche mit Backtracking dhnelt. Dieses Verfahren
muf zwar jedes Trainingsmuster nur einmal prisentiert bekommen, durch die Tiefensuche kann
aber das Training eines einzelnen Musters im schlimmsten Fall recht lange dauern.

Neben diesen Grundtypen von deterministischen und stochastischen RAM-basierten Netz-
werken gibt es noch weitere Typen von riickkopplungsfreien Netzen, die sich durch den Kno-
tentyp, die Netzwerktopologie oder das Trainingsverfahren voneinander unterscheiden. Sie sind
aber konzeptionell von den spéter vorgestellten Hyperpermutationsnetzwerken recht weit ent-
fernt, so dafs wir hier nicht weiter darauf eingehen.

3.2.4 Riickgekoppelte RAM-Netze

Auch bei RAM-basierten neuronalen Netzwerken gibt es Architekturen, die mit Riickkopplun-
gen arbeiten. Sie haben gegeniiber Netzwerken mit kontinuierlichen Neuronen den Vorteil, daf
bei deterministisch arbeitenden Knoten kein chaotisches Verhalten auftreten kann. Das bedeu-
tet noch nicht, dak das Training riickgekoppelter RAM-Netz einfach wire. Aber wir wissen
zumindest fiir den Betrieb solcher Netze, daf es nur abzdhlbar viele Zusténde gibt, in denen
sich das Netzwerk befinden kann.

Einen wichtiges Potential riickgekoppelter RAM-Netze spricht Aleksander (1998, Seite 21)
an:

The real promise for neural networks, particularly weightless ones, may be in areas
where knowledge storage is required — that is, recursive systems.

Riickgekoppelte RAM-Netze besitzen interne Zusténde, mit denen sie sich Information merken
konnen. Dies ist bei jeglicher Art von zeitlichen Eingangsdaten interessant, da ein solches Netz-
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werk Eingangsdaten aus verschiedenen Zeitschritten miteinander korrelieren kann. Trotzdem
handeln sich RAM-basierte Netze nicht die Schwierigkeiten wie Instabilitdt oder chaotisches
Verhalten ein, die bei kontinuierlichen Netzen mit Riickkopplungen auftreten kénnen.

Die einfachsten Knotentypen realisieren Boole’sche Funktionen wie z. B. das XOR. Solche
Boole’schen Netze sind sowohl mit deterministisch als auch stochastisch arbeitenden Knoten
untersucht worden (Kauffman (1969); Walker (1990)). Oft kam dabei das Interesse aus der
statistischen Physik, deren Methoden sich auf Netzwerke mit vielen gleichartigen Knoten an-
wenden lassen. Es sind aber auch Versuche unternommen worden, mit Boole’schen Netzen
Mustererkennung zu betreiben (Martland, 1987).

Es wurden auch kompliziertere Neuronentypen in Netzen mit Riickkopplungen verwendet,
wie z.B. das schon erwidhnte Goal-Seeking Neuron (GSN). Filho et al. (1992) schlugen eine
Architektur vor, bei der das Netz aus RAM-Pyramiden aus GSNs besteht. Die Riickkopplun-
gen wurden dadurch realisiert, daft die Ausgaben mehrerer RAM-Pyramiden mit den neuen
Eingabedaten verkniipft wieder in das Netz gegeben wurden. Um mit solchen Netzen arbeiten
zu kdénnen, mufs man die Boole’schen Funktionen erweitern, da das GSN nicht nur 0 oder 1,
sondern auch den Wert ‘u’ emittieren kann.

In dem System MAGNUS von Aleksander et al. (1993) (auch Aleksander, 1998) ist das
einzelne Neuron durch eine noch méchtigere Struktur, die sog. General Neural Unit (GNU)
ersetzt worden. Aleksander nennt die General Neural Unit auch Neural State Machine. Eine
General Neural Unit ist nicht mehr ein einzelnes Neuron, sondern eine Gruppe von Neuronen,
die die Eingangsbits des GNU auswerten. Die Neuronen sind auch untereinander verbunden,
so daf sich eine GNU sowohl wie ein einschichtiges neuronales feed-forward Netz als auch wie
ein Hopfield-dhnliches autoassoziatives Netz verhalten kann. Im MAGNUS-System werden nun
solche méchtigen ,Neuronen“ wie die GNUs zu einem Netzwerk verkniipft.

Da riickgekoppelte RAM-Netze im allgemeinen viel schwieriger zu trainieren sind als riick-
kopplungsfreie RAM-Netze, sind riickgekoppelte RAM-Netze kaum zur Mustererkennung ein-
gesetzt worden. Nur sehr einfache Aufgaben wurden untersucht, wie z. B. die Unterscheidungs
eines roten vertikalen Rechtecks auf blauem Hintergrund von einem griinen horizontalen Recht-
eck auf blauem Hintergrund (Aleksander, 1998). Gelingt es aber, ein riickgekoppeltes Netz zu
trainieren, so kommt das gefundene Netz fiir eine dhnliche Losung oft mit weniger Ressourcen
aus als sein riickopplungsfreies Aquivalent. Es gibt noch diverse andere Architekturen fiir riick-
gekoppelte neuronale RAM-Netze. Wir gehen auf diese Varianten nun nicht mehr ein sondern
konzentrieren uns in Abschnitt 4.5 auf die Unterschiede zwischen Hyperpermutationsnetzwer-
ken und schon bekannten Ansétzen.
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3 Konnektionistische Ansédtze zur Mustererkennung
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4 Hyperpermutationsnetzwerke

Was ist ein Hyperpermutationsnetzwerk (HPN) und inwiefern ist es anders als die im vorigen
Kapitel vorgestellten Ansitze? Um eine Vorstellung von Hyperpermutationsnetzwerken (HPNs)
zu bekommen, beschreiben wir ihre Funktionsweise erst einmal informell. Danach fiihren wir
das HPN formal ein, besprechen seine Eigenschaften und vergleichen es mit bekannten mathe-
matischen Modellen.

4.1 Informelle Beschreibung eines Hyperpermutationsnetzwerks

Ein HPN besteht aus Knoten und Kanten. Die Kanten sorgen fiir den Datentransport vom
Eingang des Netzes hin zu den Knoten und weiter zum Ausgang des Netzes. Die Knoten lesen
die an ihren Eingingen liegenden Daten, transformieren sie und schreiben die transformierten
Daten auf die Knotenausginge. Die Topologie eines HPN hat unter anderem zwei wichtige
Merkmale:

e Jeder Knoten hat genausoviele Eingangs- wie Ausgangskanten. Die Zahl der Eingangs-
bzw. Ausgangskanten eines Knotens nennen wir die Dimension des Knotens oder Kno-
tendimension.

e Kanten konnen sich nicht verzweigen.

Ein HPN hat interne Kanten, die die Daten innerhalb des Netzes transportieren. Ebenso gibt
es Fingangs- und Ausgangskanten, die Daten in das Netz hinein und wieder aus dem Netz
heraustransportieren. Ein HPN mit n Eingangs- bzw. Ausgangsleitungen nennen wir ein HPN
der Dimension n. Eine mégliche Topologie zeigt Abbildung 4.1.

4.1.1 Netzwerkdynamik

Ein HPN ist ein synchron getaktetes dynamisches System, die Dynamik des Netzes verlduft
in diskreten Zeitschritten ¢,¢t 4+ 1,¢ 4+ 2,.... Jeder Kante wird eine bindre Zustandsvariable
zugeordnet. Die Zustandsvariablen sind ,digital“, d.h. sie konnen genau zwei verschiedene Zu-
stande annehmen: 1 (wahr) oder 0 (falsch). Daher nennen wir die Kanten auch Leitungen im
Sinne einer Digitalschaltung. Wir beschreiben die Werte der Leitungen durch die Variablen
z; € B ={0,1}. Die Knoten selbst enthalten keine Zustandsinformation, sie operieren nur auf
den Leitungen. Hat ein HPN n Leitungen, so ist sein Zustand durch die Angabe der Werte aller
Leitungen zu einem bestimmten Zeitpunkt festgelegt. Ein Knoten mit k& Eingangsleitungen ,be-
obachtet” an seinem Eingang £ Bit lange Eingangsmuster. Sie entstehen, indem die aktuellen
Werte der Eingangsleitungen zu einem Bitstring aneinandergereiht werden. Ein Bitstring bzw.
Bindrstring ist eine Folge von Nullen und Einsen. Bei k Bit langen Bitstrings gibt es 2* ver-
schiedene Eingangsmuster, bei einem Knoten der Dimension zwei beispielsweise die vier Muster
{00,01,10,11}.

Was verbirgt sich nun in den Knoten? In jedem Knoten mit k& Eingangsleitungen steht eine
Tabelle der Linge 2%, die jedem méglichem Eingangsmuster ein bestimmtes Ausgangsmuster

27



4 Hyperpermutationsnetzwerke

Knoten-
Knoten der Dimension 3  Eingangskanten / Ausgangskanten

Eingangskanten
des Netzwerks

Ausgangskanten
I des Netzwerks

Y

Netzwerkinterne Kantené Knoten der Dimension 4

Spalte 0 Spalte 1 Spalte 2

Abbildung 4.1: Ein Beispiel fiir ein Hyperpermutationsnetzwerk der Dimension 7. Wir visualisieren ein
HPN so, daf der Netzwerkeingang links und der Netzwerkausgang rechts ist. Der Ein-
gang jedes Knotens ist auf der linken Knotenseite und der Ausgang auf der rechten Seite.
Anschaulich gesprochen ,laufen die Daten von links nach rechts durch das Netzwerk.“

zuordnet, z. B. fiir k£ = 2

Eingangsmuster | Ausgangsmuster
00 11
01 10
10 01
11 00

Wichtig ist, daf diese Zuordnung eindeutig und umkehrbar, also bijektiv ist. Bei jedem Zeittakt
des Netzes liest nun jeder Knoten das durch seine Eingangsleitungen definierte Eingangsmu-
ster, schlégt in seiner Tabelle das zugehorige Ausgangsmuster nach und schreibt dieses auf seine
Ausgangsleitungen. Die Ausgangsleitungen dieses Zeittakts werden im néchsten Takt fiir die
nachfolgenden Knoten zu Eingangsleitungen. Auf diese Weise werden die am Eingang des Net-
zes hereinkommenden Daten durch die Knoten lokal und umkehrbar transformiert und werden
sozusagen bei jedem Takt einen Knoten ,weitergereicht”. Das zu einem Eingangsmuster geho-
rende Ausgangsmuster kommt also je nach Zahl der Knoten zwischen Netzein- und ausgang
erst nach einigen Takten wieder aus dem Netz heraus.

Da die lokalen Transformationen umkehrbar sind, ist auch die globale Transformation eines
Eingangsmusters durch das Netzwerk umkehrbar. Wie spéter gezeigt wird, ist diese Eigen-
schaft keine wirkliche Beschrankung, da wir unumkehrbare Transformationen in umkehrbare
einbetten konnen. Die Umkehrbarkeit der Transformation hat aber den Vorteil, dafs durch die
Transformation zunéchst keine Information verloren geht. Am Ausgang des Netzes ist noch alle
Information vorhanden, nur liegt sie in einer Darstellung vor, die die gesuchten Aspekte der
Daten im Rahmen einer Wahrnehmungsaufgabe einfacher zugénglich macht. Ein HPN mit n
Eingangs- und Ausgangsleitungen transformiert also Bitstrings aus B" reversibel in Bitstrings
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aus B"”.

4.1.2 Ziel der Transformation

Welchen Zweck verfolgen wir mit der Transformation? Stellen wir uns vor, wir wollten n Bit
lange Sensordaten nach bestimmten Gesichtspunkten ohne Riickweisung in zwei verschiedene
Klassen 0 und 1 unterteilen. Bei jedem Bitstring aus dem Sensor kénnen wir fragen ,,Gehort
dieser Bitstring zur Klasse 07“ Die Antwort auf diese Frage lautet entweder ,Ja“ oder ,Nein“,
und wenn der Bitstring nicht zu Klasse 0 gehort, gehort er zu Klasse 1. Wir brauchen also
nur ein Bit (,Ja* oder ,Nein“), um die Klassenzugehorigkeit eines Bitstrings zu kodieren. Wie
gewinnen wir aber das bendtigte Bit aus dem n Bit langen Bitstring? Denn das ,,gesuchte Bit“
ist ja im allgemeinen nicht ein bestimmtes Bit des Bitstrings, sondern die gesuchte Information
vom Umfang eines Bit ist irgendwie iiber die n Bit des Bitstrings verteilt.
Betrachten wir dazu zwei Beispiele:

1. Ein System soll Grof- und Kleinbuchstaben in zwei verschiedene Klassen einteilen.
2. Ein System soll Vokale und Konsonanten in zwei verschiedene Klassen einteilen.

Da ein Digitalcomputer mit Buchstaben als solches nichts anfangen kann, miissen wir die Buch-
staben in einer digitalcomputer-gerechen Weise reprasentieren, d. h. als Bitstrings. Wir benut-
zen hier den ASCII-Code, mit dem die erste Aufgabe sehr einfach wird. Die Codes einiger
Buchstaben zeigt Tabelle 4.1.

‘ Buchstabe ‘ ASCII-Code ‘ Buchstabe ‘ ASCII-Code ‘

a’ 1100001 A’ 1000001
e’ 1100101 B 1000101
b¥ 1101001 T 1001001
b’ 1100010 ‘B’ 1000010
'k’ 1101011 'K’ 1001011
v’ 1110110 % 1010110

Tabelle 4.1: ASCII-Codes einiger Buchstaben

Wie wir sehen, unterscheiden sich die Bitmuster eines Grofs- und Kleinbuchstaben in genau
einem Bit, dem Bit Nummer 5. Die Unterscheidung in Grof- und Kleinbuchstaben ist also
dadurch zu 16sen, dafs wir bei einem Buchstaben das Bit Nummer 5 auswerten, ist es 0 handelt
es sich um einen Grofsbuchstaben, ist es 1 handelt es sich um einen Kleinbuchstaben. Die
zweite Aufgabe, die Unterscheidung in Vokale und Konsonanten ist dagegen nicht so einfach,
da die gesuchte Information nicht schon an einem einzelnen Bit ,fertig bereitliegt”, sondern
iiber mehrere Bits verteilt ist. Wir miissen das Bit, was die gesuchte Information trégt erst
noch durch eine Transformation generieren.

Die beschriebene Situation &hnelt stark einer Standardsituation in der Mathematik: Man
hat ein Gleichungssystem in n Variablen, es gibt aber nur eine unabhéngige Variable, die
anderen n — 1 Variablen sind abhéngige Variable. In diesen Fall fiilhrt man eine Koordinaten-
transformation durch, damit die n — 1 abhéngigen Variablen zu Konstanten werden und die
eine unabhingige Variable iibrig bleibt.

Genau dasselbe Ziel hat die Transformation eines Bitstrings mit einem HPN. Das Koor-
dinatensystem des B" soll so transformiert werden, dafs die gesuchte Information nicht mehr
iiber viele Bit verstreut ist, sondern an moglichst wenigen Bit zugénglich wird (siehe Abbildung
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4 Hyperpermutationsnetzwerke

4.2). Ein HPN realisiert eine solche globale Transformation, indem es mehrere lokale Transfor-
mationen durchfithrt. Wie wir die lokalen Transformationen, also die Knotentabellen, fiir eine
bestimmte Aufgabe finden, ist Gegenstand von Teil 2 (Optimierung).

Bitstrings im ASCII-Code,

Information ist Uber alle Bits verteilt Information ist auf das letzte Bit konzentriert
PP Transformation mit HPN /,————£\
/ \\ / \\
/1100001 A ! 1010011
" 1100101 | " 0011011 |
. 1101001 , 0110101
,' 1100010 l' : 0100010 "
1101011 :E ' 1100000
'\ 1110110 ' 1010110

Abbildung 4.2: Transformation von ASCII-Codes mit einem HPN. Die Bitstrings auf der linken Seite
sind im ASCII-Code. Auf der rechten Seite sind die transformierten Bitstrings. Hier ist
die Aufgabe, die Vokale und Konstanten voneinander zu trennen. Die uns interessierende
Information ist auf das letzte Bit der transformierten Bitstrings konzentriert worden.
Das letzte Bit ist 1, wenn der Bitstring auf der linken Seite einen Vokal reprisentiert
bzw. 0, wenn der Bitstring auf der linken Seite einen Konstant représentiert.

4.1.3 Ein HPN als Klassifikatior

Wie konnen wir ein HPN als Klassifikatior betreiben? Nehmen wir an, wir hétten ein fertig
trainiertes HPN H mit n Ein- und Ausgangsleitungen, das die gesuchte Information wie in
Abbildung 4.2 auf m < n Ausgangsleitungen verdichtet. Zum Training hatten wir einen Lern-
datensatz £, der k verschiedene Klassen enthélt. Wenn wir jetzt nur die m informationstra-
genden Ausgangsleitungen betrachten und damit in den B™ Unterraum des B" Ausgangsraums
projizieren, transformiert das HPN nun Bitstrings aus dem B" Eingangsraum in den B™ Aus-
gangs(unter)raum. Am Eingang des HPNs kénnen jetzt 2" und am betrachteten Ausgang 2™
verschiedene Bitstrings vorkommen. Die Zahl der Klassen £ muf kleiner als 2™ sein, da sonst
der Ausgangs(unter)raum des HPN die & verschiedenen Klassen nicht représentieren kann.

Transformieren wir nun ein Element [ der Trainingsdaten mit der Klasse kg, erhalten wir ein
Ausgangssymbol, von dem wir wissen, daf das zugehorige Eingangssymbol zur Klasse kg gehort.
Auf diese Weise transformieren wir die gesamten Trainingsdaten und protokollieren in der so-
genannten Statistikmatrix, welche Ausgangssymbole und welche Klassen gemeinsam auftreten.
Die Statistikmatrix hat also 2™ Zeilen und k£ Spalten. Nachdem wir den Trainingsdatensatz
ausgezihlt haben, konnen wir fiir jeden Ausgangszustand des HPN die Riickschlufwahrschein-
lichkeit fiir die k Klassen angeben. Nach der Bayes-Regel haben wir genau dann den kleinsten
Fehler, wenn wir uns jeweils fiir die Klasse mit der grofiten Riickschlufwahrscheinlichkeit ent-
scheiden.

Liegt nun ein unbekanntes Symbol am Netzwerkeingang, wird es vom HPN in einen der
moglichen Ausgangszusténde transformiert. Wir ordnen dem unbekannten Muster dann dieje-
nige Klasse zu, die nach der Trainingsstatistik die hochste Riickschlufwahrscheinlichkeit hat.
Haben wir beispielsweise ein Zwei-Klassen-Problem, einen Trainingsdatensatz mit 1000 Ele-
menten und ein HPN mit zwei Ausgangsbits, konnten zwei mogliche Statistikmatrizen so wie
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in Tabelle 4.2 aussehen.

HPN 0 Klasse Entscheidung | Riickschluffiw.
Zustand | 0] 1

00 122 | 45 0 73.0%
01 12 | 243 1 95.3%
10 376 | 78 0 82.8%
11 51 | 73 1 58.9%

HPN 1 Klasse Entscheidung | Riickschlufiw.
Zustand 0 ‘ 1

00 122 ) 0 96.1%
01 12 | 283 1 95.9%
10 21 | 143 1 87.2%
11 406 8 0 98.1%

Tabelle 4.2: Beispielhafte Statistikmatrizen eines HPN. Das zur oberen Tabelle geh6rende HPN 0 hat
nur im Ausgangszustand 01 eine hohe Riickschluffwahrscheinlichkeit von 95.3% fiir Klasse 1.
Im Zustand 11 ist die Riickschlufwahrscheinlichkeit mit 58.9% fiir Klasse 1 dagegen relativ
gering. Sie wiirde in der Praxis oft nicht ausreichen und das Datum wiirde zuriickgewiesen,
denn eine Riickschlufwahrscheinlichkeit von 58.9% ist fast geraten (50%). M6chte man eine
Mindestriickschlufswahrscheinlichkeit garantieren, so werden alle Eingangsmuster, die auf
einen Ausgangszustand mit zu geringer Riickschlufswahrscheinlichkeit abgebildet werden,
zuriickgewiesen.

Das HPN 1 ist dagegen wesentlich besser: 83.6% der Trainingsdaten sind in einem Ausgangs-
zustand mit einer Riickschlufwahrscheinlichkeit von 96.1% oder besser. Das Optimum ist
also erreicht, wenn in jedem Ausgangszustand nur eine Klasse vertreten ist, da dann alle
Riickschlufiwahrscheinlichkeiten 100% sind. In der Praxis ist dies normalerweise nicht er-
reichbar, da die meisten Problemstellungen nicht perfekt 16sbar sind.

Die Giitefunktion, die wir spiter zur Optimierung einfiithren, wird diese Punkte beriicksich-
tigen und wiirde demnach HPN 1 besser als HPN 0 bewerten.

4.2 Definition eines Hyperpermutationsnetzwerks

Wir unterteilen die Definition eines HPN in einen statischen Teil, der die Netzwerktopologie
betrifft, und einen Teil, der die Dynamik eines HPN definiert.

4.2.1 Statischer Teil

Die von Oberlander (1999) angegebene Definition fiir ein Hyperpermutationsnetzwerk lautet:

Definition 1. Ein 6-Tupel H = (V| E, dim, in, out, hyp) heifst Hyperpermutationsnetzwerk, wenn
es folgende Eigenschaften hat:

1. V ist eine (endliche) Menge von Knoten.
2. E ist eine geordnete (endliche) Menge von Kanten.

3. ‘dim’ ist eine Abbildung V' — N\{0} (Knotendimensionen).
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4. ‘in’ ist eine injektive Abbildung {(v,k) |[v € V A k€ {0,...,dim(v —1)} CN} - E

(In die Knoten hereinkommende Kanten).

5. ‘out’ ist eine injektive Abbildung {(v,k) |v € V A k€ {0,...,dim(v — 1)} CN} - FE

(Aus den Knoten herauslaufende Kanten).

a) ‘hyp’ ist eine Abbildung V — [J;2 ; (B" x B") (Knotentabellen).

b) Fiir jeden Knoten v € V liefert ‘hyp’ eine bijektive Abbildung h, € (B* x B¥) mit
k = dim(v).

Zur Verdeutlichung gehen wir die Punkte der Definition einzeln durch:

1. V ist die Menge der Knoten des HPN. Die Knoten fithren die lokalen Transformationen

auf den Daten aus, die sie iiber die Kanten erhalten.

2. Die Menge E enthilt die Kanten bzw. Leitungen des HPN, iiber die die Daten durch das

HPN geschickt werden. Wir werden im folgenden anstelle von Kante synonym auch von
Leitung sprechen. Da die Menge geordnet ist, konnen wir spiter iiber einen Index auf
einzelne Leitungen zugreifen.

3. Die Dimension d = dim(v) eines Knotens v ist die Zahl seiner Ein- bzw. Ausgéinge, an die

Leitungen angeschlossen werden konnen. Jeder Knoten hat genausoviele Eingangs- wie
Ausgangsleitungen.

4. Die Abbildung ‘in’ liefert zu einem Knoten v € V und einer natiirlichen Zahl k£ €

{0,...,dim(v — 1)} eine Leitung e = in(v, k) € E, in diesem Fall eine Eingangsleitung
eines Knotens. Die Injektivitdt von ‘in’ garantiert,

a) daf eine Leitung nur Eingangsleitung eines einzigen Knoteneingangs sein kann

b) und dak jeder ,Anschluf“ am Eingang eines Knotens mit genau einer Leitung belegt
ist.

Durch den Index k lassen sich die verschiedenen Eingangsleitungen eines Knotens unter-
scheiden. Wir nennen eine Eingangsleitung e = in(v, k) auch k-te Eingangsleitung des
Knotens v. Da ‘in’ nur injektiv und nicht bijektiv ist, kann es Leitungen geben, die zu
keinem Knoten Eingangsleitung sind. Diese Leitungen fithren aus dem Netzwerk heraus.
Sie sind die Ausgangsleitungen des HPN, deren Menge wir Ey,; nennen. Eine Leitung,
die mit beiden Enden mit einem Knoten verbunden ist, nennen wir interne Leitung, die
Menge der internen Leitungen ist Fipg.

. Das Gegenstiick zur Abbildung ‘in’ ist die Abbildung ‘out’. Sie liefert zu einem Knoten v €
V und einer natiirlichen Zahl k € {0,...,dim(v—1)} die zugehorige Ausgangsleitung. Die
Leitungen, die zu keinem Knoten Ausgangsleitung sind, fithren in das Netzwerk hinein.
Sie sind die Eingangsleitungen des HPN, deren Menge wir Fj, nennen.

. Die Abbildung ‘hyp’ liefert zu jedem Knoten v des Netzwerks die zum Knoten gehérende
bijektive Abbildung h, : BYim(®) — Bdim() Djese Abbildung fiihrt die lokalen Transfor-
mation der Daten durch. Sie wird in den Knoten als Lookup-Tabelle realisiert.

Als Folge der Punkte 4. und 5. ergibt sich

1. daf Leitungen nicht an andere Leitungen angeschlossen werden diirfen, also auch nicht

verzweigen diirfen,
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Riickkopplungen—. .

Abbildung 4.3: Beispiel fiir Riickkopplungen in einem HPN. Riickkopplungen sind iiber verschiedene
Knoten und Spalten des Netzwerks hinweg moglich.

2. dak innerhalb des Netzwerks Zyklen der Leitungen erlaubt sind, wie z. B. Abbildung 4.3
zeigt.

Zur spédteren Verwendung definieren wir noch drei globale Gréfien eines HPN:
Definition 2.

e Die Dimension dim(H) eines HPN bezeichnet die Gesamtzahl seiner Eingangs- bzw. Aus-
gangsleitungen |Ei,| bzw. |Eoyt .t

e Die Ordnung ord(H) eines HPN bezeichnet die maximal vorkommende Knotendimension
dim(v) im Netzwerk.

e Die Tiefe depth(H) eines HPN bezeichnet die maximale auftretende Anzahl von Knoten
zwischen einer Eingangsleitung und einer Ausgangsleitung des Netzwerks.

Da die Bijektionen h, in den Knoten eine zentrale Rolle spielen, geben wir ihnen einen
eigenen Namen:

Definition 3. Die zu einem Knoten v € V' der Dimension d gehorende Bijektion h,, : B2 —

B(2") nennen wir Hyperpermutation.

Ein Knoten fiihrt also auf mehreren Leitungen eine Hyperpermutation durch. Nun kann
man sich fragen, was das Préifix ,Hyper-“ bedeutet. Angenommen, wir sprachen nur davon, daf
ein Knoten auf mehreren Leitungen eine Permutation durchfithrt. Dann hétten die meisten
von uns die Vorstellung, daf ein Knoten die Anordnung der Leitungen permutiert, so wie es
Abbildung 4.4 zeigt.

Abbildung 4.4: Permutationen der Leitungen eines HPN. Der linke Knoten reicht die Leitungen unver-
dndert weiter, realisiert also die Identische Abbildung. Die anderen drei Knoten per-
mutieren die Leitungen auf verschiedene Moglichkeiten. Um solche Permutationen zu
realisieren, kénnten wir den Knoten weglassen und statt dessen die Leitungen auf die
richtige Weise ,,umhéngen®.

Ein Netzwerkknoten dndert aber nicht nur die Anordnung der Leitungen, sondern er trans-
formiert die Bitmuster, die diese Leitungen représentieren kénnen. Diese Transformationen sind

' M| bezeichnet die Anzahl von Elementen einer Menge M
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deutlich méchtiger als bloke Permutationen der Leitungen: Bei k Leitungen gibt es k! Permu-
tationen der Leitungen, aber es gibt (2)! Hyperpermutationen, die die Permutationen der
Leitungen einschliefen.

4.2.2 Dynamischer Teil
Bis jetzt haben wir nur die ,Verdrahtung“ eines HPN definiert, nicht wie es operiert. Was noch
fehlt, ist die Definition der Zustandsvariablen und ihrer dynamischen Gleichungen.

4.2.2.1 Zustandsvariablen

Wir miissen festlegen, wie die Leitungen, die bis jetzt nur als ,Verbindungselemente* zwischen
den Knoten aufgetreten sind, und die Zustandsvariablen eines HPN zusammenhéngen. Wir
gehen dazu wie bei Oberlander (1999) vor und definieren eine Funktion, die zu einer Leitung e
und einem Zeitpunkt ¢ den Zustand dieser Leitung liefert:

Definition 4. Die Funktion
ExZ—B

ko
T et) = (e, t) (4.1

ordnet der Leitung e zum Zeitpunkt ¢ den Zustand 0*°(e,t) € B zu.
Die zu einer Leitung e bzw. e; gehorende Zustandsvariable wird durch

To(t) = o*(e, 1) bzw. zi(t) = o*(e;, 1) (4.2)

definiert. Hier nutzen wir die Moglichkeit, eine Leitung e auch iiber ihren Index 4 in einer
geordneten Menge von Leitungen zu indizieren. Ist der Zusammenhang unmifiverstandlich,
sprechen wir auch kurz von ,der Leitung z.“ anstelle des ,Zustands z. der Leitung €.

Damit sind durch ¢*° zu jedem Zeitpunkt alle Zustandsvariablen des System und damit der
Gesamtzustand des Systems festgelegt, die Menge der Zustandsvariablen ist {z.|e € E}. Das
ko’ bei o*° steht fiir Komponentendarstellung, dazu mehr in den nichsten Abschnitten.

4.2.2.2 Leitungsbiindel

Da wir es oft mit Gruppen mehrerer Leitungen zu tun haben werden, vereinfachen wir die
Behandlung solcher Gruppen mit

Definition 5.

1. Ein Tupel von n Leitungen e = (eq,...,e,_1), €y € E wird Leitungsbiindel der Breite n
genannt.
2. Ein Tupel von n Zustandsvariablen & = (zg,...,Zy—1), x € B reprisentiert den Zustand

des dazugehorenden Leitungsbiindels und wird kurz Zustand genannt.
Eine Komponente eines Zustands & bezeichnen wir neben z; auch mit [z];.

Wir nennen diese Darstellung des Zustands einer Menge von Leitungen Komponentendar-
stellung, da jede Komponente des Zustands & den Zustand einer Leitung reprisentiert. Eine
Leitung e kann die beiden Werte 0 oder 1 annehmen, entsprechend kann ein Zustand x aus
n verschiedenen Leitungen 2" verschiedene Werte annehmen. Wir notieren diese Werte nicht
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4.2 Definition eines Hyperpermutationsnetzwerks

nur als Tupel, sondern auch, indem wir die Zustédnde der einzelnen Leitungen als Dualzahl
schreiben. Der Zustand (1,0,0,1) eines Biindels ergiibe also die Dualzahl 1001.2

Wir kénnen nun Leitungsbiindel und deren Zusténde beschreiben, brauchen aber noch eine
Moglichkeit, mehrere Biindel zu einem neuen Biindel zusammenzufassen:

Definition 6. Wir fassen k Leitungsbiindel eg = (eq,0, ..., €0,no—1), €1 = (€1,05--.,€1,n,—1) bis

er—1 = (ex—1,0,---:€k—1,n,_,—1) der Breiten ng bis ny_; durch Konkatenierung der jeweiligen
Komponenten zu einem gemeinsamen Biindel e zusammen:

e=(ep,€e1,...,e5_1) = (€0,0,-+5€0mg—11€1,01++2ElLni—1r--+s€k—1,05---1Ck—1,np_1—1)

Ebenso werden die dazugehdrenden Zustéinde zusammengefafst:

x = (20,15, Th—1) = (L0,0,- - 1T0,00—1s 1,05+ > Tlmg—1s -+ s The1,05 -+ Lhelmg_y—1)

Die Zustidnde &y = (0,1) und &1 = (1,0) werden also zu einem Biindel = (x¢,z1) = (0,1, 1,0)
zusammengefaft.

Auch die umgekehrte Operation wird benétigt, die es erlaubt, nur ein Teilbiindel eines
Leitungsbiindels zu betrachten:

Definition 7. Sei © = (zq,...,2Zp—1) der Zustand eines Leitungsbiindels der Breite n. Dann
nennen wir die Abbildung

B* — B™
(.’L‘(],... ,.’L‘n_l) — (ZE,L, ,ZE]')

mit m=j—4i+1; mell,....,n]; 4,5€]0,...,n—1]

k
¢

einen Fokus auf & mit der Breite m. Ein Beispiel fiir einen Fokus ist ' = ¢k°1’3(0, 1,1,0,1,1) =
(1,1,0), siehe Abbildung 4.5.

Bis jetzt haben wir keine andere Mdglichkeit, den Zustand eines Leitungsbiindels zu be-
zeichnen, als den Zustand explizit als Bitstring aufzuschreiben. Um auch iiber einen Index auf
die Zusténde zugreifen zu kénnen, ordnen wir jedem Zustand eine natiirliche Zahl zu:

2Hier treffen zwei an sich inkompatible Konventionen aufeinander: In der Mathematik schreibt man die Ele-
mente eines Tupels (meistens) von niedrigen zu hohen Indizes, z.B. € = (xq,...,Zn—1). Zahlen dagegen
schreibt man genau umgekehrt, von héher- zu niederwertigen Ziffern:

4Basis 10 = 100Basis 2 =1-4+0-2+0-1
=ay 22 +a1-2" +a0-2° mit a2=1,a1=0,a0=0

Wir miissen mit beiden Konventionen zurechtkommen und schreiben daher Tupel von niedrigen zu hohen
Indizes, Dualzahlen und Bitstrings dagegen von hohen zu niedrigen Indizes, als Beispiel:

x = (zo,z1,22) =(0,0,1) bzw. x=2zo2120 =100 mit =z0=0,2z1=0,22=1

Um Tupel und Dualzahlen klar auseinanderhalten zu kénnen, schreiben wir Tupel als geklammerte Liste
(zo,z1,22) und Dualzahlen als Aneinanderreihung von 0 und 1 bzw. z; ohne trennende Kommas z2z1z0.
Die in der Informatik iibliche Bezeichung Bitstring fiir eine Zeichenkette aus 0 und 1 betrachten wir als
Zahlenfolge und scheiben sie wie ein Tupel als geklammerte Liste (zo, 1,2, ... ).
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Biindel der Breite 6

—————— =— Leitung 0

—*_—‘4_ Fokus der
o Breite 3

-— Leitung 5

Abbildung 4.5: Fokus &' vom Bit 1 bis zum Bit 3 eines 6 Bit breiten Leitungsbiindels &, wobei die
,oberste“ Leitung die Leitung 0 ist. Der Fokus wird durch &' = ¢*°, 4(x) = (21,22, 73)
definiert. Die anderen Leitungen werden nicht weiter beachtet.

Definition 8. Die Funktion ‘ind’ ordnet den verschiedenen Zusténden x eines Leitungsbiindels
der Breite n auf folgende Weise natiirliche Zahlen zu:

B" - N
n—1 .
x Z ;2
i=0

Die Umkehrfunktion ind(;1 : N — B? ordnet einer natiirlichen Zahl den dazugehérigen Zustand
der Dimension d zu.

ind :

Auf diese Weise ist « als Dualzahl geschrieben gerade die Dualzahldarstellung von ind(z),
z.B. £ = 100 und ind(x) = 4.

4.2.2.3 Die Zeitentwicklung

Die Beziehung zwischen Leitungen und Zustandsvariablen haben wir bereits definiert, nun legen
wir fest, wie sich der Systemzustand zum Zeitpunkt ¢+1 aus dem Systemzustand zum Zeitpunkt
t ergibt:

Definition 9. Die zeitliche Entwicklung eines HPN ist durch die Gleichung

t>0

' e = out(v, k)
ze(t + 1) = [hy(2(2))]s mit 2i(t) = Tin) () = 0 (in(v, ), t) -

veV; ki=0,...,dim(v) — 1
festgelegt.
Jeder Knoten v des HPN fiihrt also von einem Zeitschritt zum néchsten folgendes durch:

1. Der Knoten liest seine dim(v) Eingangsleitungen in(v,7) zum Zeitpunkt ¢ und faft ihre
Zustinde in einem Tupel z mit z;(t) = 0*°(in(v,4),) zusammen.

2. Der Knoten transformiert mit Hilfe seiner Hyperpermutation h, sein Eingangsbiindel:
z(t) — hy(2(t)). Praktisch gesprochen schligt der Knoten den Eintrag fiir den Bitstring
z in seiner Knotentabelle nach.

3. Der Knoten schreibt das k-te Bit des transformierten Bitstrings h,(2(¢)) auf seine k-te
Ausgangsleitung Zoyg(p 1) (t + 1).
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Knoten v
in(v,0) — ‘,"" 4 ~<—— out(v,0)
hy |
in(v, 3) —— —~ ~<—— out(v, 3)

Abbildung 4.6: Veranschaulichung der Zeitentwicklungsgleichung an einem Knoten v mit d =
dim(v) = 4. Bei jedem Zeitschritt werden erst die Zustinde der Eingangsleitungen
in(v,0),...,in(v, 3) des Knotens v zu einem Zustand z zusammengefaftt. Dann wird der
Zustand z mit h, transformiert und das Ergebnis der Transformation auf die Ausgangs-
leitungen Toyug(v,0)(t + 1), .-, Tout(w,3)(t + 1) geschrieben.

Abbildung 4.6 veranschaulicht diesen Prozef.

Nun legen wir noch die Anfangsbedingungen der internen Leitungen fiir £ = 0 durch die
Funktion Init, : Ejyy — B und die Werte der Eingangsleitungen fiir ¢ > 0 durch die Funktion
Input,(t) : Ei, — B fest, da diese durch Gleichung 4.3 noch nicht bestimmt sind. Damit ist der
Gesamtzustand des HPN, also die Menge {z. |e € E}, zu jedem Zeitpunkt ¢ > 0 festgelegt.

Was ist aber mit den Zeitpunkten ¢ < 07 Da jeder Knoten eine umkehrbare Abbildung
durchfiihrt, ist auch die Transformation des gesamten Netzwerks umkehrbar. Wir kénnen das
Netzwerk also in der Zeit riickwérts laufen lassen, wenn wir die Rollen von Netzwerkeingang
und -ausgang vertauschen. Wollen wir zu Zeiten ¢ < 0 vorstofen, miissen wir den Wert der
Ausgangsleitungen des Netzes mit Hilfe von Output,(¢) : Eou — B festlegen, die Werte der
Eingangsleitungen werden dann durch die Netzwerktransformation festgelegt. Zusammengefafit
ergibt sich damit die fiir alle Zeiten ¢ giiltige

Definition 10.

(Input,(t) t>0; eé€ b
Output,(t) t<0; e€ Eoy
Init, t=0; e€ Ejy

t>0
zo(t) = { [ho(2(t = 1))k mit Zz.(tj _ Zﬁfgfﬁﬁ),i),t) (44)

veV;kyi=0,...,dim(v) —1

t<0

. ] e = in(v, k)
[hy " (2(t+1))]k M (1) = o*(in(v, i), 1)

\ veEV;k,i=0,...,dim(v) -1

Trotz dieser vielleicht etwas kompliziert anmutenden formalen Definition ist die Implemen-
tierung eines Hyperpermutationsnetzwerkes in Hardware einfach: Die Netzwerkknoten lassen
sich durch RAM-Bausteine realisieren und die Netzwerkleitungen durch die Verdrahtung auf
einem Chip.
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4.2.2.4 Die Netzwerkfunktion eines vorwartsgerichteten Netzwerks

Wenn wir ein riickkopplungsfreies Netzwerk vor uns haben, konnen wir ihm eine zeitunabhdngige
Netzwerkfunktion zuordnen: Wir legen einen Bitstring a am Eingangsbiindel & des HPN fiir
t > 0 an und lassen das Netz solange laufen, bis sich der Bitstring b am Ausgangsbiindel y des
HPN nicht mehr dndert. Dies fithrt zur

Definition 11. Sei H ein riickkopplungsfreies HPN der Dimension n = dim(H) und der Tiefe
d = depth(H). Sei «(t) der Zustand der Eingangsleitungen des HPN und y(¢) der Zustand der
Ausgangsleitungen. Dann wird die Netzwerkfunktion hy, die einen Bitstring a in einen Bitstring
b transformiert, durch

B* — B"
mit z(t) =afirt >0 (4.5)
a—b=uy(d)

festgelegt.

Bei riickkopplungsfreien Netzen konnen wir jetzt auch davon sprechen, daft das Netz eine
Abbildung b = hy(a) auf Bitstrings realisiert, ohne daf wir die Zeit explizit in Betracht ziehen
miissen.

Hat ein HPN Riickkopplungen, 14t es sich auch als endlicher Automat interpretieren, was
in Abschnitt 8.1.2 ndher beleuchtet wird.

4.3 Eigenschaften eines Hyperpermutationsnetzwerks

Nach der formalen Definition eines Hyperpermutationsnetzwerks interessiert uns natiirlich, was
dieses Berechnungsmodell leistet bzw. nicht leistet. Dazu sehen wir uns zunéchst einen und dann
mehrere Knoten an.

In manchen Punkten ist ein HPN sehr &hnlich zu dem Modell, das Toffoli (1980a) beschreibt.
In Abschnitt 4.5.4 wird genauer auf die Gemeinsamkeiten bzw. Unterschiede zwischen HPN und
dem ,Reversible Computing” von Toffoli eingegangen.

4.3.1 Funktionale Kapazitit eines Knotens

Ein einzelner Knoten ist formal ein einknotiges Netzwerk. Wir fassen die d Fingangs- bzw.
Ausgangsleitungen eines Knotens der Dimension d jeweils in den Biindeln  und y zusammen
(siehe Abbildung 4.7). Welche Funktionen kénnen nun von einem Knoten realisiert werden?

B | |
z —{ Ty z= "] No—y x Ly

— U1 | |

Abbildung 4.7: HPN-Knoten mit der Dimension eins, zwei und d. Die oberste Leitung eines Knotens
bzw. Biindels hat den Index 0, die unterste Leitung den Index (Knotendimension — 1).
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4.3.1.1 Umkehrbare Funktionen

Wir beginnen mit

Definition 12. Eine Abbildung f : X — Y heifit endlich, wenn X und Y endliche Mengen
sind.

Eine Hyperpermutation A : B* — B? im Innern eines Knotens ist also eine endliche bijektive
Funktion. Eine Hyperpermutation A lafst sich einfach dadurch realisieren, daf wir fiir jedes
Urbild « das Bild y = h(z) tabellieren.

Der einfachste Knoten ist der 1-Bit-Knoten. Es gibt nur eine Eingangs- und Ausgangs-
leitung,  und y kommen aus der Menge B = {0,1}. Es gibt nur zwei bijektive Funktionen
fPU: B — B, nimlich die identische Funktion und die Negation:

r | y=h=) x| y=h=)
Identische Funktion : 0 Negation : 0 1
1 1 1

Der 2-Bit-Knoten ist immer noch recht einfach. Er hat zwei Eingangs- und Ausgangslei-
tungen, und x,y € B? = {00,01,10,11}. Da die Knotentabelle 22 4 Zeilen hat, gibt es
4! Moglichkeiten, die vier Ausgangssymbole y auf der rechten Tabellenseite anzuordnen und
damit 4! = 24 mégliche Hyperpermutationen von B? — B2.

Am Eingang eines n-Bit Knotens kénnen 2¢ verschiedene Bitstrings vorkommen, daher hat
die Tabelle im Knoten die Linge 2¢ und die Zahl der méglichen Hyperpermutationen ist (2)!.

Da wir nur bijektive Funktionen betrachten, steht uns nur ein Teil der prinzipiell mdogli-
chen Funktionen f : B¢ — B¢ zur Verfiigung. Wie grof ist dieser Teil? Da wir alle Funktionen
f durch jeweils eine Tabelle realisieren konnen, 1dft sich die Zahl der moglichen Funktionen
leicht abzihlen: Es gibt 2¢ Tabelleneintriige, und in jedem Eintrag haben wir 2¢ verschiedene
Moglichkeiten, das sind ingesamt (2d)(2d) Funktionen. Daran haben die umkehrbaren Funktio-

nen ,nur einen Anteil von (24)! /[(Qd)(Qd)]. Damit wir eine Vorstellung von der Grofenordnung
dieser Zahlen bekommen, sind sie bis zur Dimension d = 8 in Tabelle 4.3 aufgefiihrt.

‘ Bits ‘ Tabellengrofe ‘ Hyperpermutationen ‘ alle Funktionen ‘ Quotient ‘
1 2 2 4 0.5
2 4 24 256 0.094
3 8 4.0-10% 1.7-10" | 24-1073
4 16 2.1-103 1.8-10% 1.1-1076
5 32 2.6-10%° 1.5-10% | 1.8.107'3
6 64 1.3-10% 4.0-1015 | 3.2.10°27
7 128 3.9-10%15 5.3-10%69 | 7.3.107%
8 256 8.6 - 10°06 3.2-10616 | 2.7.10110

Tabelle 4.3: Tabellengrofen und Zahl der Hyperpermutationen eines Knotens. Die Hyperpermutatio-
nen entsprechen den umkehrbaren Funktionen, in der Spalte ,Quotient” steht die Zahl der
Hyperpermutationen dividiert durch die Gesamtzahl der mdglichen Funktionen.

Wir stellen fest, dafs die Zahl der Hyperpermutationen schon fiir moderate Knotengrofsen
explosionsartig anwéchst. Trotzdem machen die umkehrbaren Funktionen nur einen verschwin-
dend geringen Teil der iiberhaupt moglichen Funktionen aus. Wir miissen uns fragen, ob wir
uns dadurch nicht zu sehr einschrédnken. Die Antwort ist ,nein®, wie wir im folgenden zeigen.
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4.3.1.2 Unumkehrbare Funktionen

Wie konnen wir trotz der Beschrinkung auf umkehrbare Funktionen unumkehrbare Funktio-
nen realisieren? Indem wir eine unumkehrbare Funktion in einen Raum hoherer Dimension
einbetten. In dem Raum hdherer Dimension wird die unumkehrbare Funktion umkehrbar. Dies
prézisiert der folgende Satz aus Toffoli (1980a):

Satz 1. Fiir jede endliche Funktion f : B™ — B" existert eine umkehrbare endliche Funktion
Y B x B™ — B x Bt " mit r < n, so dafs

F790,...,0,20, ... 2w 1) = fi(@os- oy Tm 1),  (i=0,...,n—1)
T
Beweis. Fiir den Beweis siehe Toffoli (1980a). O

Folgerung 1. Wir kénnen mit einem Knoten unumkehrbare Funktionen realisieren, indem wir
seine urspriingliche Dimension d auf d’ > d vergréfiern und die Ad = d’ — d hinzugekommenen
Eingangsleitungen auf einen konstanten Wert festsetzen. Die Zahl der effektiv zu speichernden
Funktionswerte fiir fPU mit der Dimension d’ ist wegen der konstanten Ad Eingangsleitungen
genauso groft wie fiir f mit der Dimension d.

Wir kommen damit zur

Definition 13. Eine Eingangsleitung eines Knotens, die fiir alle Zeiten auf den Wert 0 festge-
setzt wird, heifst Blindbit.

Wie dies in einem konkreten Fall aussieht, zeigt

Beispiel 1. Wir mochten die Funktion y = f(z) mit der Zuordnungsvorschrift

Ty
f: 010
110

mit einem HPN-Knoten realisieren. Mit einem 1-Bit-Knoten ist dies direkt nicht moglich, da
f nicht umkehrbar ist. Wir erweitern die Knotendimension auf d = 2 und legen das neu ent-
standene Eingangsbit im Sinne von Satz 1 auf den Wert 0 fest, sieche Abb. 4.8. Das erweiterte
Eingangsbiindel & kann die beiden Werte 00 und 01 annehmen. Die urspriingliche Leitung zq
konnten wir aus @ mit dem Fokus zg = ¢*° () wieder erhalten.

Von den beiden Ausgangsleitungen interessiert uns nur eine Leitung, und zwar yg = ¢k°0’0(y),
da f nur eindimensional ist. Wir fordern, daf die Leitung yo = f(xo) = y ist. Nun kénnen wir
die Funktion f in die Funktion fPU einbetten, die wir z. B. so wihlen kiénnen:

T1To | Y1 Yo
00 00
fP 01 | 10
10 01
11 11

Die Funktion fPU ist umkehrbar und es gilt die geforderte Beziehung yo = f(xo) fiir z; = 0.
Es gibt noch drei weitere Funktionen fPJ, die die geforderte Beziehung erfiillen: Wir konnen
sowohl die beiden Eintrdge 00 und 10 oben rechts in der Tabellen miteinander vertauschen,
als auch die beiden Eintrdge 01 und 11 unten rechts miteinander vertauschen. Zusammen sind
das 2 - 2 = 4 mégliche Funktionen fPU, die yg = f(z¢) erfiillen. Da das Blindbit z; immer den
Wert 0 hat, kann die untere Tabellenhilfte nie adressiert werden. In einer Implementierung
wird daher nur die obere Hélfte der Tabelle gespeichert.
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Il
o —__ | w = 0 Jo

T = — U1

Abbildung 4.8: Ein HPN-Knoten der Dimension 1 wird auf die Dimension 2 erweitert. Die neu ent-
standene Eingangsleitung benutzen wir als Blindbit. Es ist durch das Erdungssymbol
gekennzeichnet und hat immer den Wert 0.

4.3.1.3 Boole'sche Funktionen

Nach dem Beispiel ist es nun klar, wie wir mit einem Hyperpermutationsknoten die Boole’schen
Funktionen

r |y r |y T |y

T |y 0010 0010 0010

not : 011 XOr : 0111 and : 0110 or: 011
110 101 1010 101

1110 111 1111

realisieren. Das ‘not’ laft sich direkt mit einem 1-Bit Knoten realisieren, wie wir oben schon
gesehen haben. Fiir das ‘xor’ brauchen wir einen 2-Bit Knoten, dessen zweites Ausgangsbit y;
wir ignorieren. Fiir das ‘and’ und ‘or’ miissen wir die Knotendimension mit einem Blindbit um
eins erhdhen. Eine Moglichkeit der Realisierung der Boole’schen Funktionen mit Hyperpermu-
tationsknoten zeigt Abbildung 4.9.

rog — — T — — T — —
L E S Y P N M g
To — Y2 T2 — Y2
T2T120 | Y2Y1Yo L2T1T0 | Y2Y1Yo
000 000 000 000
T1Zo | Y1Yo 001 010 001 011
o | Yo 00 | 00 010 100 010 101
0|1 01 01 011 111 011 111
110 10 11 100 001 100 001
11 10 101 011 101 010
110 101 110 100
111 110 111 110

Abbildung 4.9: Realisierung der Boole’schen Funktionen mit Hyperpermutationsknoten. Das Ausgangs-
bit yo liefert den Wert der jeweiligen Boole’schen Funktion. In der Wahl der restlichen
Bits sind wir frei, solange wir die Bijektivitéit nicht verletzen. Wir wéihlen sie so, dafs
die nicht bendtigten Ausgangsbits jeweils den Wert eines (‘xor’) oder der beiden (‘and’,
‘or’) Eingangsbits haben.

Im allgemeinen muf man an einen Hyperpermutationsknoten der Dimension n nur ein
Blindbit hinzufiigen, um mit dem Knoten alle Boole’schen Funktionen der n nichtkonstanten
Eingangsleitungen realisieren zu konnen. Mit Hyperpermutationsknoten der Dimension d < 3
lassen sich die Boole’schen Grundfunktionen realisieren. Wie ein Knoten Boole’sche Funktionen

41



4 Hyperpermutationsnetzwerke

auch lernen kann, wird in Abschnitt 10 auf Seite 131 gezeigt. Da man aus den Boole’schen
Grundfunktionen jede beliebige Boole’sche Funktion zusammensetzen kann, kénnen wir auch
mit einem HPN jede beliebige Boole’sche Funktion realisieren, auch wenn wir nur Knoten der
Dimension d < 3 verwenden.

4.3.2 Vollstandigkeit eines Hyperpermutationsnetzwerks

Beliebige Boole’sche Funktionen B* — B kénnen wir mit einem HPN also realisieren. Kénnen
wir auch beliebige Hyperpermutationen B" — B" realisieren, wenn wir nur Knoten einer Di-
mension d < n verwenden? Wére dies nicht der Fall, so gibe es Hyperpermutationen, die sich
nicht in ein Netzwerk aus Knoten mit geringerer Dimension als der Netzwerkeingang selbst
zerlegen lieflen, was eine Einschrinkung wire.

Diese Frage beantwortet ein Satz von Oberldnder (1995). Er besagt, daff man jede inver-
tierbare Funktion B” — B" mit einem Hyperpermutationsnetzwerk realisieren kann, das nur
aus Knoten der Dimension d < 3 besteht, wenn man zusétzlich zu den n Datenbits am Eingang
des Netzwerks noch maximal n — 2 Blindbits zur Verfiigung stellt. Diese Blindbits werden im
Netzwerk als temporérer Speicher verwendet und haben am Netzwerkausgang wieder denselben
Wert wie am Netzwerkeingang. Die Beweisidee ist, die Permutation im B" in eine Folge von
Transpositionen zu zerlegen, die jeweils genau zwei Bitmuster miteinander vertauschen. Von
diesen Transpositionen wird dann gezeigt, daf sie mit Knoten einer Dimension d < 3 realisiert
werden konnen.

Interessanterweise hat Toffoli (1980a) in einem Artikel zum Reversible Computing (mehr
dazu in Abschnitt 4.5.4) praktisch die gleiche Aussage fiir eine andere Art von Netzwerkknoten
bewiesen. Toffoli arbeitet bei seinen Netzwerken mit Knoten, die wie HPN-Knoten die gleiche
Zahl von Ein- und Ausgangsbits haben und invertierbare Funktionen realisieren. Die inver-
tierbare Funktion in einem Toffoli-Knoten ist aber nicht wie beim HPN-Knoten frei wihlbar,
sondern sie ist die sog. generalisiere AND/NAND-Funktion der Dimension n:

Zo Zo
T Ty
— : (4.6)
Tn—2 Tn—2
Tpn—1 Tp—1® (zo-z1 -+ Tp—2)

Hierbei bezeichnet '®’ das XOR und ’-” das AND. Toffoli beweist nun einen Satz der besagt, daft
man jede invertierbare Funktion B" — B"” mit einem Netzwerk aus generalisieren AND/NAND-
Funktionen der Dimension 3 realisieren kann, wenn man 3n — 3 ,Zwischenspeicher-Leitungen*
zur Verfiigung stellt. Diese Zwischenspeicher-Leitungen haben genau wie die Blindbits am Netz-
werkausgang den gleichen Wert wie am Netzwerkeingang. Nun ldft sich die Abbildung aus
Gleichung (4.6) aber direkt mit einem HPN-Knoten realisieren, weshalb der Satz von Toffoli
auch fiir HPNs anwendbar ist. Es fillt auf, daf Toffoli mit 3n — 3 Zwischenspeicher-Leitungen
deutlich mehr Zwischenspeicher bendtigt als die n — 2 Blindbits aus dem Satz von Oberlénder
(1995). Dies ist aber plausibel, denn Toffoli lafst im Gegensatz zu Oberldnder nur eine einzi-
ge der (23)! = 40320 moglichen invertierbaren Funktionen auf drei Bit als Grundbaustein des
Netzwerks zu.

4.4 Ein Hyperpermutationsnetzwerk als lineare Funktion

Ein Hyperpermutationsnetzwerk 1dfit sich im sogenannten Produktraum, der jetzt eingefiihrt
wird, als lineare Funktion darstellen. Diese Darstellung wird bendétigt, da spéter die Optimie-
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rung auch im Produktraum durchgefiithrt wird.

4.4.1 Der Produktraum

Bisher haben wir den Zustand einer Leitung e durch die Zustandsvariable z. € B beschrieben.
Das heifst, der Zustand einer Leitung wurde einfach durch z. = 0 oder z. = 1 festgelegt. Die-
se Darstellung des Zustands einer Menge von Leitungen haben wir Komponentendarstellung
genannt. Nun gehen wir zu einer anderen Darstellung iiber, die wir Darstellung im Produkt-
raum oder auch Produktdarstellung nennen. Eine dhnliche Darstellung hat Davio (1981) fiir
Vertauschungsnetzwerke verwendet. In der Produktdarstellung beschreiben wir den Zustand
einer Leitung durch einen Einheitsvektor:

Definition 14. Die Funktion
E X7 — B
oPt . . (4.7
(e, t) — oP(e,t) = € mit i = Ze(t)

ordnet der Leitung e zum Zeitpunkt ¢ den (kanonischen) Einheitsvektor €, ;) € B2 zu. Dabei
ist €; durch

€i,j = 0i;
definiert, wobei ¢; ; die j-te Komponente des Vektors €; bezeichnet und ¢ das Kronecker-d

0: fallsi#j
0 =

1: fallsi=yjy
ist.
Der zu einer Leitung e bzw. e; gehorende Zustandsvektor wird mit
X (t) = o (e, t) bzw. x;(t) = o (e;, t) (4.8)
bezeichnet.

Wir haben also die dquivalenten Zustandsdarstellungen

e =0 < xe:<(1)) und Te=1 < xe:<(1)).

Sie dhneln der Spindarstellung in der Physik, nur daf dort normalerweise die symmetrischen
Zustandsvektoren (_11) und (_11) bevorzugt werden.

4.4.1.1 Kombination von Leitungsbiindeln

Im Komponentenraum war klar, wie wir zwei Leitungen x¢ und x; zusammenfassen: Wir bilden
ein Leitungsbiindel @ = (z,z1), das die vier moglichen Zustiande (0,0), (1,0), (0,1) und (1,1)
annehmen kann. Das Analogon im Produktraum ist, daf wir die vier moglichen Zusténde zweier
Leitungen durch die vier Einheitsvektoren €; € B! darstellen:

1

m:(an) < X = ; :13:(1,0) < X=

m:(oal) < X = ; m:(lal) < X=

O = OO O OO
_— o oo O o - Oo
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Um die Kombination von Zustandsvektoren mathematisch durchzufiihren, benétigen wir das
Kronecker-Produkt:

Definition 15. Das Kronecker-Produkt A® B einer (7, ¢,)-Matrix A mit einer (7, ¢p)-Matrix
B ist eine (7, Tb, ¢4 cp)-Matrix M, die durch

Mij = @i, Diy gy mit i =14aThb T3 J = JaCb + Jb

definiert ist. In Matrixschreibweise:

aoB -+ age, 1B
M=AQ®B= :

ar,10B -+ Gp, 1,1 B

Beispiel 2. Das Kronecker-Produkt der beiden Matrizen

A (aoo 001) und B <boo 501)
alg a1l blO bll
ist gegeben durch

apo boo  aoo bor  ao1 boo a1 bot
ao B agy B) aoo bio @0 b1 ap1 bio a1 b

czA®B=<awB )=

a10boo  ao1 bor a1 b ai1 bot
aiobio aigbir a1 bio an bin

Wie wir nun mehrere Leitungen in der Produktdarstellung zusammenfassen, zeigt
Definition 16. Der Zustandsvektor x eines Leitungsbiindels e = (eg,...,e,_1) ist durch
0
X=Xn-1 @Xn2® - ®xo= Q) xp mit xp(t) = ™ (ex, 1)
k=n—1
gegeben.

Die x;, sind zweidimensionale Einheitsvektoren, daher sind beliebige Kronecker-Produkte
der x;, Einheitsvektoren in hoheren Dimensionen. Jeder der 2" moglichen Zustdnde eines n Bit
breiten Leitungsbiindels wird also durch einen Einheitsvektor représentiert.

Beispiel 3. Wir wollen den Zustandsvektor x eines Leitungsbiindels (eg,e1) aus den beiden

Zustandsvektoren x, und x; der einzelnen Leitungen ey und e; bestimmen. Nach Definition
16 berechnen wir:

X1,0 X0,0

X1,0 X0,0 X1,0 X0,1

= ® = 2 ® ) — ) 3
X = X1 Exo <X1,1> <X0,1) X1,1 X0,0
X1,1 X0,1
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Die vier moglichen Zustande des Leitungsbiindels (eq, e1) sind also in der Komponenten- bzw.
Produktdarstellung:

O =R OO OO o -
—_— OO OO = O

Wir erhalten also genau das gewiinschte Verhalten: Jeder Zustand des Leitungsbiindels
wird als einer von vier Zwei-Tupeln bzw. als einer von vier Einheitsvektoren représentiert.
Wir geben nun eine Abbildung an, die direkt zwischen der Komponentendarstellung und der
Produktdarstellung vermittelt:

Satz 2. Die Funktion

on—1
B" - | J e cB”
T P (4.9)
T € mit 1 = ind(x)

ordnet einem Zustand @ 1m Komponentenraum den zugehdrigen Zustandsvektor X = €pnq(z) 1m
Produktraum zu.
m ist bijektiv.

Beweis. Wir fiihren den Beweis mittels Induktion iiber n, die Breite des Leitungsbiindels. Sei
nun

n = 1: Das Leitungsbiindel enthilt nur eine Leitung e. Die dquivalenten Darstellungen der
beiden moglichen Zustédnde von e sind

Te=0 xe:<(1]> und Te=1 xe:<(1]>

und die durch 7 vermittelte Zuordnung

1 0
’/T(O) = €ind(0) = €0 — <0) und 7T(1) = €ind(1) = €1 = <1> .

Nun kommt der Schritt

n—>n+1: Seie=(e,...,e,) ein Biindel der Breite n + 1, das ein Bit breiter ist als
das Biindel €’ = (eg, ..., e,_1) der Breite n. Die fiir e dquivalenten Darstellungen der Zusténde
sind

0
z = (zg,...,Tn) “ x:®xk.
k=n
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Auflerdem ist

n n—1
ind(z) = Z:vz 20 =1, 2" + sz 2' = 1, 2" + ind(z') (4.10)
=0 =0

und

0 0
X:®Xk:Xn®<® xk)zxn®x’- (4.11)
k=n k

=n—1

Im Falle z,, = 0 erhalten wir mit (4.11)
_ 1 r 1'XI
= o) ex =)

1-x
X =n(z)= €ind(z) = €ind(z') = < X) .

und mit (4.9) und (4.10)

0-x'
Die Eins im Einheitsvektor steht also wie erwartet nach wie vor an der ind(z')-ten Stelle.
Im Falle z,, = 1 erhalten wir mit (4.11)

_ 0 r O'XI
= (1)ex= (%)

0-x'
X = 7(€) = €ind(z) = €@ntind(z')) = <1 . i/) :

und mit (4.9) und (4.10)

Die Eins im Einheitsvektor steht also wie erwartet an der (2" + ind(z’))-ten Stelle, ist also um
2™ nach ,unten“ verschoben.

Da jedem = € B" genau ein €; € B?" zugeordnet wird, ist 7 injektiv. Da es zu jedem
€; € B?" ein x mit €; = m(x) gibt, ist 7 auch surjektiv. Somit ist 7 bijektiv. O

Folgerung 2. Weil 7 bijektiv ist, existiert 7=, Wir kénnen also mit Hilfe von 7 und 7~ zwi-
schen der Komponenten- und Produktdarstellung hin und her wechseln.

Damit ist es dquivalent, ob wir Leitungen im Komponentenraum biindeln und dann in den
Produktraum iibergehen, oder ob wir erst in den Produktraum iibergehen und die Leitungen
dort biindeln:

Beispiel 4. Biindeln wir die beiden Leitungen der Zustinde zy = 0 und z; = 1 im Kompo-
nentenraum, erhalten wir den Zustand & = 10 und der zugeordnete Zustandsvektor ist

0
0
1
0

x =7m(x) = 7(10) = €3 =

Gehen wir dagegen zunéchst in den Produktraum und bilden wir dort das Leitungsbiindel mit
Hilfe des Kronecker-Produkts, erhalten wir

=xiox= (1) (1) -

O = OO

46



4.4 FEin Hyperpermutationsnetzwerk als lineare Funktion

4.4.1.2 Matrixdarstellung einer Hyperpermutation

Wie sieht nun im Produktraum die Transformation eines Leitungsbiindels aus? Ein Biindel der
Breite n wird im Produktraum durch Einheitsvektoren der Dimension 2" reprisentiert. Die einer
Hyperpermutation zugeordnete lineare Abbildung wird also Einheitsvektoren der Dimension 2"
aufeinander abbilden. Damit kommen wir zu

Satz 3. Sei h, mit y; = hy(x;) eine Hyperpermutation eines Knoten v der Dimension d =
dim(v). Dann ist die im Produktraum zugeordnete lineare Abbildung Hy, : B2 — B mit
m(y;) = Hy, - 7(xi) gegeben durch:

. Yy, = h, (mz)

Hy, = (n(yo).w(yr), - m(ygr))  omit "0
x; = ind,, (i)

In Worten: In der i-ten Spalte der Matriz Hy, steht der zum Zustand y,; gehérende Zustands-
vektor. Der Zustand y; ist der mit h, transformierte Zustand x;.

Beweis. Voraussetzung ist, daft im Komponentenraum y; = h,(2;) ist. Wir miissen also zeigen,
daf im Produktraum = (y;) = Hy, - w(x;) gilt:
Hy, - m(x;) = Hy, - 7(indy, (1) = (7(y0): 7(y1),- - 7(Yg-1)) - €
= 7(y;)
]

Folgerung 8. Eine Hyperpermutation ist damit vdllig dquivalent sowohl im Komponentenraum
als auch im Produktraum darstellbar:

y=h(x) <+ k=Hy x

Da die 7(y;) Einheitsvektoren sind, nimmt eine Hyperpermutation h, im Produktraum die
Form einer Permutationsmatrix Hy,, an, die einen Satz von Einheitsvektoren permutiert.

An dieser Stelle sehen wir noch einmal den Zusammenhang zwischen Hyperpermutation und
Permutation: Die im Komponentenraum nichtlineare Abbildung Hyperpermutation 1dft sich
erst im wesentlich grofseren Produktraum als Permutation und damit als lineare Abbildung
darstellen.

Zur Veranschaulichung von Satz 3 dient

Beispiel 5. Gegeben sei y = h(x) und die Hyperpermutation

Ty
00| 01
h: 01110
10 | 11
11|00

Wir wollen die Matrix Hy, finden, so dak n(y;) = Hy, - w(x;). Nach Satz 3 besteht H}, aus den
Zustandsvektoren m(yg), ..., m(ys). Mit

m(00) = ; m(01) = m(10) =

O = OO
_ o OO

0
1 .
0 Y
0

SO O =
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ergibt sich

O = OO
_ o OO
oSO O

Transformieren wir nun z. B. h(00) = 01 im Produktraum, erhalten wir

kK=Hy, -x=

OO = O
O = OO
_ o O O
OO O =
OO O =
OO = O

was wie erwartet dem Zustand 01 im Komponentenraum entspricht.

Nachdem wir Leitungsbiindel kombinieren und die Hyperpermutation als Matrix darstellen
kénnen, ist es moglich, die gesamte Netzfunktion eines HPNs als Matrix zu schreiben. Da die
Grofe dieser Matrix aber iiberexponentiell mit der Netzwerkgrofe wéchst, hat sie praktisch
keinerlei Relevanz wird nur im Anhang A.1 auf Seite 173 aufgefiihrt.

4.4.1.3 Der Fokus

Bis jetzt konnen wir im Produktraum Leitungen nur biindeln, aber wie realisieren wir den
umgekehrten Weg von einem Leitungsbiindel zur einzelnen Leitung bzw. zu einem Teilbiindel?
Im Komponentenraum bilden wir den Fokus, indem wir eine oder mehrere Komponenten xj
eines Zustands x selektieren.

Im Produktraum entspricht die Bildung des Fokus der Projektion des Zustandsvektors auf
einen Unterraum mit niedrigerer Dimension. Diese Projektion realisieren wir mit einer Projek-
tionsmatrix ®, mit der wir den Zustandsvektor eines Fokus erhalten.

Definition 17. Sei @’ = ¢, ;(x) ein Fokus der Breite m = j — i + 1 eines Zustands a der
Breite n. Dann realisieren wir mit der Abbildung

on om
o B — B
X ®-x
wobei
E(d) = Einheitsmatrix der Dimension d
d=v(n—1-5)@E@2™)@v(i)  mit v(d) = (1,...,1)
—_——

24 Einsen

den dquivalenten Fokus im Produktraum. Falls v(d) = v(0) fillt die entsprechende Kronecker-
Multiplikation weg.

Betrachten wir dazu
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Beispiel 6. Wir méchten aus einem Zustandsvektor

X1,0 X0,0

X1,0 X0,0 X1,0 X0,1

= Q@ frd ’ Q@ ) — ’ ’
X = X1 X0 <X1,1> <X0,1> X1,1 X0,0
X1,1 X0,1

die beiden Zustandsvektoren x, und x; wieder ,extrahieren“. Im Komponentenraum wire klar,
daf wir die jeweilige Leitung mit einem 1-Bit breiten Fokus aus dem Zustand x erhalten:
Ty = ¢k°070(m) und z; = ¢k°171(m). Ganz analog erhalten wir im Produktraum mit Hilfe von
@P" die beiden gesuchten Zustandsvektoren x, und x;. Die beiden Projektionsmatrizen sind

10 1 010
P =v(1)E2)®v(0)=(1,1)® <0 1) = <0 10 1)
1 0 1 1 00
Mit ihnen erhalten wir die einzelnen Zustandsvektoren:
X1,0 X0,0
By x = <1 0 1 0) | xoxon | <(X1,0 +X1,1)X0,0> _ <X0,0> .y
0101 X1,1 X0,0 (X1,0 + Xx1,1) X0,1 X0,1 0
X1,1 X0,1
X1,0 X0,0
1100 X1,0 X0,1 <X10(X00+X01)> <X10>
{b . — . ) ’ — ’ ’ ’ — ’ —
Lx <0 01 1) X1,1 X0,0 x1,1 (0,0 + Xx0,1) X1,1 X1
X1,1 X0,1

Wir nutzen aus, daf die Terme (x1,0+ Xx1,1) und (xo,0 + Xo0,1) immer zu 1 evaluieren, da jeweils
zwei verschiedene Komponenten desselben Einheitsvektors addiert werden.

4.4.2 Gewichtsvektoren

Wir kommen jetzt zur ersten Anwendung des eben entwickelten Formalismus. Dabei geht es um
die einfache Frage: Wie oft kommt welches Bitmuster auf einem Leitungsbiindel vor?“ Kénnen
wir diese Frage beantworten, 14fst sich eine Haufigkeitsverteilung der Zusténde eines Leitungs-
biindels erstellen, die die Voraussetzung fiir die spitere Optimierung der Knotentabellen ist.

Stellen wir uns ein Leitungsbiindel der Breite n vor, das zu verschiedenen Zeitpunkten
in verschiedenen Zustidnden ist. Wenn wir z&hlen wollen, wie oft welcher Zustand vorkommt,
brauchen wir 2" Zahler, einen fiir jeden Zustand. Bei jedem Zeitpunkt erhéhen wir den zum
aktuellen Zustand gehorenden Zéahler um eins. Dies liefert uns

Definition 18. Gegeben sei ein Leitungsbiindel e der Breite d und eine Folge von Zustands-
vektoren dieses Biindels in der Produktdarstellung XP = (xg,.--,Xn_1)- Der zu dieser Zu-
standsfolge gehdrende Gewichtsvektor wird durch

9d—1

n—1
w = E Xi = E w; €;
=0 1=0

definiert. Eine Komponente w; des Gewichtsvektors gibt also an, wie oft der Zustandsvektor
X = ¢€; des Leitungsbiindels e in der Folge XP vorkommt. Kommen die Zustandsvektoren
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aus K verschiedenen Klassen, kénnen wir den Gewichtsvektor w in die klassenspezifischen Ge-
wichtsvektoren wy aufteilen. Ein klassenspezifischer Gewichtsvektor gibt also an, wie oft ein
Zustandsvektor aus einer Klasse k vorgekommen ist. Fiir die klassenspezifischen Gewichtsvek-
toren wy, gilt:

In dieser Darstellung geht die zeitliche Information der Zustandsfolge verloren. Fiir die
Optimierung ist dies kein Nachteil, da dort nur die Hiufigkeiten der Zusténde in die Bewer-
tung eingehen. Trotzdem kann man mit einem HPN auch zeitliche Muster lernen (siehe Teil
,Experimente“ ab Seite 131).

Beispiel 7. Angenommen, wir haben auf einem Leitungsbiindel der Breite zwei die Zustands-
folge X* = (10,00,01,00,11,00,01) in der Komponentendarstellung beobachtet. Dann ist der
zugehdrige Gewichtsvektor

w = Z m(x) =

reXk

O = OO
SO D =
S O = O
—_ =N W

der Zustand 00 ist also 3 Mal vorgekommen, Zustand 01 ist 2 Mal vorgekommen usw.

Wir kénnen mit einem Gewichtsvektor also kompakt beschreiben, was ein Knoten an seinem
Eingang bzw. Ausgang fiir Bitmuster , gesehen“ hat.
4.4.2.1 Transformation eines Gewichtsvektors

Bis jetzt haben wir mit einer Hyperpermutation immer nur einen einzelnen Zustand transfor-
miert. Wie dndert sich der Gewichtsvektor einer Zustandsfolge durch die Transformation mit
einer bestimmten Hyperpermutation h? Dies beantwortet

Satz 4. Gegeben sei der Gewichtsvektor w einer Zustandsfolge. Transformieren wir die Zu-
standsfolge mit der Hyperpermutation h, so ist der Gewichtsvektor w' der transformierten Zu-
standsfolge gegeben durch

w':Hh-w.

Beweis. Der transformierte Gewichtsvektor w’ einer Zustandsfolge laft sich im Produktraum
als gewichtete Summe der transformierten Leitungsvektoren €, = H}, - €; schreiben,

2" —1 2" —1 2" —1
w': E wie;: E wiHh'ei:Hh' E w; €;
i=0 i=0 =0
= Hh sw
wobei n die Biindeldimension ist. O

Folgerung 4. Wir erhalten den Gewichtsvektor am Knotenausgang aus dem Gewichtsvektor
am Knoteneingang durch die Multiplikation des Gewichtsvektors am Knoteneingang mit der
Matrix Hy,. Wir konnen daher die Auswirkung einer Anderung von Hy, berechnen, ohne erneut
die Zustandsfolge auswerten zu miissen.
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4.4.2.2 Kombination von Leitungsbiindeln

Was passiert, wenn wir zwei Leitungsbiindel &y und x; miteinander zu einem Leitungsbiin-
del & kombinieren, auf denen wir Folgen von Bitstrings beobachtet haben? Koénnen wir aus
den zugeordneten Gewichtsvektoren wy und w; den Gewichtsvektor w des kombinierten Lei-
tungsbiindels & berechnen, vielleicht wieder mit Hilfe des Kronecker-Produkts? Die Antwort
gibt

Satz 5. Gegeben seien zwei Leitungsbindel xg, 1 und die zugeordneten Gewichtsvektoren wy,
wi. Das Leitungsbiindel € = (xg, x1) sei die Kombiniation von xg und &1 mit dem zugeordneten
Gewichtsvektor w. Dann ist es im allgemeinen nicht maglich, w aus wy und wy zu berechnen.

Beweis. Beweis durch Widerspruch. Seien

XO = (XU(O)axo(l)a' .- 7X0(l - 1))
X1 = (x1(0),x1(1), -, x (I = 1))
X = (x(0),x(1),...,x(l = 1)) = (x1(0) ® x0(0), x1(1) ® xo(1),-- -, x1(l = 1) ® xo(Il — 1))

die drei Zustandsfolgen, aus denen die Gewichtsvektoren wg, w1 und w entstanden sind, der
Zeitschritt steht als Argument. Angenommen es gibe eine injektive Abbildung f, so dafs

w = f(wgy,w) .

Nun vertauschen wir in der Folge X zwei ungleiche Zustandsvektoren x(i) # Xx(j) mitein-
ander und berechnen die drei neuen Gewichtsvektoren:

1-1

wp = ZXo(k) = Wo
k=0

w'l = w1
-1

w' = Z Xo (k) ® x1(k)
k=0

=w — x1(4) ® x0(2) — x1(7) ® x0(4) + x1(1) ® X0(5) + x1(J) ® X0 (%)
=w+ (x1(4) —x107) ® (x0(7) — x0(4))
~———
#0 nach Voraussetzung

Aber auch der erste Term im Produkt (x;(2) — x1(j)) ® (x0(j) — xo(7)) ist im allgemeinen
ungleich null, so dafs folgt:

w' #w
Dagegen ist wegen wj = wo und w} = w;
f(wz]awll) :f(woawl) = w' = w )
woraus der Widerspruch folgt. O

Anschaulich gesprochen ist die Begriindung fiir Satz 5, daf durch die Bildung eines Gewichts-
vektors die Zeitinformation der Zustandsfolge verloren geht. Daher ist aus den Gewichtsvektoren
wg und wi nicht mehr zu entnehmen, welche Zusténde auf den Biindeln @y und xq gleichzeitig
erschienen sind.

Benotigen wir die Statistik einer Kombination von Leitungsbiindeln, bleibt uns nichts an-
deres iibrig, als aus der Zustandsfolge des Gesamtbiindels den Gewichtsvektor auszuzihlen.
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4.4.2.3 Bildung des Fokus

Das ,Gegenteil“ der Kombiniation von Leitungsbiindeln ist die Bildung eines Fokus. In diesen
Fall konnen wir den Gewichtsvektor eines Fokus aus dem Gewichtsvektor des urspriinglichen
Leitungsbiindels berechnen:

Satz 6. Sei x ein Zustandsvektor mit dem dazugehérenden Gewichtsvektor w. Sei auflerdem
x = qﬁpri’j(x) ein Fokus der Breite m = j — i + 1 auf x. Dann ist der zu X' gehiorende
Gewichtsvektor w' durch

w =& w
gegeben, wobei @ = v(n — 1 —j) @ E(2™) ® v(i), wie in Definition 17 angegeben.
Beweis. Die zum Leitungsbiindel bzw. Fokus gehdérenden Zustandsfolgen seien

X = (x(0),x(1),-..,x(I—1))  baw.
X' =((0),x'(1),-..,x'(1 = 1))

Dann ist w’ nach Definition 18 und mit x; = ® - x; (Definition 17):

-1 -1 -1
w=) xXi=) - x;i=2) x;i=%-w
i=0 i=0 i=0
0

Ist also der Gewichtsvektor w eines Leitungsbiindels bekannt, 1dfst sich der Gewichtsvektor
eines beliebigen Fokus des Leitungsbiindels aus w berechnen.

Beispiel 8. Angenommen, wir haben auf einem Leitungsbiindel der Breite zwei mit dem Zu-
stand « die Zustandsfolge X* = (10,00, 01,00, 11,00, 01) beobachtet, woraus sich der Gewichts-
vektor w = (3,2,1, 1)T ergibt. Wir berechnen die Gewichtsvektoren wg und wq der Leitungen
Ty = qﬁkoo’o(m) und z; = qﬁkol’l(az) nach Satz 6 zu

3
weso (000 (2] 9

1

3
om0 2] -6

1

Die Gewichtsvektoren wy und w; haben die erwarteten Werte: Die Leitung xy hat in der
Zustandsfolge X* viermal den Zustand 0 und dreimal den Zustand 1, die Leitung z; dagegen
hat fiinfmal den Zustand 0 und zweimal den Zustand 1.

4.4.3 Die Dynamik eines riickgekoppelten Knotens

Formal haben wir die Dynamik eines Hyperpermutationsnetzwerks schon in Abschnitt 4.2.2
eingefiihrt. Nun zeigen wir, wie wir die Dynamik riickgekoppelter Netzwerkknoten wie in Ab-
bildung 4.10 im Produkraum schreiben koénnen.
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ZEO,---,.’L'm_l{ } Yoy -y Ym—1

r r T0y -y Tk—1 | I

Abbildung 4.10: Riickgekoppelte Hyperpermutationsknoten. Links ein geschlossener Knoten mit einer
riickgekoppelten Leitung, in der Mitte ein offener Knoten mit einer riickgekoppelten
Leitung und einer Ein- und Ausgangsleitung, rechts ein allgemeiner Knoten mit &
riickgekoppelten Leitungen und m Ein- und Ausgangsleitungen.

Geschlossener 1-Bit-Knoten

Ein geschlossener 1-Bit-Knoten wie in Abbildung 4.10 ist zugegebenermafien recht unspek-
takuldr. Da es keine aus dem System herausfithrenden Leitungen gibt, kann man mit einem
geschlossenen Knoten keine ,Daten verarbeiten“. Wir verdeutlichen an diesem Knoten die bei-
den moglichen Beschreibungsweisen, den Komponentenraum und den Produktraum. Die einzige
im System vorkommende Leitung ist die Riickkopplungsleitung. Thr Zustand zum Zeitpunkt ¢
ist (t). Die Dynamik des Systems wird im Komponentenraum durch

r(t+ 1) = h(r(t))
und im Produktraum durch

Xr(t + 1) =H- Xr(t))

beschrieben, wobei x, fiir den Zustandvektor der riickgekoppelten Leitung steht. Bei einem 1-
Bit-Knoten gibt es nur zwei mdgliche Hyperpermutationen, némlich die identische Abbildung
und die Negation, im Produktraum sind sie:

10 01
me (g)) e (1)

Die zeitliche Abfolge r(0),7(1),7(2),... des Zustands r(t) der riickgekoppelten Leitung ist also
bei H1 und dem angenommenen Anfangszustand r(0) = 0

oo o () () () (1).
oot oo () (0 ()(0).

Offener riickgekoppelter 2-Bit-Knoten
Ein offener riickgekoppelter 2-Bit-Knoten wie in Abbildung 4.10 ist schon interessanter als der
eben beschriebene Fall. Bei diesem Knoten haben wir drei Leitungen:

und bei Hy
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4 Hyperpermutationsnetzwerke

1. Die Eingangsleitung z(t).
2. Die Ausgangsleitung y(%).
3. Die riickgekoppelte Leitung z(t).

Uber die beiden externen Leitungen z und y ist der Knoten mit der Aufenwelt verbunden,
die riickgekoppelte Leitung r ist eine interne Leitung. Das zwei Bit lange Eingangssymbol
x des Knotens wird jetzt aus den beiden ein Bit langen Bitstrings der Leitungen z und r
zusammengesetzt. Auferdem muf das zwei Bit lange Ausgangssymbol y des Knotens auf die
beiden Leitungen y und r projiziert werden. Wir verwenden im folgenden die Darstellung im
Produktraum und bezeichnen die zu den Leitungen z, y und r gehorenden Zustandsvektoren
mit Xy, Xy und X, und den Zustandsvektor des Knotenein- bzw. ausgangs mit x bzw. k.

In jedem Zeittakt fithrt der Knoten mit einer der 22! = 24 méglichen Hyperpermutationen
H die Operation

k(t+1) = H-x() (4.12)

aus. Mit Hilfe des Kronecker-Produktes konnen wir den Zustandsvektor am Knoteneingang x
aus X und x, zusammensetzen:

X = X: ® Xx (4.13)

Mit den Projektionsmatrizen

1010 1100
qI’0_<0101> und qI’1_<0011>

projizieren wir das Ausgangssymbol k auf x, und x;:

=& -k
’;y_; i (4.14)
r— *1°

Setzen wir Gleichung (4.13) und (4.14) in Gleichung (4.12) ein, ldft sich die Dynamik des
Systems folgendermafien schreiben:

Xy(t+1) = 2o H - (x;(t) @ x«(1))
Xr(t + 1) =®,-H- (Xr(t) & Xx(t))

Da nun zu jedem Zeitpunkt ¢ die Eingangsleitung x, () moglicherweise einen neuen Wert
hat, kann der Zustand des Systems nur soweit vorausgesagt werden, wie auch x, (¢) bekannt ist.
Wir kénnen die Operation des Knotens in der Zeit auch herumdrehen: Kennen wir zu einem
Zeitpunkt t die Folge x,(0),...,x,(t) und den Wert x,(t), so kénnen wir die Folge x,(t —
1),...,xx(0), also die vergangenen Eingangsdaten berechnen. Dies folgt aus der Umkehrbarkeit
der Hyperpermutationen.

Allgemeiner riickgekoppelter n-Bit-Knoten

Ein allgemeiner riickgekoppelter Knoten wie in Abbildung 4.10 hat m Ein- bzw. Ausgangs-
leitungen zq,...,Zm_1 bzw. yo,...,ym—1 und k riickgekoppelte Leitungen rg,...,rp_1. Er ist
also insgesamt n = m + k Bits breit. Die riickgekoppelten Leitungen stellen einen k Bit grofen
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4.5 Vergleich mit vorhandenen mathematischen Modellen

Speicher dar, der 2¥ verschiedene Zustinde annehmen kann. Wir kénnen nun die Leitungen

fortlaufend mittels neuer Variablen xy, ..., Tom4+k—1 indizieren:
zj : falls j €10,...,m —1]
Tj=<Tjm : falls j € [my...,m+Ek—1]

Yjimm—k : fallsjem+Ek,....2m+Fk—1]

In der Folge der z; kommen also erst die Eingangsleitungen, dann die riickgekoppelten Lei-
tungen und zum Schlufs die Ausgangsleitungen. Wir ordnen wieder jeder Leitung z; einen
Zustandsvektor x; zu. Der Zustandsvektor des Knotenein- bzw. -ausgangs ist x bzw. k. Nun
1t sich die Dynamik des Systems wieder kompakt schreiben, ganz analog zum 2-Bit-Knoten.
Pro Takt wird

K(t+1) = H - x(t) (4.15)

ausgefiihrt. Das Eingangssymbol x ist:

0
x= & x; (4.16)

j=m+k—1
Mit den Projektionsmatrizen ®; projizieren wir das Ausgangssymbol & auf die j-te Leitung
X; =P K (4.17)

Mit Gleichung (4.15), (4.16) und (4.17), erhalten wir fiir die Dynamik des Systems mit j €
[m,...,2m +k —1]:

0

x;t+1)=2;-H-| & x; (4.18)
j=m+k—1

Die Leitungen x;(t) mit j € [0,...,m — 1] sind durch die Eingangsdaten festgelegt.

4.5 Vergleich mit vorhandenen mathematischen Modellen

Wir haben nun den Formalismus von Hyperpermutationsnetzwerken kennengelernt und wer-
den jetzt zusammenfassen, welche Unterschiede bzw. Gemeinsamkeiten es bei HPNs und bei
neuronalen Netzen, RAM-basierten neuronalen Netzen und Funktionen-Netzen gibt.

4.5.1 Kontinuierliche neuronale Netze

Wir kénnen die Unterschiede zwischen neuronalen Netzen und Hyperpermutationsnetzwerken
in zwei Klassen unterteilen: Die erste Klasse betrifft Unterschiede zwischen HPNs und neu-
ronalen Netzen (kontinuierlichen wie RAM-basierten) im allgemeinen, die zweite Klasse von
Unterschieden betrifft HPNs und kontinuierliche neuronale Netze im speziellen. Im Grunde
sind die meisten der folgenden Punkte implizit in Kapitel 3 und 4 schon vorhanden, nur werden
wir sie hier einmal zusammenfassen.

Unterschiede zwischen HPNs und neuronalen Netzen im allgemeinen:

e Neuronale Netze gehen von dem konnektionistischen Paradigma aus, was Folgen fiir die
iiblicherweise verwendenten Netzwerktopologien hat:
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4 Hyperpermutationsnetzwerke

— Jedes Neuron darf nur eine Ausgangsleitung haben. Ein HPN-Knoten hat im allge-
meinen genausoviele Ausgangsleitungen wie Eingangsleitungen.

— In einem neuronalen Netz kénnen mehrere Neuronen denselben Ausgang eines Neu-
rons als Eingang haben. Bei HPNs kann man Leitungen formal nur mit Hilfe von
Blindbits duplizieren.

Diese beiden Punkte wirken sich besonders bei RAM-basierten neuronalen Netzen aus,
wie wir noch sehen werden.

e Die Netzfunktion eines neuronalen Netzes ist im allgemeinen irreversibel. Die Netzfunk-
tion eines HPNs ist dagegen reversibel, wenn man die Ausgénge aller Knoten aus dem
Netz herausfiihrt. Die Datenreduktion mit einem HPN &hnelt daher der Datenreduktion
mit der Hauptachsentransformation: Zunéchst transformiert man die Daten verlustfrei in
einen Raum, in dem die Daten fiir die Aufgabe besser zugénglich sind, und dann beachtet
man nur die wichtigsten Komponenten.

e Die zu optimierende Funktion eines HPN ist nicht der mittlere quadratische Fehler, son-
dern die sogenannte Information (nicht die Shannon’sche), die wir im néchsten Kapitel
einfiihren werden. Sie ist fiir die Optimierung eines solchen diskreten Netzes besser geeig-
net, als der mittlere quadratische Fehler, der bei diskreten Netzen nur in Ausnahmeféillen
eine sinnvolle Kostenfunktion ist.

Es ist bekannt, daff man mit kontinuierlichen neuronalen Netzen als universellen Appro-
ximatoren jedes beliebige RAM-basierte Netzwerk simulieren kann. Gurney (1992b) hat mit
Hilfe der ¥-II-Unit gezeigt, wie dies im einzelnen durchgefithrt werden kann. Dies hat aber
einen hohen Preis: Zum einen muf man im allgemeinen beliebig viele Neuronen zur Verfiigung
haben. Zum anderen simuliert man die auf dem Digitalcomputer sehr schnellen und einfachen
Bitoperationen mit Skalarmultiplikationen von Vektoren mit Gleitkommazahlen. Dies ist also
in der Praxis kein gangbarer Weg.

Es gibt auch spezielle Unterschiede zwischen HPNs und kontinuierlichen neuronalen Netzen.
Diese Unterschiede bestehen teilweise auch zwischen RAM-basierten neuronalen Netzen und
kontinuierlichen neuronalen Netzen.

¢ Ein kontinuierliches neuronales Netz ist typischerweise auf die arithmetischen Operatio-
nen ,Addition* und ,Multiplikation“ im Kontinuum angewiesen. Je nach Neuronentyp
kommt dann noch eine Schwellwertfunkion oder andere Nichtlinearitdten wie die logisti-
sche Funktion oder der Tangens Hyperbolicus hinzu. Daher muf eine Hardware, auf der
ein kontinuierliches neuronales Netz simuliert wird, Gleitkommaarithmetik beherrschen.
Bei einem HPN ist keine Gleitkommaarithmetik notig.

e Das mathematische Modell eines HPNs besteht nur aus Knoten, die diskrete Lookup-
Tabellen beinhalten und bindren Leitungen, die diese Knoten miteinander verbinden.
Dabher 14t sich ein HPN im Gegensatz zu einem kontinuierlichen neuronalen Netz direkt
in Digitalhardware realisieren. Man benotigt also nicht nur keine Gleitkommaarithmetik,
man benotigt uberhaupt keine arithmetikfahige Hardware, sondern nur ,Leitungen und
Speicher*.

Natiirlich gibt es auch Gemeinsamkeiten zwischen neuronalen Netzen und HPNs. Unter
anderem sind beide Ansétze statistische Verfahren zur Mustererkennung, die durch Training
mit Beispielen eine Wahrnehmungsaufgabe erlernen sollen. In Bezug auf das Training miissen
sich daher beide Ansétze mit demselben Problem kimpfen: Zum Training braucht man (ge-
kennzeichnete) Trainingsdaten in ausreichender Menge und ebenso Testdaten in ausreichender
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Menge, um statistisch signifikante Aussagen iiber die Leistungsfihigkeit eines Mustererken-
nungssystems treffen zu kénnen.

4.5.1.1 Blindbits und das konstante Neuron

Wir haben bereits gesehen, wie wir mit formalen Blindbits die funktionale Kapazitéit eines
Hyperpermutationsknoten erhéhen konnen. Bei einem neuronalen Netzes gibt es ein dhnliches
Phénomen. Dort steht im Argument der Aktivierungsfunktion f(z) normalerweise ein Skalar-
produkt

xr = E Q; Tg
)

aus dem Gewichtsvektor a und dem Eingangsvektor & des Neurons. Gilt fiir die Aktivierungs-
funktion f(0) = 0, wie es z.B. bei der Identischen Funktion, den linearen Funktionen, sin(z),
tanh(z) etc. der Fall ist, gilt fiir @ = 0: f(3. ; a; 2;) = 0. Mochte man erreichen, daf trotz
x = 0 die Aktivierungsfunktion f(z) # 0 ist, kann man dem Neuronalen Netz ein Neuron
hinzufiigen, das einen konstanten Ausgangswert ¢ # 0 hat. Hat ein anderes Neuron dieses
ykonstante Neuron“ als k-ten Eingang, ist der neue Ausgangswert

n—1
:B:ozk-c—i—Zaixi
ik
und mit o # 0 ist trotz & = 0 die Forderung f(x) = ay - ¢ # 0 erfiillbar. Durch die Ein-
fiihrung des konstanten Neurons hat man also die Menge der Abbildungen, die das Neuron
reprisentieren kann, vergréfert. Dies dhnelt der Einfithrung eines Blindbits an einen Hyperper-
mutationsknoten.

4.5.1.2 Unterteilung des Raumes

Um ein Gefiihl dafiir zu bekommen, auf welche Weise ein Schwellwert-Neuron und ein Hyper-
permutationsknoten einen diskreten Eingaberaum partionieren, sehen wir uns als Beispiel den
B? an. Das Neuron und der Knoten sehen aus wie in Abbildung 4.11 gezeigt. Mit diesen Bau-
teilen lifit sich der B? wie in Abbildung 4.12 partionieren. Wie wir sehen, hat ein HPN-Knoten
gegeniiber einem kontinuierlichen Schwellwert-Neuron zwei weitere nichtlineare Partionierung-
moglichkeiten. Diese entsprechen gerade dem XOR der beiden Eingangsbits. Solange wir nur ein
Ausgangsbit eines HPN-Knoten nutzen, gelten diese und die folgenden Uberlegungen genauso
fiir ein RAM-basiertes Neuron.

Abbildung 4.11: Neuron und HPN-Knoten mit zwei Bit am Eingang
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4 Hyperpermutationsnetzwerke

Abbildung 4.12: Partionierung des Einheitsquadrates B> mit einem Neuron und einem HNP-Knoten.
Die drei Partionierungen auf der linken Seite sind lineare Partionierungen den Ein-
heitsquadrates. Von der Partition c gibt es noch drei weitere jeweils um 90° gedreh-
te Varianten. Um Partition c¢ zu realisieren, braucht ein HPN-Knoten ein Blindbit.
Partition d l&fst sich mit einem kontinuierlichen Neuron nicht realsisieren, mit einem
HPN-Knoten dagegen schon. Daher ist auch die Lésung des XOR-Problems mit einem
einzigen HPN-Knoten moglich, wie wir noch sehen werden.

4.5.1.3 VC-Dimension eines Neurons und eines HPN-Knotens

Um die funktionale Kapazitit eines Hyperpermutationsknoten und eines Schwellwert-Neurons
zu quantifizieren, berechnen wir fiir beide die VC-Dimension. Die VC-Dimension ist folgender-
mafken definiert (siehe auch Vapnik, 1995, Kapitel 3.5):

Die VC-Dimension einer Menge von Indikatorfunktionen (Vapnik und Cher-
vonenkis, 1968, 1971): Die VC-Dimension einer Menge von Indikatorfunktionen
Q(z,a), mit dem Parameter a, ist die grofste Zahl h von Vektoren zq,...,z,, die
von den Funktionen Q(z,a) auf alle 2" Weisen in zwei Klassen eingeteilt werden
konnen. Eine Indikatorfunktion teilt eine gegebene Menge von Vektoren in zwei Teil-
mengen: Die eine Teilmenge, auf der die Indikatorfunktion den Wert null annimmt
und die andere Teilmenge, auf der die Indikatorfunktion den Wert eins annimmt.

Eine Indikatorfunktion ist z. B. ein Schwellwert-Neuron mit n Eingédngen. Als Beispiel betrach-
ten wir die Menge der linearen Indikatorfunktionen (Vapnik)

n—1
Q(z,a) =0 (Zaizi +0> ,
i=0

wobei ©(z) die Sprungfunktion ist. Die VC-Dimension fiir z € B" ist h = n + 1, da man
n + 1 Vektoren mit einer n — 1-dimensionalen Hyperebene auf alle 2% Weisen in zwei Klassen
aufgeteilen kann (Vapnik, 1995). Hier ist die VC-Dimension gerade gleich der Zahl der freien
Parameter.

Bei einem Hyperpermutationsknoten kommen wir folgendermafsen auf die VC-Dimension:
Zunédchst erhalten wir aus einem Knoten der Dimension n eine Indikatorfunktion, indem wir
vom n Bit breiten Ausgang des Knoten nur ein Bit beriicksichtigen, also auf einen eindimen-
sionalen Unterraum projizieren. Nun gibt es 2" mogliche Eingangsvektoren aus dem B", auf
denen das betrachtete Ausgangsbit 2"/2 = 2"~ mal den Wert null und ebenso oft den Wert
eins annimmt. Beschrinken wir uns am Eingang auf 2" ! Vektoren, kénnen wir jedem dieser
Vektoren auf dem beobachteten Bit eine eins oder null zuordnen, unabhéngig davon, welche
Werte den anderen 2"~ ! Vektoren zugeordnet wurden. Die Beschrinkung auf 2"~ ! Vektoren am
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4.5 Vergleich mit vorhandenen mathematischen Modellen

Eingang konnen wir z. B. dadurch erreichen, dafs wir ein Eingangsbit immer konstant halten.
Die VC-Dimension ist also h = 2"~!, da wir gerade h Eingangsvektoren auf alle 2" Weisen in
zwei Klassen aufteilen kénnen. Einen Vergleich der beiden VC-Dimensionen zeigt Abbildung

4.13.
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Abbildung 4.13: VC-Dimension eines Schwellwert-Neurons (Rauten) und eines HPN-Knotens (Sterne).

Die Abszisse ist die Dimension n des Raums B”, die Ordinate die zugehérige VC-
Dimension. Fiir n = 3 haben Schwellwert-Neuron und Hyperpermutationsknoten die
VC-Dimension vier. Die Nichtlinearitit des Hyperpermutationsknotens zeigt sich in
der groferen VC-Dimension fiir n > 3.

Die funktionalen Méchtigkeit eines Neurons bzw. HPN-Knotens wéchst mit der VC-Di-
mension. Kin Hyperpermutationsknoten hat im Gegensatz zu einem kontinuierlichen Neuron
nicht die Einschrinkung, dafs er nur linear separierbare Partitionen im B" realisieren kann.
Wie driickt sich dieser Unterschied in der Zahl der realisierbaren Funktionen aus? Tabelle 4.4
zeigt die Zahl der realisierbaren Funktionen fiir ein Neuron und einen HPN-Knoten. Weitere
Untersuchungen zur funktionalen Méchigkeit sind in Al-Alawi und Stonham (1992) zu finden.

4.5.2 RAM-basierte Neuronale Netze

Die Unterschiede zwischen RAM-basierten neuronalen Netzen und Hyperpermutationsnetzwer-
ken sind naturgemift deutlich geringer als zwischen analogen neuronalen Netzen und HPNs:

Ein reines RAM-basiertes Neuron hat nur eine bindre Ausgangsleitung. Es kann daher nur
die beiden verschiedenen Symbole 0 und 1 emittieren. Ein HPN-Knoten der Dimension
d kann dagegen 2¢ Symbole emittieren. Ist auf k € [1,d] Ausgangsbits des Knotens ein
Fokus, so reduziert der Knoten die Zahl der méglichen Symbole von 2¢ am Knoteneingang
auf 2¥ am Knotenausgang. Man kann einen HPN-Knoten der Dimension d mit d biniren
Neuronen simulieren. Die durch d biniire Neuronen vermittelte Abbildung f : B¢ — B? ist
aber im Gegensatz zum HPN-Knoten nicht umkehrbar, da die Abbildungen der einzelnen
bindren Neuronen nicht umkehrbar sind. Wegen der Reversibilitdt des HPN sind die
Systemgrofen, die wir noch definieren werden, Erhaltungsgrofen eines HPNs.

Wie schon erwihnt, sind bei einem HPN die klassenspezifischen Riickschluftwahrschein-
lichkeiten direkt zugénglich. Dies ist bei RAM-basierten neuronalen Netzen nicht ohne
weiteres der Fall, worauf wir im néchsten Abschnitt genauer eingehen werden.
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Eingangsbits Zahl der realisierbaren Funktionen
n | Ein Ausgangsbit eines HPN-Knotens ‘ McCullough & Pitts — Neuron
1 2 4
2 4 14
3 16 104
4 256 1882
5 65536 9.5-10%
6 4.3-10° 1.5-107
7 1.9 - 10" 8.4-10°
8 3.4-10% 1.8-10%

Tabelle 4.4: Zahl der realisierbare Funktionen f : B" — B eines Neurons und eines HPN-Knotens,
von dem nur ein einzelnes Ausgangsbit beachtet wird. Die funktionale Méachtigkeit des
HPN-Knotens ist 22" ), da wir fiir 27! Tabelleneintriige wihlen konnen, ob wir auf das
betrachtete Augangsbit eine 0 oder 1 schreiben. Die Zahlen fiir das analoge Neuron sind aus
Muroga et al. (1970). Hat der HPN-Knoten ein zusétzliches Blindbit, ist seine funktionale
Miichtigkeit 22", wodurch die Zahl der realisierbaren Funktionen in der Tabelle beim HPN-
Knoten sozusagen um eine Zeile ,nach oben rutschen®.

e Einige verwendete Neuronentypen wie z.B. der Probabilistic Logic Node, der Probabili-
stic RAM-Node oder das Goal-Seeking Neuron sind bedingt durch ihre kompliziertere
Architektur nicht mehr direkt Hardware implementierbar. Diese Neuronen sind zwar im-
mer noch leichter in Hardware zu implementieren als ein analoges Neuron. Relativ zum
urspriinglichen RAM-Knoten mufs man aber je nach Neuron mehr oder weniger Zusatz-
aufwand betreiben. Ein HPN-Knoten ist dagagen ein ,reiner* RAM-Knoten.

4.5.3 Das Problem der RiickschluRwahrscheinlichkeiten

Analoge neuronale Netze konnen z.B. bei der Eins-aus-N-Kodierung durch verschieden grofse
Anteile im Ausgangsvektor Auskunft iiber die Sicherheit einer Entscheidung geben. Bei einem
Ausgangsvektor (0.5,0.4) ist die Entscheidung fiir Klasse 0 unsicherer als bei einem Ausgangs-
vektor (0.95,0.1). Im Sinne eines statistischen Klassifikationsvorgangs hétten wir am liebsten
eine Ausgabe, die uns direkt die klassenspezifischen Riickschluftwahrscheinlichkeiten mitteilt.
Im allgemeinen ist bei analogen neuronalen Netzen der Ausgangsvektor kein Wahrscheinlich-
keitsvektor. Es reicht nicht aus, ihn einfach auf die Komponentensumme Eins zu normieren.
Unter gewissen Bedingungen kann man aber ein analoges neuronales Netz so trainieren, daft es
einem die klassenspezifischen Riickschlufswahrscheinlichkeiten liefert.

RAM-basierte neuronale Netze geben einem normalerweise eine bindre Entscheidung fiir
oder wider eine Klasse. Mochte man mehr als zwei Klassen unterscheiden, kombiniert man
mehrere Netze so, dafs jedes Teilnetz eine Klasse gegen alle anderen Klassen trennt. Da das
Netz bindre Entscheidungen liefert, gibt es einem keine Auskunft dariiber, wie sicher eine
Entscheidung fiir eine Klasse ist. Natiirlich m&chte man aber von einem Klassifikator wissen,
ob er sich seiner Sache sicher war, oder ob er nur ,geraten* hat.

Um bei RAM-basierten neuronalen Netzen dieses Problem zu umgehen, sind verschiedene
Ansétze versucht worden. Beim Probabilistic RAM von Gorse und Taylor (1989) speichert der
Knoten Wahrscheinlichkeiten, mit denen die Emission einer Eins oder Null am Knotenausgang
bestimmt wird. Damit lassen sich die Riickschlufswahrscheinlichkeiten bis zum Ausgang des
Netzes ,herausfithren®. Diese sind dort aber nicht direkt ablesbar, sondern ergeben sich aus den
Mittelwerten der aus dem Netz kommenden Bitstrome. Man muf also das Netz fiir jedes Muster
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eine geniigend grofte Zahl von Schritten laufen lassen, um aus der Zahl der beobachteten Nullen
und Einsen die Mittelwerte und damit die Riickschlufswahrscheinlichkeit berechnen zu konnen.

Ein dhnlichen Weg geht das Goal-Seeking Neuron (GSN) (Filho et al., 1992), dat neben
der Null und Eins auch noch das spezielle Symbol ‘u’ emittieren kann. Wird ein ‘u’ emittiert,
so adressiert der folgende Knoten auf dieser Leitung nicht mit einer Null oder Eins, sondern
mit beiden Moglichkeiten. Da nun ein Knoten nicht nur mit einer Adresse sondern mit einer
Menge von Adressen adressiert wird, kann ein solcher Prozess nicht mehr so einfach in Hardware
implementiert werden, wie der urspriingliche RAM-basierte Knoten.

Es gibt auch Ansitze, die es erlauben, daf ein Neuron nicht nur zwei oder drei sondern k
verschiedene Symbole auf einer Leitung emittieren kann. Howells et al. (1998) lassen ein Neuron
ihres Generalised Convergent Networks (GCN), soviele sogenannte Basis-Symbole emittieren,
wie es Klassen gibt. Zusédtzlich gibt es noch zusammengesetzte Symbole, und zwar fiir jede
Kombination von Klassen eine. Damit ist die Zahl der zusammengesetzten Symbole gerade
die Kardinalitdt der Potenzmenge der Menge der Klassen. Bei vier Klassen hitte man also
schon 2* = 16 verschiedene zusammengesetzte Symbole. Gurney (1992b,a, 1993) verwendet
auch mehrere Symbole pro Adresse eines Neurons. Diese Symbole verlassen aber nicht direkt
den Knoten, sondern werden &hnlich wie bei Gorse und Taylor in einen Bitstrom umgewan-
delt. Dieser Bitstrom wird dann nochmals durch eine nichtlineare Aktivierungfunktion in einen
weiteren Bitstrom umgewandelt, der den Knoten dann verl&ft.

Wie sieht die Situation bei einem Hyperpermutationsnetzwerk aus? Bei einem HPN sind am
Ausgang des Netzwerks zunéchst einmal genausoviele Bits vorhanden wie am Eingang, woher
ja unter anderem die Reversibilitét der Transformation kommt. Erst durch die Einschrinkung
des Blickfeldes auf wenige Ausgangsbits wird die Datenreduktion erreicht. Da wir in der Wahl
der Fokusbits frei sind, kdnnen wir bestimmen, in wie viele Ausgangszustinde die Eingangs-
muster aufgeteilt werden: Bei I Fokusbits gibt es gerade n = 2! Ausgangszustinde. Haben wir
nun ein k-Klassen-Problem mit & < n, so gibt es mehrere Zustidnde, die die Zugehdrigkeit ei-
nes Eingangsmusters zu dergleichen Klasse anzeigen. Wie wir noch sehen werden, lassen sich
bei einem HPN die klassenspezifischen Riickschlufwahrscheinlichkeiten sehr einfach gewinnen:
Wir prozessieren alle Trainingsmuster einmal und z&hlen die klassenspezifischen Haufigkeiten
der Ausgangszustéinde. Diese klassenspezifischen Haufigkeiten sind aber gerade erwartungtreue
Schétzungen der klassenspezifischen Riickschluftwahrscheinlichkeiten. Haben wir nun z. B. pro
Klasse mehrere Ausgangszusténde, so wird es ,sichere” Zustéinde geben, in denen die Riick-
schlufwahrscheinlichkeit fiir eine Klasse stark dominiert, und Zusténde, in denen die Riick-
schlufswahrscheinlichkeit fiir eine Klasse weniger stark dominiert. Daher 14t sich auch einfach
eine Mindestriickschlufwahrscheinlichkeit festlegen, unterhalb der das HPN ein Eingangsmu-
ster zurilickweist, weil die Erkennungsicherheit fiir das Eingangsmuster nicht hoch genug ist. Im
Training wird versucht werden, mdglichst viele ,reine” Zustinde zu erzeugen, d.h. Zusténde,
die fiir eine Klasse eine Riickschlufswahrscheinlichkeit nahe Eins und fiir alle anderen Klassen
eine Riickschlufswahrscheinlichkeit nahe Null aufweist.

4.5.4 Funktionen-Netze

Die bis jetzt vorgestellten Netzwerke gehoren alle zur allgemeineren Klasse der Funktionen-
Netze (Rojas, 1996). Es gibt noch eine weitere Architektur, die wie ein HPN zwar kein neuro-
nales Netz, aber ein Funktionen-Netz ist. Hierbei handelt es sich um die Funktionen-Netze, die
Toffoli (1980a,b); Fredkin und Toffoli (1982) in ihren Arbeiten vorgestellt haben. Sie wurden
bis jetzt nicht erwdhnt, weil sie in der Literatur noch nicht zur Mustererkennung eingesetzt
wurden.
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Toffoli hat seine Uberlegungen unter dem Stichwort Reversible Computing zusammenge-
fafst. Bei der Konstruktion seiner reversible-computing Netze kam es ihm darauf an, daft das
Netzwerk eine Berechnung reversibel durchfiihrt, und zwar unter anderem aus den folgenden
zwei Griinden:

In fact, one of the strongest motivations for the study of reversible computing comes
from the desire to reduce heat dissipation in compution machinery, and thus achieve
higher density and speed.

The main reason why the concept of reversibility is so pervasive is the following. In
every reversible system there are a number of quantities (functions of the system’s
state) which are conserved, i.e. which are constant along each of the system’s tra-
jectories (cf. the  integrals of motion“ of theoretical mechanics).

In ihrer Architektur sind die reversible-computing Netze den Hyperpermutationsnetzwerken
sehr &hnlich: Die von Toffoli verwendeten Netzwerkknoten haben auch genauso viele Ein- wie
Ausginge und die Knoten beinhalten eine Lookup-Tabelle. Es gibt auch das Konzept des Blind-
bits, das bei Toffoli nur einen anderen Namen triagt. Ein bekannter Knotentyp ist der sogenannte
Fredkin-Schalter, den Abbildung 4.14 zeigt. Der Fredkin-Schalter hat die Figenschaft, daf er
seine eigene Inverse ist.

0 1

Abbildung 4.14: Der Fredkin-Schalter. Er besteht aus einem Knoten mit drei Ein- und Ausgangsbits.
Der Wert des obersten Eingangsbits wird immer auf das oberste Ausgangsbit kopiert.
Hat das oberste Eingangsbit den Wert 0 (linkes Bild), werden die beiden unteren Ein-
gangsbits auf ihre entsprechenden Ausgangsbits kopiert. Hat das oberste Eingangsbit
dagegen den Wert 1 (rechtes Bild), werden die beiden unteren Eingangsbits vor dem
Kopieren auf die beiden unteren Ausgangsbits vertauscht.

X X X X
0 XANDy 1 NOT x
y g y X

Abbildung 4.15: Der Fredkin-Schalter als logische Funktion. Legt man beim Fredkin-Schalter das mitt-
lere Eingangsbit konstant auf null, hat das mittlere Ausgangsbit den Wert 2 ANDy, und
das obere Eingangsbit wird auf das obere Ausgangsbits kopiert. Legt man dagegen das
mittlere Eingangsbit konstant auf eins, hat das mittlere Ausgangsbit hat den Wert
ANDz, und das obere Eingangsbit wird auf die beiden anderen Ausgangsbits kopiert.

Die Architektur von HPNs und reversible-computing Netzen ist zwar praktisch gleich, der
,Betrieb® der Architektur sieht allerdings anders aus. Das eigentliche Ziel von Toffoli (1980b);
Fredkin und Toffoli (1982) ist némlich die sog. Conservative Logic, die sich dadurch auszeichnet,
dak zu jedem Zeitpunkt eine konstante Zahl von Nullen und Einsen im System (Netzwerk) ist.
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4.5 Vergleich mit vorhandenen mathematischen Modellen

Diese Forderung ist aus physikalischer Sicht wie eine Art Teilchenzahlerhaltung zu verstehen.
Fredkin und Toffoli benutzt die Forderung der konstanten Zahl von Nullen und Einsen, um
darauf weitere Berechnungsmodelle, z.B. das Billiardkugelmodell, aufzubauen. Mit Hilfe des
Billiardkugelmodells zeigen Fredkin und Toffoli dann, daf man mit einem perfekten klassischen
Gas in einem speziell geformten Behélter logische Berechnungen durchfithren kann.

Die Motivation zur Entwicklung der reversible-computing Netze war also eine ganz andere
als bei der Entwicklung der HPNs. HPNs kennen die Einschrinkung der konstanten Zahl von
Nullen und Einsen nicht, da sie eine ganz andere Aufgabe als die reversible-computing Netze,
némlich die Mustererkennung, 16sen sollen. In der Literatur sind keine Aussagen dariiber zu
finden, ob mit reversible-computing Netzen auch schon Mustererkennungsaufgaben angegangen
worden sind. Ebenso wurde noch nicht versucht, reversible-computing Netze durch Lernen mit
Beispielen auf bestimmte Problemldsungen zu trainieren.
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5 Der Informationsbegriff

Um ein statistisches Mustererkennungssystem trainieren zu kénnen, miissen wir die Performanz
des Systems quantifizieren. Den hauptséchlich verwendeten Formalismus stellen wir hier vor.

5.1 Formalisierung der Begriffe 'Umwelt’, 'Sensor’ und
"Wahrnehmungs-System’

Wir werden die im Kapitel ,Wahrnehmung® informell eingefithrten Begriffe "Umwelt’, ’Sensor’
und "Wahrnehmungs-System’ formalisieren.

5.1.1 Umwelt

Die Umuwelt ist die Umgebung, in die das Mustererkennungssystem eingebettet ist. Mit Hilfe
seiner Sensoren nimmt das System Daten aus der Umgebung auf, die es nutzt, um Wissen
iiber seine Umwelt zu erlangen. Hat das System auch Aktuatoren, kann es auf die Umwelt
aktiv einwirken, so daf ein Regelkreis entsteht. Die Umwelt ist nun als Menge von Ereignissen
anzusehen. In dieser Umwelt sind von vornherein keine Ereignisse ausgeschlossen, wir konnten
also die Menge aller mdglichen Ereignisse in der Umwelt gar nicht angeben.

Stellen wir uns als Beispiel vor, wir wollten anhand von Sprachsignalen verschiedene Spre-
cher identifizieren, und die Umwelt wére ein Zimmer mit mehreren Personen. In diesem Zimmer
wiirde es neben Schallsignalen auch noch Lichtsignale und andere physikalische Ereignisse ge-
ben. Die Menge aller dieser Ereignisse nennen wir im folgenden den Ereignisraum 2.

Q = {w]|,w ist ein Ereignis aus der Umwelt“ }

Q enthilt also alle Ereignisse der Umwelt. Von diesem ) interessiert uns meistens nur eine
Teilmenge Q' C Q . In dem eben genannten Beispiel wire dies die Teilmenge der akustischen
Signale.

5.1.2 Sensor

Der Sensor ist das Hilfsmittel, das dem System den Kontakt zur Aufenwelt ermoglicht. Jeder
Sensor ist nur fiir eine Teilmenge Q" C ) sensitiv, ndmlich gerade fiir die Ereignisse ", fiir die
er physikalisch ausgelegt ist. Im Idealfall ist Q' = Q”, denn dann ist der Sensor gerade fiir die
Teilmenge aus €2 sensitiv, die uns auch interessiert.

Damit sich das System ein Bild seiner Umgebung machen kann, braucht es eine interne
Représentation der Ereignisse in der Umwelt. Der Sensor hat nun die Aufgabe, ein Ereignis aus
der Umwelt auf ein systeminternes Symbol abzubilden. Unser spéter verwendetes System, der
Digitalcomputer, wird nur in der Lage sein, Bitstrings zu verarbeiten. Daher wéihlen wir als
systeminternes Symbolalphabet Bitstrings b. Man kann sich zwar prinzipiell auch andere Sym-
bolalphabete vorstellen, aber die einzigen Symbole, die ein Digitalcomputer wirklich ,versteht®,
sind Bitstrings. Die Bitstrings b kommen aus der Menge B"”, wobei n noch unbestimmt ist.
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Wir fithren nun einen formalen Sensor S ein, der die geforderte Abbildung durchfiihrt:

Q— B"
wr Sw)="b

In dem Sprecherbeispiel wére der physikalische Sensor ein Mikrofon, das die Schallwellen in
Strom- oder Spannungsschwankungen umwandelt. Das Mikrofon allein erfiillt aber noch nicht
die Anforderungen, die wir an einen formalen Sensor stellen, da es die Umweltereignisse nicht
auf Elemente der internen Représentation des Systems abbildet. Schalten wir aber hinter das
Mikrofon einen Analog-Digital-Wandler (A-D-Wandler), dann erfiillt diese Einheit genau die
Anforderungen an einen formalen Sensor. Sie bildet ndmlich Umweltereignisse (Schallwellen)
w €  auf Bitstrings ab, die mit der Taktrate des A-D-Wandlers vom Sensor ins System iiber-
gehen. Diese Bitstrings sind nun genau die Symbole b € B", die der formale Sensor liefern soll
und die unser System verarbeiten kann. Man kann die Bitstrings auch als Zahlen interpretieren,
was allerdings oft nicht notig bzw. nicht mdglich ist.
Uber den formalen Sensor kénnen wir noch weitere Aussagen treffen:

1. Die durch den formalen Sensor realisierte Abbildung S : 2 — B" ist im allgemeinen nicht
surjektiv. Selbst, wenn man jedes Umweltereignis w € {2 mit S nach B" abbildet, deckt
man auf diese Weise nicht unbedingt die gesamte Menge B" ab. Bis auf Ausnahmen gilt
also:

S(Q) £ B

2. Die durch den formalen Sensor realisierte Abbildung S : Q@ — B" ist im allgemeinen
nicht injektiv. Je nach Art des Sensors werden mehr oder weniger Ereignisse w durch
den Sensor auf dasselbe Symbol b € B" abgebildet, es konnen auch unendlich viele w auf
dasselbe b abgebildet werden. Ein Beispiel fiir eine solche Abbildung wére ein Sensor, der
Téne oberhalb einer bestimmten Tonhohe auf ein Symbol b; und T6ne unterhalb einer
bestimmten Tonh&he auf ein anderes Symbol by # by abbildet. Daher gilt:!

Jwi,we €NX: wy #wo A S(wy) = S(w2)

5.1.3 Wahrnehmungs-System

Nachdem nun die Umwelt und der Sensor definiert sind, 14ft sich das Wahrnehmungs-System
relativ einfach spezifizieren: Das System nimmt einen Strom von Daten des formalen Sensors
auf und benutzt diese Eingabe, um eine vorher festgelegte Aufgabe zu bearbeiten. Der Da-
tenstrom kommt dadurch zustande, dafs der Sensor zu bestimmten Zeitpunkten eine Messung
durchfithrt und der D-A-Wandler dann einen Zahlenwert liefert. Das System ist also in die
Zeit eingebettet. Es beginnt dort, wo die digitalen Daten hinter dem formalen Sensor anfallen
und endet vor einem moglichen D-A-Wandler eines Aktuators (siehe Abbildung 2.1). In die-
sem Sinne ist das System also ein digitaler Datentransformator. Meistens wird es sich bei der
Aufgabe um eine allgemeine Erkennungsaufgabe handeln. Dabei ist wichtig, daf das System
durch Training mit Beispielen lernen soll, die Aufgabe zu 16sen. Zu dem in Abbildung 2.1 auf
Seite 8 angedeuteten Regelkreis kommt man, wenn das System neben der Sensorik auch eine
Aktuatorik hat. Es bekommt mit der Taktrate des A-D-Wandlers Daten geliefert und kann
iiber einen D-A—Wandler einen entsprechenden Aktuator steuern.

!Das Zeichen 3 bedeutet ,Es existiert ein, also hier ,Es existiert ein wi,ws € Q .4
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5.2 Diversitat, Information und Redundanz

Um die Giite des Wahrnehmungs-Systems bewerten zu kénnen, brauchen wir Grofen, die die
Giite quantifizieren. Nun ist, wie wir spéter sehen werden, die Fehlerrate eines Mustererken-
nungssystems nicht immer eine gute Kostenfunktion. Oft werden auch nur Anndherungen an die
Fehlerrate verwendet, wie z. B. bei neuronalen Netzen, bei denen man den mittleren quadrati-
schen Fehler als Kostenfunktion verwendet. Ein digitales Mustererkennungssystem operiert auf
Bitstrings b € B". Hier kommt das Konzept des Unterschieds ins Spiel. Bei einer Klassifika-
tionsaufgabe soll das System die Eingangssymbole b aus verschiedenen Klassen unterscheiden
koénnen. Das System soll die Eingangsdaten so transformieren, daf die fir die Aufgabe bendtigten
Unterschiede erhalten bleiben (siehe auch Oberlénder (1999)). Wir erhalten die Eingangssym-
bole b, indem der Sensor zu bestimmen Zeiten #g, t1,... Ereignisse w; €  aus der Umwelt in die
interne Représentation des Systems, also in Bitstrings b € B” abbildet. Damit wird eine Folge
von Ereignissen in eine Folge von Bitstring abgebildet: w = (wg,w1,...) = b= (bg, b1, ...) mit
bi =5 (wz)

Am besten kann man sich die benétigten Begriffe klarmachen, wenn man die theoretischen
Definitionen auf eine konkrete Menge von Symbolen anwendet. Die Begriffe Diversitdt, Red-
undanz und Information sind auf Paaren von Bitstrings, also auf den Elementen der Menge
B" xB" definiert. Nehmen wir nun an, es sei die Ereignisfolge w = (’a’,’k’’U’ ’k’ ’f") aufgetreten,
die der Sensor geméf der Zuordnung

a’ = 00
'k — 01
U= 10
o= 11

in die Folge von Bitstrings b = (00,01, 10,01,11) abgebildet héitte. Da wir gleich mit Men-
gen von Paaren operieren werden, bendtigen wir jetzt den Begriff der Multimenge: Eine Mul-
timenge ist eine Menge, in der Elemente mehrmals vorkommen diirfen. Dieser Begriff wur-
de zuerst von D. A. Knuth eingefiihrt. Die Multimenge der Ereignisse ist M := {w|w €
w} = {7)k'U Kk’ f’} und die Multimenge der internen Bitstrings B = {b|b € b} =
{00,01,10,01,11}. Die Multimenge der Paare einer Multimenge sind nun einfach M? = MxM
bzw. B% := B x B.

5.2.1 Grundbegriffe aus der Statistik

Da wir tiefer in die Welt der Statistik einsteigen werden, definieren wir nun die spater benotigten
Grundbegriffe aus der Statistik, so wie sie in Heise und Quattrocchi (1995) eingefithrt werden.

Definition 19.

Stichprobenraum: Sei Q = {s¢, s1,...,8,—1} eine Menge mit n Elementarereignissen. Den
Elementarereignissen s; € Q sei jeweils eine reelle Zahl p; := p(s;) € [0,1] mit 37 p; = 1
zugeordnet, die die Wahrscheinlichkeit des Elementarereignisses s; genannt wird. Den
Vektor p = (po,p1s---,Pn—1) € [0,1]" nennen wir Wahrscheinlichkeitsverteilung von Q.
Die Wahrscheinlichkeitsverteilung p;(Q) = 1/n,i = 0,...,n — 1 heift Gleichverteilung.
Das Paar (Q,p) heiltt endlicher Stichprobenraum. Das Wahrscheinlichkeitsmayfs

P(Q) — R
P: m— P(m) := Zp(s)

seEm
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ordnet jedem Ereignis m C Q, also jedem Element m aus der Potenzmenge P(Q) von Q,
seine Wahrscheinlichkeit P(m) zu.

Verbundraum: Es seien A und B zwei nichtleere Mengen. Jedem Paar ab € A x B von Ele-
mentarereignissen a € A und b € B sei eine Verbundwahrscheinlichkeit p(ab) € [0,1]
mit Y- o AbEB p(ab) = 1 zugeordnet. Dann bildet das kartesische Produkt AB aller als
Elementarereignisse betrachteten Paare ab € A x B einen Stichprobenraum (AB,q),
den Verbundraum. Auf den Mengen A und B wird mittels p(a) := > ,czp(ab) und
p(b) := > ,c4p(ab) jeweils eine Wahrscheinlichkeitsverteilung definiert.

Bedingte Wahrscheinlichkeit: Es sei AB ein Verbundraum und a € A ein Elementarereignis
mit p(a) # 0. Fiir jedes b € B definieren wir seine bedingte Wahrscheinlichkeit als p(bla) :=
2ab) ind fiir jedes a € A als p(alb) == p@b) Nach der Bayes’schen Formel gilt fiir die

p(a) T . p(b)
bedingten Wahrscheinlichkeiten

plalh) = %p(bla)

Zufallsgréen: Es sei (Q,p) ein endlicher Stichprobenraum. Eine Abbildung v : Q@ — R die
jedem Elementarereignis s € Q eine reelle Zahl v(s) zuordnet, heifst Zufallsgrofie oder
Zufallsvariable. Der Erwartungswert von v ist

E(v) = p(s)v(s)

s€EQ

und ihre Varianz ist

V(o)=Y pls) (o(s) = BEw)* = B (0~ B())?) .

s€EQ

Fiir den Erwartungswert schreiben wir auch (z) := E(z).

Quellen: Eine n-dre Quelle hat einen Nachrichtenvorrat Q@ = {s¢, s1,...,8,-1}, aus dem zu
bestimmten Zeitpunkten ¢g,%¢1,... eine Nachricht s; ausgewéhlt und emittiert wird. Ei-
ne solche Quelle ist die informationstheoretische Interpretation eines Stichprobenraums
(Q,p). Zu jedem Zeitpunkt wird also aus dem Nachrichtenvorrat Q mit der Wahrschein-
lichkeitsverteilung p eine Nachricht s; € Q ausgewahlt.

Einige der Definitionen verdeutlichen wir uns in

Beispiel 9. Der endliche Stichprobenraum eines (fairen) Wiirfels ist

111111
=({1,2,3,4,5,6},(=,=,=,=, =, .
(Q’p) <{7 ’37 ’576}7<6767676’6’6>)

Die Wahrscheinlichkeit fiir das Ereignis m = {1,2} ist P(m) = 1/3. Der Verbundraum zweier
Wiirfel ist (QQ,p'). Die Abbildung u : QQ — R, die jedem Element (59, s1) € QQ die
Summe u(s(o), s(l)) = 50 + 5 zuordnet, ist eine Zufallsvariable. Wir kénnen einen Wiirfel als
Quelle betrachten, der die Symbole aus Q emittiert.
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5.2.2 Diversitat

Der Begriff der Diversitit tauchte schon friith in der Literatur auf (Simpson, 1949), und zwar
um die Verschiedenheit von Tierpopulationen zu quantifizieren. In der Physik steht fiir die
Verschiedenheit einer (Teilchen-)Population u.a. die Entropie. Der Zusammenhang zwischen
der im folgenden definierten Diversitdt und der Entropie wurde auch untersucht. Da es sich
dabei aber nicht um ein zentralen Punkt dieser Arbeit handelt, ist die Untersuchung im Anhang
A.2 auf Seite 175 zu finden.

Die Diversitat gibt die Verschiedenheit der Elemente einer Multimenge an. Sie kommt in
drei ,Ausprigungen vor, und zwar als totale, kalte und heifle Diversitdt.

Totale Diversitit D;: Die totale Diversitit ist die gesamte Anzahl von Paaren (by, b)) € B? :=
B x B. 2 Weil B und M gleich viele Elemente haben (zu jedem Ereignis aus M gibt es
eine Représentation aus B), gibt die totale Diversitdt damit die prinzipiell mogliche Zahl
paarweiser Unterschiede der Multimenge M an. Da der formale Sensor S unterschiedliche
Elemente aus M auf gleiche Elemente aus B abbilden kann, sind nach dem Sensor S
Unterschiede aus M in B moglicherweise nicht mehr sichtbar. Deshalb nennen wir Paare
aus B synonym auch Unterschiede. Bei N Elementen ist D; = N2.

Kalte Diversitdt Dy: Die kalte Diversitdt ist die Anzahl von Paaren (b, b)), fiir die by = by ist.
Sie kénnen sich zwar in M durchaus unterscheiden, sind aber innerhalb ihrer Reprasen-
tation in B nicht mehr unterscheidbar und in diesem Sinne nicht mehr wirksam, daher
die Bezeichnung kalte Diversitat.

HeiBe Diversitidt Dy: Die heifie Diversitit ist die Anzahl von Paaren (by,b;), fir die by # b
ist. Hier werden die Unterschiede gezéhlt, die innerhalb des Systems wirklich sichtbar und
damit wirksam sind, daher die Bezeichnung heifle Diversitét.

Formal erhalten wir 3

Definition 20.
Dt = |B2|
Dy = |[{(bk,by) € B | by = b}
Dy, = [{(bk,br) € B? | b, # i}
Aus Definition (20) ergibt sich
Folgerung 5.

| Di = Dy, + Dy |

In unserem Beispiel ist |B| = 5 und |B?| = 25, d. h. es gibt 25 Paare aus B und D; = 25.
Bildet man nun alle Paare (00, 00), (00, 01), (00, 10), ..., (10, 11), (11, 11) und z&hlt diejenigen,
fiir die by = b; gilt, so erhalten wir die kalte Diversitdt Dy = 7. Daraus ergibt sich Dy, = Dy —
Dy = 25—7 = 18. Die Diversititen geben also die ,Verschiedenheit“ einer Multimenge an, wobei
die heifie Diversitat entscheidend ist, da nur die von ihr gezdhlten paarweisen Unterschiede auch
im System wirksam sind. Das Minimum der heiffen Diversitdt ist null, wenn alle Elemente der
Multimenge gleich sind und ihr Maximum ist N(N —1), wenn alle N Elemente der Multimenge
verschieden sind.

’Die Paare (bx, b;) sind im folgenden immer aus der Multimenge B2
3| M| bezeichnet die Anzahl von Elementen einer (Multi-)Menge M
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FEine detailliertere Einsicht in die Struktur einer Multimenge von Paaren bietet die Diversi-
tétsmatrix D. Sie gibt an, wie hiufig ein Paar (b, b;) vorkommt, und zwar wird die Haufigkeit
jedes Paares (by,b;) im Matrixelement [Dlinqs,),ind(s,) €ingetragen. Mit ind(b), der Indexfunk-
tion aus Definition 8 auf Seite 35 und den i-ten Einheitsvektoren €; erhalten wir:

D = Z eind(bl) . eg‘ld(bg) (51)
b1,b2€B

Da jedes Paar (bg,b;) auch als Paar (b, by) auftritt, ist die Diversitdtsmatrix symmetrisch. In
Definition 18 hatten wir bereits den Gewichtsvektor einer Zustandsfolge eines Leitungsbiindels
definiert. Der Gewichtsvektor w(M) einer Multimenge M gibt ganz analog an, wie oft welches
Element in einer Multimenge vorkommt. Mit dem Gewichtsvektor w der Dimension d 1t sich
die Diversititsmatrix iiber w - wT berechnen:

d—1 d—1 d—1
D = Z €ind(by) * eil;ld(w) = Z wiwj € - e;r = (Z wiei> Zw]’eyT = w(B) - w'(B)
i=0 5=0

bl,szB iZO,j:U

In unserem Beispiel ist der Gewichtsvektor w(B) der Multimenge B

1
w(B) = w({00,01,10,01,11}) = f (5.2)
1
und die Diversitdtsmatrix ist
1 1 2 11
2 2 4 2 2
_ cap L — . =
1 1 211

Die Anzahl der Paare mit by = b; ist gleich der Summe der Hauptdiagonalelemente von D
und die Anzahl der Paare mit by # b; gleich der Summe der Nicht-Hauptdiagonalelemente von
D. So kommt man fiir eine N-elementige Multimenge mit Elementen aus B” zu den Beziehun-

gen:*
2" —1
D, = N? = > [Dl;
i=0,j=0
Dy =Sp(D)=w" - w (5.3)
2" —1
Dy = Dy — Dy = N* — Sp(D) = Y [D];
i=0,j=0
i#]

“Sp(M) bezeichnet die Spur einer Matrix M. Die Spur einer Matrix ist die Summe der Hauptdiagonalelemente:
Sp(M) = 3=, mii
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5.2.2.1 Warum kein AbstandsmalRl?

Man kann sich fragen, warum wir auf den Elementen b € B" kein Abstandsmaf a(z,y) definie-
ren. Es gdbe verschiedene Moglichkeiten:

1. Die Hamming-Distanz. Hier definiert man den Abstand zweier Bitstrings iiber die Anzahl
der Bits, in denen sich zwei Bitstrings unterscheiden. Je mehr unterschiedliche Bits die
beiden Bitstrings haben, desto gréfser ist ihr Abstand. Damit wéren also 0111 und 1000
sweiter entfernt” als 1010 und 0010.

2. Der Euklid’sche Abstand mit Dualcode. Hier wiirden wir jedem Bitstring mittels der
Indexfunktion ind(b) aus Definition 8 auf Seite 35 eine natiirliche Zahl zuordnen und als
Abstand die Differenz der beiden natiirlichen Zahlen verwenden. Damit wéren also 0111
(= 7) und 1000 (= 8) im Gegensatz zur Hamming-Distanz ,néher zusammen® als 1010
(= 10) und 0010 (= 2).

3. Der Euklid’sche Abstand mit Gray-Code. Man koénnte die Bitstrings auch im Gray-Code
G(b) interpretieren und dann den Euklid’schen Abstand auf die Zahlen G(b) anwenden.
Dies gibe wieder ein neues Abstandsmafs.

Jede Wahl eines Abstandsmafies bedeutet gleichzeitig eine Interpretation bzw. Deutung der
Daten in einer gewissen ,Richtung®. Wie wir sehen, ist es prinzipiell nicht méglich, auf Bitstrings
einen Abstand zu definieren, ohne dabei eine Bevorzugung in der einen oder anderen Richtung
zu verursachen. Ein Problem ist, daf die Reprisentation in Bezug auf eine bestimmte Aufgabe
u. U. gar kein verniinftiges Abstandsmaf zulaft.

Nehmen wir als Beispiel die Multimenge M. Die in ihr enthaltenen Buchstaben werden im
ASCII-Code durch die in Tabelle 5.1 gezeigten Bitstrings reprasentiert. Mit der eben erwihn-
ten zweiten Moglichkeit wére also der Abstand a(’a’,’f’) = |97 — 102| = 5 und der Abstand
a(’a’,’U’) = |97 — 85| = 12. Angenommen, wir mdchten die Buchstaben nach Vokalen und Kon-
sonanten zusammenfassen. Dabei sieht man sofort, dafs fiir diese Aufgabe das Abstandsmaf
ungeeignet ist, da 'a’ und 'U’ (beides Vokale) ,weiter auseinander* sind als 'a’ und k’.

m € M | Bitstring | Dezimalzahl
‘a’ 01100001 97
'k’ 01101011 107
U’ 01010101 85
7 01100110 102

Tabelle 5.1: Représentation der Elemente der Multimenge M

Diese Schwierigkeiten einer unerwiinschten Bevorzugung vermeiden wir, wenn wir uns auf
die Gleichheitsrelation beschrianken. Das einzige, was wir also von zwei Mengenelementen sagen
werden, ist, ob sie gleich oder verschieden sind. Diese Beschrankung hat den grofen Vorteil,
dafs die hier und im folgenden definierten Grofen Erhaltungsgréfien eines HPNs sind und damit
invariant unter unterschiedserhaltenden Transformationen (z. B. Hyperpermutationen) sind.

5.2.2.2 Relative Diversitat

Bis jetzt ist die Diversitét eine Gréfse, die uns in absoluten Zahlen die Verschiedenheit einer
Multimenge angibt. Wir konnen die Diversitédt auch als relative Grofse einfithren, die uns dann
Wahrscheinlichkeitsaussagen iiber eine Multimenge ermdglicht.
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5 Der Informationsbegriff

Sei S ein Sensor, der uns k£ Bit lange Bitstrings liefert, von denen wir N beobachtet haben.
Diese Bitstrings fassen wir in der Multimenge A = (bg, b1, . .., by_1) zusammen. Wir betrachten
nun den Sensor als Quelle (Q,p) im informationstheoretischen Sinn, deren Nachrichtenvorrat
Q =1{00...00,00...01,...,11...11} aus 2* Bitstrings bekannt ist. Die Emissionswahrschein-
lichkeiten p; der einzelnen Bitstrings sind unbekannt, wir wissen aber, daf die Bitstrings mul-
tinomialverteilt sind.

Durch Auszdhlen der Multimenge A erhalten wir den Gewichtsvektor w(A), der angibt,
wie oft welcher Bitstring vorgekommen ist. Normieren wir den Gewichtsvektor w mit der
Gesamtzahl der beobachteten Bitstrings, erhalten wir den Vektor der relativen Hé&ufigkeiten
(wo/N,w1/N,...,wy—1/N). Nun wissen wir aber aus der Wahrscheinlichkeitstheorie, daf die
relativen Haufigkeiten einer Multinomialverteilung gerade die erwartungstreuen Schitzungen
der unbekannten Emissionswahrscheinlichkeiten p; der Quelle Q sind. Wir schreiben daher fiir
den Vektor der Emissionswahrscheinlichkeiten

p= % , also p;= % . (5.4)

Normieren wir nun die totale, kalte und heifse Diversitdt mit der totalen Diversitét, erhalten

wir mit Gleichung (5.3) auf Seite 70 und (5.4) die relativen Diversitéiten:

Dy
d=—=1
t Dy
2k 2k _1
Dy 1 9 w;\ 2
de = 2k _ 2 _ (_>
Chw 4y
2k _1
- #
i=0
Dy, D; — Dy Dy
Dy Dy Dy
2k _1
=1-> p;
i=0

Natiirlich gilt auch fiir die relativen Diversitdten d; = dy + dj,.
Die relativen Diversitdten lassen sich nun unmittelbar interpretieren: Greifen wir aus der
Menge A der emittierten Daten der Quelle zuféllig zwei Elemente heraus, so ist die

e heifle relative Diversitit dy die Wahrscheinlichkeit, daft die beiden Elemente verschieden
sind und die

e kalte relative Diversitit di die Wahrscheinlichkeit, daf die beiden Elemente gleich sind.

5.2.3 Information und Redundanz

Bisher war die Bedeutung der Elemente der Multimenge uninteressant. Es wurde nur gefragt,
wieviele Elemente paarweise unterscheidbar sind und wieviele nicht. Nun soll auch die Bedeu-
tung der Elemente eine Rolle spielen. Die Bedeutung eines Bitstrings macht nur im Kontext
einer bestimmten Aufgabenstellung einen Sinn. Wir fragen also zusétzlich zur paarweisen Unter-
scheidbarkeit, welche der mdglichen Unterscheidungen der Elemente fiir die Losung der Aufgabe
iiberhaupt nétig sind. Die abstrakte Bewertungsinstanz, die diese Frage beantwortet, nennen
wir im folgenden Lehrer.

72



5.2 Diversitit, Information und Redundanz

Um konkret zu werden, betrachten wir wieder die Multimenge M. Die Beispielaufgabe soll
nun lauten:

, Leile die Elemente der Multimenge M in die Klasse 0 ,,Konsonanten* und die Klasse
1 ,Vokale“.*

Es gibt jetzt paarweise Unterschiede, z. B. zwischen ’a’ und "U’, die bezogen auf diese Aufgabe
keine Rolle mehr spielen, weil die Elemente des Paares ('a’,’U’) in dieselbe Klasse ,Vokale®
fallen. Durch den Kontext der Aufgabe wird die Multimenge M in zwei Teilmultimengen M;
geteilt:

My = {m € M|, Das Element m gehort zur Klasse 0“}
M = {m € M|, Das Element m gehort zur Klasse 1“}

Entsprechend wird die Multimenge der Paare (my,m;) € M? := M x M in zwei Teilmultimen-
gen unterteilt, und zwar in die der redundanten Paare N; und die der informationstragenden
Paare N;. Ein Paar (my,m;) ist nun genau dann informationstragend, wenn my und m; zu
unterschiedlichen Klassen gehéren und redundant, wenn mj und my; zu der gleichen Klasse
gehoren:

Ni = {(mg,m;) € M* | my, € My Ay & My}
Ni = {(mg,my) € M | my € My Amy € My}

Auch die Reprisentationsmultimenge B zerféllt durch die Aufgabe in zwei Teilmultimengen:

By = S(Mo)
By = S(My)

Fiir unser Beispiel bedeutet dies, daft die Représentationsmultimenge B in By = {01,01,11}
und in By = {00, 10} aufgeteilt wird. Ordnen wir jeder klassenspezifischen Représentationsmul-
timenge By, entsprechend dem Vorgehen in Gleichung (5.2) auf Seite 70 einen Haufigkeitsvektor
zu, erhalten wir die klassenspezifischen Haufigkeitsvektoren wy. Fiir die klassenspezifischen
Héufigkeitsvektoren gilt w = Z/f:_ol wy, K ist die Anzahl der Klassen. Hier ist

’w()(B()) = w()({Ol,Ol, 11}) =

—_ O N O

wl(Bl) = wl({OO, 10}) =

O = O =

und w = wg + wi. Auch die Paarmultimenge B? unterteilen wir in die Multimenge der redun-
danten Paare C; und die Multimenge der informationstragenden Paare C;:

Cr = {(S(ma), S(m1)) | (mg,mu) € Ne}
Ci = {(S(mx), S(ma)) | (mx,mi) € Ni}

Der Begriff Redundanz meint im folgenden die Anzahl der Elemente der Multimenge der un-
wichtigen Unterschiede. Wir beginnen mit der Redundanz und nicht mit der Information, weil
sich die Information einer Multimenge leicht berechnen léft, wenn man die Redundanz schon
ermittelt hat.

73



5 Der Informationsbegriff

Redundanz
Analog zur Definition der totalen, kalten und heiffen Diversitdt 1aft sich nun die totale, kalte
und heiffe Redundanz definieren:

Totale Redundanz Ry: Die totale Redundanz ist die gesamte Anzahl von Paaren (bg,b;), die
im Hinblick auf die gestellte Aufgabe irrelevant sind.

Kalte Redundanz Ry: Die kalte Redundanz ist die Anzahl von Paaren (bg,b;), fiir die by, = b,
ist und die im Kontext der Aufgabe irrelevant sind.

HeiBe Redundanz Ry: Die heiffe Redundanz ist die Anzahl von Paaren (b, b;), fiir die by # b,
ist und die im Kontext der Aufgabe irrelevant sind.

Oder formal:

Definition 21.

Ry, = |Cr|
Ry = [{(bg, br) € Cc | by = bi}| (5.6)
Ry = [{(bk, b)) € Cr | b # by}

Folgerung 6.

Rt:Rh+Rk

Der Unterschied zwischen den Zeichen ’a’ und U’ sowie zwischen ihren Représentationen
(siehe Seite 67) ist also redundant, weil sie beide zur Klasse ,Vokale gehoren. Die redundanten,
sheifen Paare sind (’a’,’U’) und zweimal (’k’,’f’). Entsprechend kommt (*U’’a’) und zweimal
(’f’,’k’) vor. Insgesamt sind dies sechs Paare. Fiir die Beispielmultimenge B ist also die heife
Redundanz Ry = 6.

Im Gegensatz zur Diversitdtsmatrix werden von der Redundanzmatrix nur die Paare gezéhlt,
die im Sinne der Aufgabe redundant sind. Die Redundanzmatrix 18t sich elegant berechnen,
wenn man statt des Haufigkeitsvektors w die klassenspezifischen Haufigkeitsvektoren wy ver-
wendet. Uber die klassenspezifischen Redundanzmatrizen Ry, = wy, - wg lafst sich dann die
klasseniibergreifende Redundanzmatrix R = Z/f:_ol Ry, berechnen:

R:R0+R1:w0-w0T+'w1-w1T
0 1
— 2] 0201+ [°]- (010
0 1
1 0
0 0 0 0 1 010 1 010
_ 0 4 0 2 + 0 0 0 O _ 0 4 0 2
1o 0 0 0 1 01 0] |1 010
0 2 01 0 0 0 O 0 2 0 1
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Mit den oben genannten Definitionen fiir die totale, kalte und heiffe Redundanz kommt man
bei einer Multimenge mit b € B" auf folgende Beziehungen:

2" —1
Ri= Y Ry
i=0,5=0
R = Sp(R) (5.7)
on—1 on_1
Ry=Ri—Re= Y Ry-Sp(R)= > Rj
i=0,j=0 =00
i#£j

Information

Nachdem nun die irrelevanten Unterschiede durch die Redundanz quantifiziert sind, miissen wir
noch diejenigen Unterschiede behandeln, die im Rahmen der Aufgabenstellung relevant sind.
Die Definitionen der totalen, kalten und heiffen Information ergeben sich daher aus denen der
Redundanz, indem wir jeweils das Wort irrelevant” durch ,relevant“ ersetzen:

Totale Information I;: Die totale Information ist die gesamte Anzahl von Paaren (b, b;), die
im Hinblick auf die gestellte Aufgabe relevant sind.

Kalte Information I: Die kalte Information ist die Anzahl von Paaren (b, b;), fiir die by = b,
ist und die im Kontext der Aufgabe relevant sind.

HeiBe Information Iy,: Die heiffe Information ist die Anzahl von Paaren (b, b;), fiir die by # b
ist und die im Kontext der Aufgabe relevant sind.

Formal:

Definition 22.

It = |Cl|
In = [{(bg, br) € Ci [ by # bi}| (5.8)
I = [{(bk, br) € Ci | by, = by}

Folgerung 7.

I = I, + Iy

Da der ,Lehrer die Gesamtheit der Paare in zwei Teilmengen teilt, ergibt die Summe
der Teilmengen wieder die Gesamtheit der Paare. Dementsprechend gilt fiir die Matrizen der
Diversitit, Redundanz und Information:

59)

Wir bekommen also die Informationsmatrix durch

1 21 1 1010 0201
2 4 2 2 0 4 0 2 2.0 2 0
I_D_R_1211_1010_0201
1 21 1 02 0 1 1 010

0]



5 Der Informationsbegriff

Der Unterschied zwischen den Zeichen ’a’ und 'k’ ist informationstragend, weil sie zu verschie-
denen Klassen gehoéren. Wie bei der Redundanz kommt man auch bei der Information auf die
drei Beziehungen

2" —1
> Iy
i=0,5=0
Iy = Sp(I) (5.10)
2n—1 2m—1
Lh=IL-IL= Y I;-SpI)= Y I
1=0,5=0 i= F;J. 0
i#£]

Weil die kalte Information die Anzahl von Paaren angibt, die zwar fiir die Aufgabe wichtig
sind, aber innerhalb der Reprisentationsmultimenge B nicht unterschieden werden konnen,
sollte die kalte Information moglichst klein sein. Das bedeutet fiir die Informationsmatrix I
wegen I, = Sp(I), dak alle Hauptdiagonalelemente null sein sollten. Bei unserem einfachen
Beispiel ist dies moglich, da die Klassen trennbar sind.

Die im Rahmen einer Aufgabe wichtigste Grofe ist die heifle Information, denn sie gibt an,
wieviele Paare fiir die Aufgabe wichtig sind und in der Reprisentationsmultimenge unterschie-
den werden konnen. Wenn wir spéter eine Datenreduktion vornehmen wollen, mufs daher ein
Ziel sein, die heiffe Information moglichst grof zu halten. Fiir die Beispielmultimenge B ist die
heifle Information Iy, = 12.

5.2.3.1 Relative Information und Redundanz

Auch die Information und Redundanz lassen sich als relative Grofen definieren und interpretie-
ren, wobei K die Anzahl der Klassen, n die Dimension der klassenspezifischen Gewichtsvektoren
wy und N die Zahl der beobachteten Bitstrings ist:

/)ﬂ—&

t_Dt
R K—-1n-1 w
k ki

o= NQZwk we= Yo > ()’

k=0 i=0

K—-1n-1

=D i
k=0 i=0

r—@—Lt_Rk—r—r

h_Dt_ D, =Tt k

. I

Zt:ﬁ:dt_rt

) Iy

:—:d—

1k D, k — Tk

. Iy,

:—:d—

th ) h —Th

Auch diese relativen Grofen lassen sich unmittelbar interpretieren: Greifen wir aus der Menge
A der emittierten Daten der Quelle zuféllig zwei Elemente heraus, haben die relativen Groéfen
folgende Bedeutungen:
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e Die heifle relative Redundanz ry, ist die Wahrscheinlichkeit, daf die beiden Elemente
verschieden sind und dieser Unterschied irrelevant fiir die Aufgabe ist.

e Die kalte relative Redundanz ry ist die Wahrscheinlichkeit, dafs die beiden Elemente gleich
sind und dieser Unterschied irrelevant fiir die Aufgabe ist.

e Die heifie relative Information 4y, ist die Wahrscheinlichkeit, daf die beiden Elemente
verschieden sind und dieser Unterschied relevant fiir die Aufgabe ist.

e Die kalte relative Information iy ist die Wahrscheinlichkeit, daf die beiden Elemente gleich
sind und dieser Unterschied relevant fiir die Aufgabe ist.

Die hier eingefiithrte Information hat im Gegensatz zur Shannon’schen Information also eine
Bedeutung, die durch die gestellte Aufgabe definiert ist.
5.2.4 Beziehungen zwischen Diversitit, Information und Redundanz

Die im vorigen Abschnitt genannten Beziehungen fiihren wir hier nochmal zusammen auf. Uber
die Definitionen von Diversitit, Redundanz und Information kommt man auf

D; = Dy, + Dy
Ri = Ry, + Ry (5.11)
Iy = I + Iy
und die Matrixgleichung
D=I+R. (5.12)

Verbinden wir die Gleichungen (5.11) und (5.12), kommen wir auferdem auf die drei Beziehun-
gen

Dy =I; + R
Dy =1,+ Ry (5.13)
Dy =1+ Ry.

Die Beziehungen zwischen den neun Groéfen aus Gleichung (5.11) und (5.13) kann man sich
auch in folgendem rechteckigen Schema angeordnet vorstellen, das von links nach rechts und
von oben nach unten zu lesen ist:

D = I, + R;

I [ I

Dy, = I + Ry (5.14)
+ + +

Dy = Ix + Ry

Diese Beziehungen gelten auch fiir die entsprechenden relativen Grofen. Fiir unser Beispiel
ergibt sich daraus:

25 = 12 + 13
[ I I
18 = 12 + 6
+ + +
T =0 + 7
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Hier ist Iy, = 0 und I, = I}, d. h. alle in den Ereignissen enthaltene Information ist auch in
Représentationsmultimenge vorhanden. Im Sinne der Information ist die Reprisentation also
optimal, weil der formale Sensor S keine Information vernichtet. Die heiffe Redundanz ist aber
Ry =6 > 0, d. h. es gibt noch heifse (unterscheidbare) Paare in der Représentationsmultimenge,
die eigentlich gar nicht unterschieden werden miifsten. Bei einer optimalen Abbildung sollte
daher nicht nur I, = I, sondern auch Ry = 0 sein. In der Praxis wird man dies nur in den
einfachsten Féllen erreichen kénnen.

5.3 Ein Beispiel zur Berechnung der statistischen GroRen

5.3.1 Trennung von ,Vokalen und Konsonanten“

Um zu verstehen, wie wir mit den Grofen Diversitét, Information und Redundanz die Opti-
malitit einer Knotentabelle bewerten konnen, betrachten wir nun das Beispiel aus Abschnitt
5.2.3 auf Seite 72, die Multimenge M = {’a’, ’k’, 'U’, ’k’, 'f’} und ihre Représentationsmul-
timenge B = {00,01,10,01,11}. Die Multimengen M und B sind absichtlich so unrealistisch
klein gehalten, damit man im folgenden die Rechnungen unmittelbar nachvollziehen kann. Die
Aufgabe ist:

,, Leile die Elemente der Multimenge M in die Klasse 0 ,Konsonanten“ und die Klasse
1 ,Vokale“.”

Damit wird die Multimenge B in die Klasse By = {01,01,11} und die Klasse B; = {00, 10}
aufgeteilt. Wir werden am Eingang des Knotens die Eingangssymbole € B C B? einspeisen,
und am Ausgang des Knotens sollen die Ausgangssymbole y € B? so herauskommen, daf die
gestellte Aufgabe gelost werden kann. Um zwei Klassen auseinanderzuhalten, miissen wir alle
mdglichen Fille voneinander trennen kénnen. Dazu reicht ein Bit aus, das beim Auftreten der
einen Klasse den Wert 0 und bei der anderen Klasse den Wert 1 hat oder umgekehrt. Wir
werden also von den beiden Ausgangsleitungen des Knotens nur die obere beobachten und
setzen den Fokus daher auf y = ¢*°( 4(y) € B.

Durch diese Projektion von zwei auf ein Bit verringert sich die Zahl der verschiedenen
Symbole von vier auf zwei. Dadurch gehen notwendigerweise Unterscheidungsmoglichkeiten
verloren. Das Ziel ist nun, mit Hilfe der Hyperpermutation die Daten so zu transformieren,
daf die in den Daten steckende Information trotz der Projektion mdéglichst erhalten bleibt. Die
heifse Information soll also maximal werden.

5.3.2 Berechnung der Ein- und Ausgangsstatistik

Die Berechnung der Statistik am Ein- und Ausgang des Knoten geht folgendermafen: Wir
zdhlen fiir jedes & € B und y € B, wie oft es pro Klasse vorkommt, und bilden so die klassen-
spezifischen Haufigkeitsvektoren, wie in Gleichung (5.5) auf Seite 73. Die klassenspezifischen
Héufigkeitsvektoren sind:

wo(Bo) =

[ = N R )

1
0
wl(Bl) = 1
0

Die totale Diversitdt, Information und Redundanz der Multimenge B sind
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Da jede vom Knoten durchgefithrte Hyperpermutation unterschiedserhaltend ist, bekommen
wir die gleichen Zahlen wie in (5.15), wenn wir am Ausgang des Knotens den Zustand beider
Leitungen als Ausgangssymbol benutzen.

Suboptimale Hyperpermutation
Nun betrachten wir nur die obere Leitung und nehmen als Beispiel die willkiirlich gewahlte
Hyperpermutation

xz ||00]01|10]11

b =01 o100

Um die Projektion auf die obere (0.) Leitung durchzufiihren, gehen wir zum Produktraum iiber,
in der die Hyperpermutation h; die Form

00 1 0
000 1
Hi=1010 0
1000

und der Fokus ¢ ; die Form

1010
<I"“(0101)

annimmt. Die projizierten Hiufigkeitsvektoren wyj, und w) fiir die obere Ausgangsleitung er-
halten wir, wenn wir erst H; und dann ¢, ; auf die klassenspezifischen Haufigkeitsvektoren
wyp und w; am Eingang anwenden:

001 0\ /0
1010\ (000 1] (2
= @0 Hiwo = (0101)0100 0
1000/ \1
1
1 ol /1
—\o o = \2
2
001 0\ /1
% g (10 10y (000 1] [0
w1_¢0H1w1_<0101> 0100 |1
1000/ \0

e )
Il
7N\
—_ =
N——

(101 0}
“o1 01

Nachdem wir nun die klassenspezifischen Haufigkeitsvektoren haben, kennen wir auch den klas-
seniibergreifenden Haufigkeitsvektor w':

w=uprui=(3)+ (1) = (5)

0
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Nun konnen wir wie in Abschnitt 5.2.3 iiber die Matrizen D, I, und R die heifse Information
berechnen und so feststellen, ob wir mit dieser Hyperpermutation eine optimale gew&hlt haben.
Es gibt ja nicht die optimale Tabelle, sondern mehrere. Das liegt daran, daft wir nur die obere
der beiden Ausgangsleitungen betrachten. Deshalb sind die Hyperpermutationen, die sich bei
gleichem Eingangssymbol & in der betrachteten Ausgangsleitung gleichen, gleichwertig.

Die Informationsmatrix I ergibt sich unter Verwendung der Gleichung (5.9) auf Seite 75:

I=D-R=w-(w)" — (wo - wi +w;-w])

()09 () 0 () 0
E:: - - ) o

Damit bekommen wir die heifse Information Iy:
L=1—-Sp(I)=12-6=6

Bei dieser Projektion ist die gewéhlte Hyperpermutation hy nicht optimal, da I = Sp(I) > 0
und daher I, < I;. Es gibt also fiir die Aufgabe gerade I), wichtige Unterschiede, die nach der
Transformation und Projektion nicht mehr sichtbar sind. Wenn wir die Elemente von B als
Eingangssymbole nehmen, konnen wir die Ausgangssymbole des Knotens wie in Tabelle 5.2
aufschreiben. Die nicht mehr unterscheidbaren Paare sind das Paar ('a’, 'f’), zweimal das Paar
(’k’, "U’) und jeweils die Paare mit vertauschten Elementen, macht zusammen 6 Paare. Mit hy
erhalten wir also nur Iy,/I; = 0.5 = 50% der gesamten Information, die urspriinglich in den
Daten war.

‘wEM‘wGB‘yEBQ‘(;Skoo’o(y)EIB%‘ Klasse ‘

‘a’ 00 10 0 Vokal
'k’ 01 11 1 Konsonant
U’ 10 01 1 Vokal
'k’ 01 11 1 Konsonant
b 11 00 0 Konsonant

Tabelle 5.2: Suboptimale Klassifikation der Multimenge M mit der Hyperpermutation hy

Optimale Hyperpermutation
Im Gegensatz dazu ist eine mogliche optimale Hyperpermutation hg

z |[00]01]10 |11

he s =T TT0 (o1 00
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Um dies zu sehen, fithren wir die gleiche Rechnung wie eben durch. Wir erhalten fiir die klas-
senspezifischen Haufigkeitsvektoren

000 1\ /0
1010\ (0010 (2
= %o Ha wo = (0101)0100 0
1000/ \1
1
e o| /3
~\o 2| = \o
0
000 1\ /1
ya e (1 010\ (00 10| [0
w1_¢0H2w1_<0101> 0100 |1
100 0/ \0

_ (1 0 1 0\
~\0 1 0 1
und fiir den klasseniibergreifenden Haufigkeitsvektor

()00

—_ O = O
Il
N
N O
~

Die Informationsmatrix ist

- <2 2) B (3 8) - <8 2) (5.17)

und die heiffe Information
In=1—-Sp(I)=12-0=12.

Bei der Hyperpermutation hs ist I, = 0 und Iy = I;. Wir erhalten also alle Information, die in
den Daten iiberhaupt enthalten ist, mit dem oberen Ausgangsbit des Knotens. Wir kénnen jetzt
diese Hyperpermutation zur Losung unserer Aufgabe nutzen, indem wir den Wert des oberen
Ausgangsbits als Klassenindex verwenden, so wie in Tabelle 5.3 gezeigt wird. Der Knoten trennt
also die Eingangsdaten in die gewiinschten zwei Klassen ,Vokale und ,Konsonanten“, wobei die
Klasse ,Vokale“ den Index 1 und die Klasse ,Konsonanten“ den Index 0 bekommt.

Der Normalfall in der Praxis ist, daf die Klassen nicht vollsténdig separierbar sind und dafs
bei der Transformation der Daten Information verloren geht. Das Ziel ist dann, eine Tabelle zu
finden, die eben moglichst viel Information erhélt, d. h. die Iy (= Sp(I)) mdoglichst klein bzw.
I, moglichst grof werden 1afst.
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5 Der Informationsbegriff

lweM|zeB|yeB | ¢"(y) eB | Klasse

‘a’ 00 11 1 Vokal
'k’ 01 10 0 Konsonant
U’ 10 01 1 Vokal
'k’ 01 10 0 Konsonant
't 11 00 0 Konsonant

Tabelle 5.3: Optimale Klassifikation der Multimenge M mit der Hyperpermutation hs
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Optimierung
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6 Optimierung durch Lernen

In den vorangegangenen Abschnitten haben wir mit den Hyperpermutationsnetzwerken ein
Berechnungsmodell und mit der Information ein Giitemaf fiir Hyperpermutationsnetzwerke
vorgestellt. Nun wollen wir vor allem riickgekoppelte HPNs so mit Beispielen trainieren, dafs
sie eine bestimmte Mustererkennungsaufgabe mdoglichst gut erfiillen.

6.1 Ziel der Optimierung

Das Ziel der Optimierung scheint zundchst klar zu sein: Eine gestellte Wahrnehmungs- bzw.
Mustererkennungsaufgabe soll geldst werden. Wie wir noch sehen werden, ist bei genauerem
Hinsehen das Ziel einer Mustererkennungsaufgabe nicht immer eindeutig. Die beiden Hauptan-
wendungen eines Mustererkennungssystems sind die Gruppierung (engl. Clustering) bzw. die
Klassfikation unbekannter Daten. Sollen unbekannte Daten nur gruppiert werden, verwendet
man zum Training untberwachtes Lernen. Sollen die unbekannten Daten dagegen in verschie-
dene Klassen eingeteilt werden, wird diberwachtes Lernen verwendet. Beim iiberwachten Lernen
gibt es eine Instanz, den sog. Lehrer, die entscheidet, welche Muster zu einer Klasse gehoren
und welche nicht. Beim uniiberwachten Lernen gibt es eine solche Instanz nicht.

6.1.1 Uniiberwachtes Lernen

Beim uniiberwachten Lernen hat man als Datenmaterial nur die Eingangsmuster ohne Klassen-
information. Ein Beispiel fiir solche Daten sind Gensequenzen, deren Bedeutung noch unbekannt
ist. Ein Mustererkennungssystem, das dhnliche Eingangsmuster gruppieren soll, wird nun un-
iiberwacht trainiert. Zusitzlich zu den Eingangsmustern gibt es noch ein Ahnlichkeits- bzw.
AbstandsmaR, also eine Metrik, welche die Ahnlichkeit zweier Eingangsmuster bestimmt. Da es
im m-dimensionalen Raum der Eingangsmuster beliebig viele Metriken gibt, muf man sich fiir
eine Metrik entscheiden, die am besten fiir das Problem geeignet erscheint. Man kénnte uniiber-
wachtes Lernen auch mit ,dhnliche Eingaben ergeben dhnliche Ausgaben“ beschreiben, da das
Mustererkennungssystem fiir zwei im Sinne des Ahnlichkeitsmafes #hnliche Eingangsmuster
auch &hnliche Ausgaben erzeugen soll.

Ein bekanntes Beispiel fiir ein neuronales Netz, das uniiberwacht trainiert wird, ist die
Kohonen-Feature-Map (Kohonen, 1984). Dieses neuronale Netz kann dazu genutzt werden,
in einem hochdimensionalen Raum der Eingangsmuster Gruppen und Beziehungen zwischen
verschiedenen Gruppen der Eingangsmuster zu erkennen sowie unbekannte Eingangsmuster
einer der schon vorhandenen Gruppen zuzuordnen. Haufig wird als Metrik die Euklidische
Norm verwendet.

6.1.2 Uberwachtes Lernen

Uberwachtes Lernen zeichnet sich im Gegensatz zum uniiberwachten Lernen dadurch aus, daf
jedes Eingangsmuster zu einer bestimmten Klasse gehort. Sind die Eingangsmuster beispiels-
weise Bilder von Ziffern, so gehéren alle Bilder, die dieselbe Ziffer représentieren, zur selben
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Klasse. Ein Mustererkennungssystem, soll nun lernen, die Eingangsmuster aus unterschied-
lichen Klassen voneinander zu unterscheiden. Zum Training verwendet man einen Satz von
Eingangsmustern mit bekannten Klassenzugehdrigkeiten, die sogenannten Trainingsdaten. Mit
diesen Trainingsdaten wird solange trainiert, bis das Mustererkennungssystem die Daten den
verschiedenen Klassen gut genug zuordnen kann. Was aber , gut genug® ist, hingt sehr von dem
jeweiligen Problem ab.

6.1.3 Maximierung der Zahl der relevanten Unterschiede

Wie erreichen wir nun unser Optimierungsziel? Ein HPN ist ein ,Rechenwerk®, das, wie ein
Digitalcomputer, Bitstrings auf Bitstrings abbildet. Ohne eine weitere Metrik einzufiihren, 1&ft
sich von zwei Bitstrings nur sagen, ob sie gleich oder ungleich sind. Genau dies machen wir
uns zu nutze: Wir fordern, daft zwei Fingangsbitstrings aus unterschiedlichen Klassen am Netz-
werkausgang auf unterschiedliche Bitstrings abgebildet werden. Bei einem gegebenen Trainings-
datensatz l&duft das darauf hinaus, die Zahl der relevanten Unterschiede am Netzwerkausgang
zu maximieren. Diese Grofe ist aber gerade die heifle Information, die wir in Abschnitt 5.2.3
ausfiihrlich eingefithrt haben.

Wie wir spiter noch sehen werden, kénnen wir ein HPN, wenn wir es global optimieren,
auch direkt auf eine Fehlerrate bzw. eine Kostenmatrix hin optimieren.

6.1.4 Was ist das optimale Suboptimum?

Angenommen, wir haben es mit einem n-Klassen-Problem zu tun, bei dem die Trainingsda-
ten linear separierbar sind. Dann gibt es verschiedene Klassifikatoren, die die Trainingsdaten
perfekt trennen konnen, die also auf den Trainingsdaten keine Fehler machen. In einem sol-
chen Fall ist klar, das das Optimum dann erreicht ist, wenn beim Training die Fehlerrate bzw.
Kostenfunktion des Klassifikators Null ist. Was aber ist, wenn die Fehlerrate auf den Trainings-
daten nicht Null wird, so wie es in der Praxis fast immer der Fall ist? Dann miissen wir uns
entscheiden, welches der Suboptima mit einer Fehlerrate grofer Null das ,beste“ Suboptimum
ist.

Ist die Fehlerrate eines Klassifikators auf den Trainingsdaten nicht Null, haben wir meistens
verschiedene Konfigurationen, die &hnliche Fehlerraten liefern. Ein wichtiger Punkt ist aber in
der Fehlerrate gar nicht enthalten: Wie sicher war sich der Klassifikatior bei seinen Entschei-
dungen. Betreibt man einen Klassifikator ohne Riickweisung, ist im Sinne der Fehlerrate eine
Entscheidung mit 99% Riickschlufwahrscheinlichkeit fiir eine bestimmte Klasse genauso gut
wie eine Entscheidung mit 51% Riickschluffwahrscheinlichkeit fiir eine Klasse. Im ersten Fall
war sich der Klassifikator ziemlich sicher, im zweiten Fall hat er dagegen eigentlich nur geraten.

Nun ist in der Praxis oft von Bedeutung, dafs ein Klassifikator fiir méglichst viele Da-
ten moglichst sichere Entscheidungen trifft. Er wird je nach Anwendung einem Klassifikator
vorgezogen, der zwar niedrigere Fehlerrate, aber eine geringere Entscheidungssicherheit hat.
Verwenden wir nun die heife Information als Kostenfunktion, wird diesem Punkt automatisch
Rechnung getragen. Denn die heifie Information maximiert die Zahl der relevanten Unterschiede,
wodurch neben der Verringerung der Fehlerrate auch die Vergroferung der klassenspezifischen
Riickschlufswahrscheinlichkeiten erreicht wird.
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7 Ein Knoten ohne Riickkopplungen

In diesem Kapitel zeigen wir, wie man einen einzelnen Knoten ohne Riickkopplungen optimiert.
Genau wie bei neuronalen Netzen gibt es nicht die einzig richtige Kostenfunktion, sondern wir
haben verschiedene Moglichkeiten.

7.1 Die Kostenfunktion im Diskreten

Wie wir ein HPN als Klassifikator ,betreiben kénnen, haben wir schon in Abschnitt 4.1.3
auf Seite 30 gesehen: Ein unbekanntes Eingangsmuster wird vom HPN auf ein Ausgangsmu-
ster abgebildet. Fiir jedes Ausgangsmuster wissen wir aus dem Training die klassenspezifischen
Riickschlufiwahrscheinlichkeiten, so daff wir uns dann fiir die Klasse mit der hochsten Riick-
schlufswahrscheinlichkeit entscheiden.

Wir gehen im folgenden vom iiberwachten Training aus: Zu jedem Muster des Trainingsda-
tensatzes ist die zugehorige Klasse bekannt. Wie konnen also zu jeder Klasse die Haufigkeiten
der vorkommenden Bitmuster angeben. Wir stellen zwei mogliche Kostenfunktionen vor, und
zwar die heiffe Information als Kostenfunktion und eine iiber die sogenannte Vertauschungs-
matriz definierte Kostenfunktion.

7.1.1 Die heie Information

Gegeben sei nun ein HPN-Knoten der Dimension d und ein Trainingsdatensatz 7 mit N Ele-
menten und K Klassen. Wir gehen nun einmal durch die Trainingsdaten und protokollieren,
wie oft ein Bitmuster am Knoteneingang in jeder Klasse vorkommt. So erhalten wir die klas-
senspezifischen Haufigkeitsvektoren wy und den Gesamthiufigkeitsvektor w = 215;01 wy. Die
Komponente j des Haufigkeitsvektors w; bedeutet, daf in der Klasse ¢ das Bitmuster ind;l(j)
gerade w;j-mal vorgekommen ist (indg(j) aus Definition 8 auf Seite 35). Mit d = 4 und j = 3
wiire beispielsweise ind, !(3) = 0011.

Sind nun die klassenspezifischen Haufigkeitsvektoren gegeben, 1t sich mit Gleichung (5.10)
auf Seite 76 die Informationsmatrix I berechnen:

K-
I=D-R=ww'- wpw,
k=0

[y

Wie dndert sich die Informationsmatrix I durch die Transformation mit einem HPN-Knoten?
Im Produktraum wird die durch den Knoten vermittelte Hyperpermutation durch die Matrix
H und die anschliefende Projektion auf den Fokus mit durch die Matrix @ beschrieben. Wird
ein Gewichtsvektor mittels w’ = ® Hw transformiert, ist seine Dimension kleiner als die von w,
wodurch die Datenreduktion erreicht wird. Wir fassen im folgenden die Projektionsmatrix und
die Hyperpermutationsmatrix zu einer Matrix H = ® - H zusammen. Fiir die transformierte
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Informationsmatrix I’ am Knotenausgang gilt:

Um am Knotenausgang die heifse Information zu mazimieren, kénnen wir ebenso die kalte
Information minimieren, da Iy, = I; — Iy und I; konstant ist. Wir maximieren dann nicht
mehr die relevanten unterscheidbaren Paare, sondern wir minimieren die Zahl der relevanten
ununterscheidbaren Paare, was dquivalent ist. Die zu minimierende Kostenfunktion ist also die
kalte Information am Ausgang des Knotens:

K-1
I, =Sp(I') =Sp (I_iIIEIT> =w'T W - ZwﬁtT-w;C (7.1)
k=0

7.1.2 Die Vertauschungsmatrix

Bei der eben vorgestellten Kostenfunktion werden alle Klassen gleich behandelt. Es gibt aber in
der Praxis durchaus Probleme, bei denen Verwechslungen zwischen den Klassen unterschiedlich
bewertet werden. Wir miissen also nicht nur festhalten, wie viele Fehler der Klassifikator macht,
sondern auch, welche Fehler gemacht wurden. Dazu fiihren wie die sogenannte Vertauschungs-
matriz 'V ein.

Definition 23. Bei einem K-Klassen Problem gibt die K x K Vertauschungsmatriz 'V eines
Klassifikators an, wie oft welche Fehlklassifikation auf einem Datensatz vorgekommen ist. Ein
Matrixelement v;; ist gleich der Zahl der Klassifikationen zugunsten der Klasse j, wenn die
tatsdchliche Klasse ¢ war.

Folgerung 8. Im Sinne der Fehlerrate ist eine diagonale Vertauschungsmatrix optimal, da Ist-
und Sollklasse fiir alle Daten iibereinstimmen.

Bei einem HPN H ist die Vertauschungsmatrix V' = V(H) direkt von den Tabellen in
den Netzwerkknoten abhéngig, da sich fiir jede Tabellenbelegung eine andere Ausgangsstati-
stik und damit andere klassenspezifische Riickschluffwahrscheinlichkeiten fiir die Trainingsdaten
ergeben.

7.1.3 Kombinatorische Optimierung

Die zu minimierenden Kostenfunktionen héngen direkt von den Tabellenbelegungen ab. Da in
den Tabellen diskrete Bitmuster stehen, ist die Kostenfunktion weder stetig noch differenzierbar.
Wir haben es mit einem kombinatorischen Optimierungsproblem zu tun. Oft ist es nicht leicht
einzuschitzen, ob ein kombinatorisches Optimierungsproblem schwierig oder einfach ist.

Die kombinatorische Optimierung riickkopplungsfreier HPN wurde schon in einer Studie an
Derigs (1995) untersucht. Es konnte gezeigt werden, dafs das vorgestellte Optimierungsproblem
NP-vollstiandig ist. Derigs untersuchte verschiedene Verfahren zur Optimierung solcher Proble-
me, unter anderem Graph-Matching, Graph-Partionierung und Dynamische Programmierung.

Es zeigte sich, dafs diese Verfahren, bei gréfseren HPN-Knoten nicht in endlicher Zeit zu
einer verniinftigen Losung kommen. Da der Suchraum iiberexponentiell mit der Knotengrofe
wichst, sind auch schon relativ kleine Knoten mit wenigen Bit auf diese Weise praktisch nicht
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mehr optimierbar. Ein fiir diese Arbeit entwickelter Branch- and Bound Algorithmus zur Be-
stimmung der Knotentabelle mit der kleinsten kalten Information bestétigte die Ergebnisse von
(Derigs, 1995). Knoten mit bis zu vier Eingangsbit liefen sich innerhalb einer Stunde optimie-
ren, Knoten mit bis zu sechs Eingangsbit innerhalb eines Tages. Aber bei einem Knoten mit
acht Eingangsbit war auch nach mehreren Tagen kaum ein Fortschritt erkennbar, so daf die
Optimierung abgebrochen wurde.

Es gibt nun eine Vielzahl von Algorithmen, die mit ausgefeilten Heuristiken versuchen, in
endlicher Zeit moglichst dicht an das gesuchte Optimum heranzukommen. Diese haben oft den
Nachteil, dafs sie algorithmisch recht komplex sind, wie z. B. der Lin-Kernighan-Algorithmus
(Lin und Kernighan, 1973). Wie wir im néchsten Abschnitt sehen werden, gibt es auch eine
andere Moglichkeit, HPN-Knoten zu optimieren. Zu dem vor allem in der Physik oft genut-
zen Simulated Annealing werden wir in Abschnitt 8.4.3 bei der Optimierung von HPNs mit
Riickkopplungen kommen.

7.2 Stochastische Knoten

Bis jetzt waren die in den Knoten realisierten Funktionen diskrete Abbildungen. Eine bekannte
Moglichkeit, die Schwierigkeiten der kombinatorischen Optimierung zu umgehen, ist den Para-
meterraum zu kontinuisieren (Grotschel und Padberg, 1999). Dadurch wird die Kostenfunktion
oft stetig und differenzierbar, woduch man dem Bereich der kombinatorischen Optimierung ent-
flieht und Optimierungsalgorithmen einsetzen kann, die die Stetigkeit bzw. Differenzierbarkeit
der zu optimierenden Funktion voraussetzen. Diese Idee werden wir nun bei den HPN-Knoten
umsetzen.

7.2.1 Erweiterung der linearen Funktionen im Produktraum

Um den Parameterraum eines HPN-Knotens zu kontinuisieren, setzen wir bei der Matrixdar-
stellung einer Hyperpermutation im Produktraum an. Dort ist eine Hyperpermutation h durch
eine Permutationsmatrix H, realisiert, deren Zeilen- und Spaltensummen gleich eins und deren
Elemente aus B sind.

Wir heben nun die letzte Einschriankung auf und erlauben, dafs die Matrixelemente aus dem
reellen Intervall [0, 1] kommen diirfen, die Zeilen- und Spaltensummenbedingung gilt aber nach
wir vor. Wir erlauben als Darstellung einer Hyperpermutation im Produktraum anstelle von
Permutationsmatrizen nun doppelt stochastische Matrizen.

Wie ist nun eine doppelt stochastische Matrix im Produktraum zu deuten? Dazu rufen wir
uns die Aussage von Satz 3 auf Seite 47 in Erinnerung: In der i-ten Spalte der Matrix Hy, steht
der zum Zustand y; = h(xz;) gehorende Zustandsvektor. Der Zustand y; ist der mit h trans-
formierte Zustand x;. Wir interpretieren nun einen Hyperpermutationsknoten der Dimension d
als einen Satz von 2¢ statistischen Quellen (Q, p;). Der Signalvorrat Q = {eq, ..., €5 _;} aller
Quellen ist identisch und entspricht den 2¢ moglichen Ausgangsmustern des Hyperpermutati-
onsknotens im Produktraum. Die Wahrscheinlichkeitsverteilungen p, der Quellen sind durch
die Spalten der doppelt stochastischen Matrix Hys gegeben, die die stochastische Hyperper-
mutation h® realisiert. Die Ausgangssymbole y sind Zufallsvariablen geworden.

Die beiden ,Betriebsweisen” eines Knotens lassen sich also folgendermafien beschreiben:

Deterministischer Knoten: Ein Eingangsmuster wird vom Knoten mit Hilfe der Funktion ind

in einen Index ¢ umgewandelt. Das an der entsprechenden Stelle der Knotentabelle ste-
hende Ausgangsmuster wird vom Knoten ausgegeben.
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Stochastischer Knoten: Ein Eingangsmuster wird vom Knoten wiederum in einen Index 4
gewandelt. Nun wird entsprechend der Wahrscheinlichkeitsverteilung in der i-ten Spalte
der doppelt stochastischen Matrix H ein Ausgangsmuster ausgegeben. Die Elemente von
H entsprechen also gerade den bedingten Wahrscheinlichkeiten p(y|).

Der deterministische Fall ist im stochastischen Fall enthalten, dann ist namlich die doppelt
stochastische Matrix eine Permutationsmatrix.

Im Parameterraum ergibt sich folgendes Bild: In der Produktdarstellung wird eine Hyper-
permutation H auf d Bit durch eine 2¢ x 2¢ Permutationsmatrix H reprisentiert. Fassen wir
die 2¢-2¢ Elemente der Permutationsmatrix in einem Parametervektor zusammen, entsprechen
die Permutationsmatrizen Punkten in einem 22¢ dimensionalen Parameterraum, wobei sich die
Permutationsmatrizen gerade auf den Ecken des 22¢ dimensionalen Einheitswiirfels befinden.
Es sind nur diejenigen Ecken des Wiirfels erlaubt, die im Produktraum Permutationsmatrizen
entsprechen, d.h. die Zeilen- und Spaltensummen miissen gleich eins und die Matrixelemente
aus B sein. Durch die Erweiterung der Knotenmatrizen auf doppelt stochastische Matrizen er-
weitern wir die Menge der zuldssigen Parametervektoren von den Ecken den Einheitswiirfels auf
das Innere des Einheitswiirfels. Es sind allerdings nur diejenigen Bereiche innerhalb des Ein-
heitswiirfels erlaubt, deren zugeordnete Matrizen die Bedingungen einer doppelt stochastischen
Matrix erfiillen, die Zeilen- und Spaltensummen miissen also gleich eins sein.

7.2.2 Transformation eines Gewichtsvektors mit einem stochastischen Knoten

Bei einem deterministischen Knoten ergibt sich nach Satz 3 auf Seite 47 der transformierte
Zustandsvektor kK = Hy,-x durch Matrixmultiplikation des Zustandsvektors am Knoteneingang
mit der Hyperpermutationsmatrix Hy. Bei einem stochastischen Knoten kénnen dagegen zu
demselben Eingangszustand verschiedene Ausgangszustéinde entstehen, je nachdem, welches
Ausgangssymbol im Inneren des Knotens zufillig ausgewéhlt wurde. Was uns daher interessiert
ist der Erwartungswert (k) des Ausgangszustands.

Satz 7. Sei Hy, mit kK = Hys - x eine stochastische Hyperpermutation eines Knoten v der
Dimension d = dim(v). Dann ist der Erwartungswert (k) des Ausgangszustands bei gegebenem
Eingangszustand €; durch

(I‘&) = Hhs . Ej
gegeben.

Beweis. Der Erwartungswert einer Zufallsvariablen X ist durch (X) = Y. p(X = z;) z; defi-
niert. Fiir unseren Fall bedeutet dies mit dem Eingangsvektor €;:

2d_1 2d_1
(k)= pi(k=€)ei=> [Hyslije
i=0 i=0
= Hhs . 6]'

Der zu dem Eingangsvektor €; gehérende Erwartungswert des Ausgangsvektors ist also gerade
die j-te Spalte der Matrix Hy,. O

Wie sieht der Erwartungswert des Ausgangsvektors aus, wenn wir nicht nur einen Eingangs-
vektor, sondern einen kompletten Gewichtsvektor transformieren wollen? Bei einem determi-
nistischen Knoten ergibt sich nach Satz 4 auf Seite 50 der transformierte Gewichtsvektor w’
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eines Ausgangsbiindels eindeutig aus dem Gewichtsvektor w des Eingangsbiindels und der Hy-
perpermutation des Knotens. Bei einem stochastischen Knoten konnen dagegen zu demselben
Eingangsgewichtsvektor verschiedene Ausgangsgewichtsvektoren entstehen. Uns interessiert da-
her der Erwartungswert (w’) des transformierten Gewichtsvektors.

Satz 8. Gegeben sei der Gewichtsvektor w einer Zustandsfolge. Transformieren wir die Zu-
standsfolge mit der stochastischen Hyperpermutation Hys, so ist der Erwartungswert (w') des
transformierten Gewichitsvektors gegeben durch

(w') = Hps - w .

Beweis. Der transformierte Gewichtsvektor w’ einer Zustandsfolge der Dimension d 14#t sich im
Produktraum als gewichtete Summe der Erwartungswerte der transformierten Leitungsvektoren
(€l) = Hys - €; schreiben,

2d_1 2d_1 2d_1 2d_1
N — ! — . A - H = H e
w) = w; €; ) = w; (€;) = w; Hy - €, = Hy, - w; €;
i=0 i=0 i=0

1=0
:Hh-w.

O

Folgerung 9. Wir erhalten den Erwartungswert des Gewichtsvektors am Knotenausgang aus
dem Gewichtsvektor am Knoteneingang durch die Multiplikation des Gewichtsvektors am Kno-
teneingang mit der Matrix Hys. Wir konnen daher die Auswirkung einer Anderung von Hys
berechnen, ohne erneut die Zustandsfolge auswerten zu miissen. Die Zeit zur Berechnung von
(w') = Hy, - w ist also unabhéngig von der Grofe des Trainingsdatensatzes.

7.2.3 Berechnung der statistischen Grélen

Wie berechnen wir nun die statistischen Gréflen Diversitét, Information und Redundanz bei
einem stochastischen Knoten? Alle diese statistischen Grofsen lassen sich aus ihrer Matrixdar-
stellung gewinnen. Die Matrixdarstellungen sind:

D=w- -w'

R:Zwk-wg
k

I=D-R

Nun sind die Gewichtsvektoren w aus einer Sequenz von Zufallsvektoren entstanden. Diese
Zufallsvektoren sind stochastisch unabhéngig, da sie zu verschiedenen Zeiten generiert worden
sind, pro Zeitschritt wurde ein neuer zufilliger Ausgangszustand des Knotens erzeugt. Daher
gilt fiir den Erwartungswert <w : wT> = (w) - <wT> und somit fiir die statistischen Gréfsen:
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7.2.4 Die Kostenfunktion im Reellen

Die reelle Kostenfunktion unterscheidet sich von der diskreten Kostenfunktion dadurch, daft nun
ein Teil des Parameterraums zugelassen ist, der bei der diskreten Kostenfunktion verboten war,
und zwar das Innere des Einheitswiirfels des Parameterraums. Diese Erweiterung ermdoglicht
es, Verfahren der kontinuierlichen Optimierung auf unser Problem anzuwenden.

Hier tritt nun ein wichtiger Unterschied zwischen den beiden in Abschnitt 7.1 vorgestellen
Kostenfunktionen zu Tage. Die kalte Information wird durch die Kontinuisierung der Parameter
stetig differenzierbar, da sie eine quadratische Form der Parameter ist: I = Sp (I) = w"' - w —
Z;f:_ol wE -wy,. Die iiber eine Kostenmatrix definierte Kostenfunktion werten wir dagegen mit
Hilfe der klassenspezifischen Riickschlufswahrscheinlichkeiten aus. Es wird jeweils zugunsten
derjenigen Klasse entschieden, die die hochste Riickschluffwahrscheinlichkeit hatte. Dies ist
aber eine Maximumentscheidung, die sich sprunghaft in Abhéngigkeit der Parameter dndert.
Eine so definierte Kostenfunktion ist nicht stetig bzw. differenzierbar. Fiir die kontinuierliche
Optimierung ist eine solche Kostenfunktion uninteressant, wenn wir z. B. ein gradientenbasiertes
Optimierungsverfahren einsetzen wollen, da sie trotz der Kontinuitit der Parameter selbst nicht
stetig differenzierbar wird.

Das Ziel einer kontinuierlichen Optimierung mufs sein, eine deterministische Losung zu
finden, die die Kostenfunktion minimiert. Letztendlich soll das Hyperpermutationsnetzwerk
in Hareware implementiert werden, denn dort wollen wir ja gerade die Vorteile eines RAM-
basierten Netzwerks nutzen und ohne Arithmetik auskommen. Der Weg iiber stochastische
Knoten ist also nur zur Optimierung ,erlaubt®.

Eine stochastische Losung lafst sich in eine deterministische Losung umwandeln, indem man
in jeder Spalte der doppelt stochastischen Matrix die vorhandene Wahrscheinlichkeitsverteilung
durch diejenige Wahrscheinlichkeitsverteilung ersetzt, die das haufigste Ausgangssymbol mit der
Wahrscheinlichkeit p = 1 emittiert. War die stochastische Losung in der Nahe einer determini-
stischen Losung, dndert sich die Kostenfunktion durch diese Mafsnahme wegen ihrer Stetigkeit
nur wenig.

7.2.5 Die Nettoinformation

Wir wollen nun zusétzlich erreichen, daf der Zustandsraum am Ausgang eines Knotens mog-
lichst effizient genutzt wird. Dazu miissen wir neben der Maximierung der heifsen Information
auch noch die heiffe Redundanz minimieren. Um sich das klarzumachen, betrachten wir in Ab-
bildung 7.1 die beiden Statistiken zweier fiktiver Knoten, von denen drei Ausgangszustinde
genutzt werden.

‘ Knoten A H Klasse 0 ‘ Klasse 1 ‘ ‘ Knoten B H Klasse 0 ‘ Klasse 1 ‘
Zustand 0 1 0 Zustand 0 || ni + ng 0
Zustand 1 0 79 Zustand 1 0 9
Zustand 2 73 0 Zustand 2 0 0

Abbildung 7.1: Statistiken zweier Drei-Zustands-Knoten. Die Gesamtzahl der Daten ist n; + ns + ns.
Knoten A verwendet Endzustand 2, Knoten B verwendet Endzustand 2 dagegen nicht.

Beide Knoten sind im Sinne der heifsen Information gleich gut, wie die folgende kurze
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Rechnung zeigt:
Ih(A) = Dh(A) — Rh(A) =2 (nlng + ning + ’ngng) —2n1n3

= 2(ning + nong) = 2(ny + n3z) na
(7.2)
I,(B) = Dy(B) — Ru(B) = 2 (ny +n3)ns — 0
=2 (n1 +n3)n2 = In(A)

Der Knoten B benutzt aber den Endzustand 2 nicht, er geht also mit dem zur Verfiigung
stehenden Platz im Zustandsraum effizienter um. Dies driickt sich quantitativ darin aus, dafs
die heife Redundanz der beiden Knoten nicht gleich ist: Ry(A) = 2ning > Ry(B) = 0. Je
grofer bei gleicher heifter Information die heifse Redundanz ist, um so verschwenderischer geht
der Knoten mit dem Platz im Zustandsraum um.

Um die effiziente Nutzung des Zustandsraums zu belohnen, wéihlen wir eine Giitefunktion
G(H), die die heife Information I}, positiv und die heife Redundanz Ry, gewichtet mit einem
Faktor ¥’ > 0, negativ bewertet:

GH)=1, -k -Ry=Dy,— Ry, — k- Ry
=Dy~ (1+k)Ry =Dy —k- Ry (7.3)
N——
k

Wir mochten, daft die Giitefunktion null ist, wenn die Riickschlufwahrscheinlichkeiten auf die
verschiedenen Klassen in allen Zustdnden gleich sind. Dann &ndert sich n&mlich durch die
Kenntnis des Endzustandes nichts, und wir konnten uns genauso gut & priori fiir die Klasse mit
der hochsten Riickschluftwahrscheinlichkeit entscheiden. In dieser Situation ist die Giitefunktion
null, wenn wir fiir die Konstante k& den Quotienten k = D;/R; wihlen (Beweis siche Anhang
A3 auf Seite 183). Die erhaltene Giitefunktion nennen wir Nettoinformation I, (Oberlander):

In=Dy— ='Ry (7.4)

7.2.6 Gleichungs und Ungleichungsnebenbedingungen

Bei diskreten Knoten war es klar, daft wir es in den Knotentabellen mit Bitstrings und im
Produktraum mit Permutationsmatrizen zu tun haben. Gehen wir nun zur kontinuierlichen
Optimierung iiber, miissen wir beriicksichtigen, daf unsere Parameter bestimmten Randbedin-
gungen unterliegen. Die zu optimierenden Parameter sind die Elemente h;; der Hyperpermutati-
onsmatrix H im Produktraum. Die Spalten dieser Matrix sind Wahrscheinlichkeitsverteilungen,
was zwei Sétze von Nebenbedingungen festlegt. Aufserdem soll die Matrix bei einer Gleichver-
teilung am Knoteneingang keine Ausgangssymbole am Knotenausgang bevorzugen. Zusammen
erhalten wir:

1. Da es sich bei einer Spalte von H um eine Wahrscheinlichkeitsverteilung handelt, miissen
alle Spaltensummen gleich eins sein:

Y Hy=1; jel0,2—1]
2. Aus demselben Grund miissen alle Elemente von H die Ungleichungen

Hz]ZO und Hz]él
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erfiillen. Wie wir sehen, ergibt sich aus H;; > 0 und den Nebenbedingungen aus 1., daf
H;; < 1. Diese Nebenbedingungen miissen also nicht explizit beriicksichtigt werden.

3. Alle Ausgangsmuster sollen bei einer Gleichverteilung am Knoteneingang im Mittel am
Knotenausgang gleich haufig vorkommen (wie bei einer Permutationsmatrix), was fiir die
Zeilensummen

> Hy=1; ie[0,27—1]

bedeutet. Optimieren wir nicht nur H, sondern gleich die 24" % 24 Matrix H = & - H,
andert sich diese Nebenbedingung durch die Projektion auf 2¢ Ausgangsbit:

2¢ 1
Yo Hj=2"";  iefo,2? 1]
j=0

Es gibt nun zwei Mdéglichkeiten, dieses Optimierungsproblem zu l6sen. Man kann versuchen,
die Losungen analytisch zu bestimmen. Da dies in der Praxis meist nicht mdglich ist, gehen
wir auf die analytische Optimierung nur sehr kurz ein. Die andere Mdoglichkeit ist, numerische
Verfahren zur Optimierung einzusetzen. Diese Verfahren ndhern sich der optimalen Losung
meistens iterativ an.

7.2.7 Analytische kontinuierliche Optimierung

Nachdem die Kostenfunktion nun im Reellen definiert ist, kann das Optimum im Prinzip auf
analytischem Wege gefunden werden (Ubersicht in Papageorgiou, 1991). Wir skizzieren hier
nur sehr kurz, wie man prinzipiell vorgeht. Fiir die Praxis ist in unserem Fall die analyti-
sche Optimierung allerdings nicht geeignet, weswegen weitere Ausfilhrungen zur analytischen
Optimierung mit Nebenbedingungen in den Anhang A.4 auf Seite 185 ausgelagert wurden.

Technisch gesprochen haben wir es hier mit einem sogenannten statischen Optimierungs-
problem einer Funktion F' mehrerer Variabler unter Gleichungs- und Ungleichungsnebenbedin-
gungen zu tun. Notwenige Bedingung fiir ein Minimum ist, daf der Gradient der Funktion
verschwindet. Wegen der Nebenbedingungen miissen wir aber nicht den Gradient von F selbst
sondern von

L{@, A p) = f(@) + AT e(2) + 1" h(z)

auswerten. Dabei ist A der Vektor der Lagrange-Multiplikatoren, ¢(x) sind die Gleichungsne-
benbedingungen in Form eines Vektors, p ist der Vektor der Kuhn-Tucker-Multiplikatoren und
h(zx) sind die Ungleichungsnebenbedingungen in Form eines Vektors. Nun miissen mit Hilfe der
notwendigen Bedingungen mogliche Kandidaten fiir ein Minimum bestimmt werden und dann
mit den hinreichenden Bedingungen die Kandidaten ausgesucht werden, die tatséchlich ein Mi-
nimum sind. Wie in Anhang A.4 beschrieben, ist dieser Prozef fiir eine Funktion mit vielen
Variablen und Nebenbedingungen sehr aufwendig und fiir unser Problem nicht praktikabel.

7.3 Numerische kontinuierliche Optimierung

Die numerische Minimierung bzw. Maximierung reeller Funktionen ist ein eigensténdiges For-
schungsgebiet mit etlichen Spezialgebieten (siehe Papageorgiou, 1991; Nemhauser et al., 1989).
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Meistens versteht man unter ,Minimierung einer Funktion“ das Finden eines lokalen Mini-
mums der Funktion. Obwohl oft eigentlich das globale Minimum einer Funktion gesucht ist,
versucht man meistens, das Optimierungsziel mit der Suche nach einem lokalen Minimum zu
erreichen, da es bei komplexeren Optimierungsproblemen selten einen praktikablen globalen
Minimierungsalgorithmus gibt.

Die hier vorgestellten Verfahren kombinieren jeweils eine Richtungswahl mit einer Linien-
minimierung. Das heifst, im Parameterraum wird erst eine Richtung ausgewéhlt, dann wird in
der gewihlten Richtung eine eindimensionale Minimierung durchgefiihrt:

1. Wihle einen Startpunkt a2y und setze 1 = 0.
2. Bestimme eine Suchrichtung (Abstiegsrichtung) s;.

3. Berechne die skalare Schrittweite «; mittels einer Linienminimierungs, d.h. durch Losen
des Minimierungsproblems

ggr(l] (¢ + a; 8;) .

Setze dann x;41 = x; + o, ;.
4. Wenn ein Abbruchkriterium erfiillt ist, stoppe, sonst setze ¢ = i + 1 und gehe nach 2.

Bei der numerischen Optimierung kontinuierlicher Kostenfunktionen unterscheidet man
hauptséchlich zwei Varianten. Zum einen gibt es gradientenbasierte Verfahren, die bei jedem
Minimierungsschritt zur Bestimmung der Abstiegsrichtung den Gradienten der n-dimensionalen
Kostenfunktion benétigen. Zum anderen werden Verfahren verwendet, die wihrend der Mini-
mierung auf die Berechnung des Gradienten ganz verzichten (siehe Abschnitt 8.4 auf Seite
112).

7.3.1 Gradientenbasierte Verfahren

Hat das Minimierungsproblem keine Nebenbedingungen, ist die Bestimmung einer Suchrichtung
relativ einfach: Die Suchrichtung s; und der Gradient g, := g(x;) der Funktion miissen einen
stumpfen Winkel bilden, damit s; tatséichlich eine Abstiegsrichtung ist. Es muf also s;Tg; < 0
gelten.

Zur tatséchlichen Wahl der Suchrichtung gibt es verschiedene Verfahren, oft wird der so-
genannte steilste Abstieg oder auch Gradientenabstieq verwendet. Hier wird die Suchrichtung
durch s; = —g; festgelegt. Diese Wahl fiihrt relativ schnell in die Ndhe eines lokalen Mi-
nimums, konvergiert dann aber recht langsam. Des weiteren werden Newton- Verfahren und
Quasi-Newton- Verfahren verwendet, die in der Nahe eines lokalen Minimums relativ schnell
konvergieren, dafiir nicht so schnell in die Ndhe eines Minimums kommen.

Ein nicht zu vernachldssigender Punkt ist der fiir den Gradienten bendétigte Rechenauf-
wand, der wegen g; = (f(x + Ax;) — f(x — Az;))/26; bei n Dimensionen 2n Funktionsaufrufe
erfordert. Kann man den Gradienten analytisch berechnen, kommt man teilweise auch mit we-
niger Rechenaufwand zum Ziel, fiir grofe n ist aber auch die analytische Gradientenberechnung
aufwendig.

7.3.1.1 Der reduzierte Gradient

Kommen nun wie in unserem Fall Gleichungs- und Ungleichungsnebenbedingungen dazu, sind
nicht mehr alle mdglichen Suchrichtungen auch zuldssige Suchrichtungen. Die Gleichungsbe-
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dingungen verringern die Dimension des Suchraums, es ist nur noch ein Unterraum des n-
dimensionalen Parameterraums zugelassen. Die Ungleichungsbedingungen schrinken den zu-
léssigen Bereich innerhalb des Unterraums weiter ein. Um diese Einschrankungen bei der Mi-
nimierung zu beriicksichtigen, kénnen wir sowohl bei der zu minimierenden Funktion selbst als
auch bei der Wahl der zulédssigen Suchrichtung ansetzen.

Im ersten Fall dndert man die Funktion durch die Addition eines sogenannten Strafterms
so ab, daf die Funktion an nicht zuldssigen Punkten des Suchraums extrem hohe Werte an-
nimmt und dort kein Minimum gefunden wird. Der Strafterm bewertet die Abweichung eines
Punktes im Parameterraum von den Randbedingungen. Die Methode der Straffunktion be-
sticht durch ihre prinzipielle Einfachheit, allerdings hat sie in der numerischen Praxis auch ihre
Schwierigkeiten. Zum Beispiel mufs ein quadratischer Strafterm nahe des Minimums sehr stark
gewichtet werden, was zur Folge haben kann, daf die Hesse-Matrix der Funktion mit Strafterm
fast singulér wird. Wéhlt man dagegen als Strafterm den Absolutbetrag der Abweichung von
den Nebenbedingungen, fillt das Problem der fast singuldren Hesse-Matrix weg. Dafiir ist aber
die Funktion mit Strafterm nun auch im Minimum der Funktion nicht mehr differenzierbar
(sieche Nemhauser et al., 1989, Seite 181 ff.).

Wir gehen hier den zweiten Weg und lassen nur noch Richtungen im Suchraum zu, die
in den zuldssigen Unterraum ,hineinzeigen“. Die Gleichungsbedingungen werden dazu in den
Gradienten integriert, der dann reduzierter Gradient genannt wird. Hat man eine zuléssige
Suchrichtung ausgewidhlt, mufs man bei der anschliefenden Linienminimierung nur noch die
Einhaltung der Ungleichungsbedingungen beriicksichtigen. Es gibt ausgefeilte Programmpake-
te, die die Minimierung einer Funktion und Gleichungs- und Ungleichungsnebenbedingungen
beherrschen.

7.3.1.2 Der Gradient der Kostenfunktion

Um ein gradientenbasiertes Verfahren zu verwenden, ist es vorteilhaft, wenn der Gradient der
Funktion nicht numerisch ermittelt werden muf, sondern analytisch zur Verfiigung gestellt wird.
Dazu berechnen wir den Gradient unserer Kostenfunktion, der kalten Information.

Um die Berechnung numerisch effizient zu gestalten, bauen wir die r x ¢ — Hyperpermuta-
tionsmatrix H aus r Zeilenvektoren siT der Lange c auf:

Dann 1aft sich die kalte Information Iy als

Ic=Sp(HI.H") =) sl Is
i

schreiben. Nun gilt fiir eine Matrix A und einen Vektor x

TAa
O Az _ i AT
ox
Damit ist der Gradient von Iy bzgl. s;
iszzisTIks~:Z2Iks'6~:2Iks' (7.5)
aS]' : 8sj ¢ ¢ - 77 J .
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da Iy symmetrisch ist. Bei der Berechnung von I kénnen wir wegen (7.5) den Gradiententerm
%Ik = 2 Iy sj wiederverwenden, um so die Rechnung effizient durchzufiihren.

1
Ik:ZS;IIkSi:§ZS?83iIk.
i i

7.3.1.3 Numerische Minimierung mit dem Programmpaket MINOS

Um die Leistungsfahigkeit eines klassischen gradientenbasierten Minimierungsverfahren fiir un-
ser Minimierungsproblem zu testen, wurde das Programmpaket MINOS (Murtagh und Saun-
ders, 1995) zu Hilfe genommen. MINOS stellt eine méchtige Fortran-Bibliothek zur Verfiigung,
um Minimierungsprobleme mit Gleichungs- und Ungleichungsnebenbedingungen zu 16sen. Um
die Minimierung durchzufiihren, wird MINOS sowohl die Kostenfunktion und ihr Gradient als
auch die Nebenbedingungen aus Abschnitt 7.2.6 als Fortran-Code iibergeben. MINOS iiber-
nimmt dann vollsténdig die weitere Minimierung.

Wie gut ist MINOS in unserem speziellen Fall? Wie zu erwarten war, findet MINOS Minima
der Kostenfunktion mit hoher Zuverlissigkeit und Genauigkeit. MINOS findet aber prinzipbe-
dingt nur lokale Minima. Da die Kostenfunktion lokale Minima enthilt, terminierte MINOS
teilweise schon, bevor das globale Minimum erreicht wurde. Die Minimierung mit MINOS hat-
te auch den Nachteil, daf sie wegen der verwendeten aufwendigen Algorithmen lange dauert
(Stunden). Wie wir gleich sehen werden, gibt es eine auf unser Optimierungsproblem zuge-
schnittene um Gréfenordnungen schnellere Alternative, die Minima genauso zuverléssig findet.
Da auflerdem bei riickgekoppelten HPN lokale Minima verstarkt auftreten, wurde die Minimie-
rung mit gradientenbasierten Minimierungsverfahren und die Minimierung mit MINOS nicht
weiter verfolgt.

7.3.2 Der PAP-Algorithmus

Der PAP-Algorithmus (PAP steht fiir ,probabilistic augmenting path“) von Oberlénder ist
ein Verfahren, um das eben besprochene Minimierungsproblem fiir riickkopplungsfreie HPNs
elegant und vor allem schnell zu 16sen. Wir werden hier die Grundideen des PAP-Algorithmus
vorstellen, auf denen die Erweiterung des Algorithmus auf riickgekoppelte HPN in Abschnitt
8.3 beruht. Eine detaillierte Beschreibung des PAP-Algorithmus befindet sich in Oberldnder
(1997).

Rekapitulieren wir nochmal kurz das zu 16sende Optimierungsproblem: Wir wollen die Ele-
mente einer n x m-Matrix H finden, die unsere Kostenfunktion minimieren. Dabei gelten die
Nebenbedingungen aus Abschnitt 7.2.6. Die Hauptschwierigkeit ist, die Nebenbedingungen in
ein allgemeines Minimierungsverfahren effizient einzubinden.

In Abschnitt 7.3 haben wir vorgestellt, welche Struktur ein typischer mehrdimensionaler
Minimierungsalgorithmus, der Linienminimierungen einsetzt, hat. Der PAP-Algorithmus hat
nun die gleiche Grundstruktur, er setzt aber an entscheidenden Stellen das Wissen {iber unser
spezielles Minimierungsproblem ein. Wir gehen nun den PAP-Algorithmus Schritt fiir Schritt
durch:

1. Wihle einen Startpunkt H und setze i = 0:
Ein Punkt im Parameterraum ist in unserem Fall eine n x m-Matrix H, der Parame-
terraum hat damit n - m Dimensionen. Jede Matrix H, die die Nebenbedingungen aus
Abschnitt 7.2.6 erfiillt, nennen wir zuldssig und kann als Startpunkt gewdhlt werden. Um
aber nicht schon zu Beginn der Optimierung irgendwelche stochastischen Matrizen vor
anderen zu bevorzugen, ist es zweckmifig, als Startmatrix die Matrix [Hl;; = 1/n zu
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wihlen. Diese Matrix hat in jeder Spalte als Wahrscheinlichkeitsverteilung die Gleichver-
teilung.

. Bestimme eine Suchrichtung (Abstiegsrichtung) M,:

In unserem Fall wird die Suchrichtung nicht durch einen Vektor, sondern durch eine Ma-
trix M; bestimmt. Diese Matrix mufs so beschaffen sein, daf die bei der nachfolgenden
Linienminimierung ausgewerteten Punkte H; + «; M; zulissig sind. Da aber nach Vor-
aussetzung H; zuléssig ist, ist H;+ o; M; genau dann zuléssig, falls M, die Zeilen-
und Spaltensummen Null hat. Dann sind némlich die Zeilen- und Spaltensummen von
H;+a; M;und H; gleich. Eine einfache Klasse von Matrizen, die diese Bedingung erfiillt,
sieht folgendermafien aus:

Alle bis auf vier Elemente dieser Matrizen sind Null. Die vier Elemente 1 bzw. —1 sind so
angeordnet, daft die Zeilen- und Spaltensummen Null sind. Jeder dieser Matrizen kommt
also fiir uns als Suchrichtung in Frage.

Welche Matrix wahlt man aber nun bei einer Iteration als nichste Suchrichtung? Wir
konnten versuchen, &hnlich dem reduzierten Gradienten, diejenige Matrix M ; zu finden,
die die grofite Verringerung der Kostenfunktion verspricht. Ebenso kénnten wir alle mog-
lichen Matrizen M, systematisch generieren. Wir machen es uns so einfach wie moglich
und wéhlen bei jeder Iteration aus der Menge der moglichen Matrizen eine zuféllig aus.
Diese sogenannte stochastische Richtungswahl hat neben dem fast verschwindenden Re-
chenaufwand den Vorteil, daf sie prinzipiell in der Lage ist, lokalen Minima zu entkommen
(siehe Abschnitt 8.4.2.1) und keine systematische Bevorzugung bestimmter Matrizen M,
verursacht.

. Berechne die skalare Schrittweite «; mittels einer Linienminimierung, d.h. durch Losen

des Minimierungsproblems
min f(H; + a; M;) .

Setze dann EIH—I = I:Il + a; M;:

Zuniichst miissen wir beriicksichtigen, daf kein Element von H;; das Intervall [0, 1] ver-
lassen darf. Daraus resultiert fiir o, dafs die a-Werte innerhalb eines zuléssigen Intervalls
« € [min, Omax] liegen miissen.

Um die Linienminimierung zu I6sen miissen wir wissen, wie sich die Kostenfunktion f in
Abhéngigkeit von a #@ndert. Die transformierte kalte Information I} am Ausgang eines
Knotens ist nach Gleichung (7.1) auf Seite 88

L(I'y =Sp (I') = Sp (EIIEIT> .
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Die Anderung AT (a) der kalten Information in Abhéngigkeit von a wird damit:
AT} (e) = T(a) - 1,(0)
= Sp (M + o M) I (H; + a; M)") = Sp (H THY)
= Sp (a; M; Ta; MT) — Sp (2 ;i M, Iﬂ?)

=02 Sp (M, I M) —20a;Sp (Mi II_IiT)

AT () ist also eine quadratische Funktion in «, wir kénnen sie uns als Parabel vorstellen.
Das Minimum der Parabel und damit das optimale « lafst sich nun leicht berechnen:

a) Die Parabel ist nach oben gedffnet: Der Scheitel und damit das Minimum der Parabel
ist an der Stelle

Sp (Mi IIEI?)
Sp(M; IMY)’

Qopt =

Liegt der Scheitel der Parabel aber nicht im zuléssigen Intervall, copt ¢ [@min, max],
gehen wir zu Punkt b).

b) Die Parabel ist nach unten gedffnet oder der Scheitel der Parabel liegt nicht im
zuldssigen Intervall: Wir berechnen AT} (amin) und AT} (tmax) und wéhlen

Qopt = min Al (a) .

Qmin,®max
4. Wenn ein Abbruchkriterium erfiillt ist, stoppe, sonst setze i = 4 + 1 und gehe nach 2.

Die Struktur des PAP-Algorithmus gleicht also einem typischen mehrdimensionalen Minimie-
rungsalgorithmus, wobei aber bei der Richtungswahl und der Linienminimierung das konkrete
Wissen iiber unser spezielles Minimierungsproblem eingeflossen ist.

Es wurden verschiedene Optimierungen mit zufélligen Fingangsstatistiken und verschiede-
nen Knotendimensionen durchgefiihrt. Dabei wurde der PAP-Algorithmus mit dem klassischen
,General Purpose Solver* MINOS verglichen. Bei sehr kleinen Knotendimensionen von zwei
oder drei Bit brauchte MINOS zwar schon deutlich linger als der PAP-Algorithmus, konnte
die Knoten aber immerhin in wenigen Minuten optimieren. Sobald man aber zu praxisrelevan-
ten Knotengrdfsen von acht Bit {iberging, wurde der Abstand zwischen den beiden Verfahren
sehr groft. Es zeigte sich, daf die Rechenzeit des PAP-Algorithmus pro 8-Bit-Knoten durchweg
zwischen 10 und 20 Sekunden betrug, MINOS brauchte pro 8-Bit-Knoten dagegen jeweils meh-
rere Stunden. Dazu kommt, dafs MINOS einem lokalen Minimum nicht entkommen kann und
deshalb ab und zu in einem lokalen Minimum terminierte. Der PAP-Algorithmus hat durch
die stochastische Richtungswahl kaum Probleme mit lokalen Minima und terminiert nur sehr
selten in einem lokalen Minimum (seltener als in einem Prozent der Fille). Wenn MINOS nicht
in einem lokalen Minimum terminierte, unterschieden sich die Werte der beiden Algorithmen
fiir die Kostenfunktion nur im Promillebereich.
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8 Ein Knoten mit Riickkopplungen

Im Gegensatz zum vorherigen Kapitel sind an einem Knoten nun riickgekoppelte Leitungen
erlaubt. Zunichst betrachten wir nur riickgekoppelte Leitungen an einem Knoten, d.h. ein Teil
der Ausgangsleitungen eines Knotens gehen wieder zum Eingang des Knotens zuriick.

8.1 Auswirkung der Riickkopplungen

Durch die Einfiihrung von Riickkopplungen bekommt ein Netzwerk eine neue Qualitét, die
es ohne Riickkopplungen nicht hat. Dies gilt fiir Funktionennetze im allgemeinen, nicht nur
fiir HPNs. Obwohl auch ein vorwértsgerichtetes HPN ein dynamisches System ist, konnten
wir es als eine zeitunabhdngige Funktion betrachten, die einen Eingangsbitstring auf einen
Ausgangsbitstring abbildet. Wegen der Riickkopplungen kénnen wir auf die Zeit als Parameter
nicht mehr verzichten, weshalb wir ein HPN wieder als ,echtes” dynamisches System betrachten.
Die Abbildung der Eingangsmuster auf die Ausgangsmuster wird ein dynamischer Prozef, so wie
er in Definition 10 auf Seite 37 eingefithrt wurde. Am Eingang eines riickgekoppelten HPN liegt
jetzt eine zeitliche Folge von Bitstrings an und pro Arbeitstakt des HPN kommt ein Bitstring
am Ausgang heraus. Veranschaulichen kénnen wir uns die Arbeitsweise eines riickgekoppelten
Knotens, wenn wir seine zeitliche Abwicklung betrachten, siche Abbildung 8.1.

— AN N N N N -

]

Abbildung 8.1: Zeitliche Abwicklung eines riickgekoppelten HPN-Knotens. Anstelle eines riickgekop-
pelten Knotens (links) kénnen wir uns auch eine Folge von vorwértsgerichteten Knoten
ohne Riickkopplungen vorstellen (rechts). Am Knoten 0 liegen die Eingangsdaten des
Zeitschritts 0 an und die Ausgangsdaten des Zeitschritt 1. Am Knoten 1 liegen die
Eingangsdaten des Zeitschritts 1 an und die Ausgangsdaten des Zeitschritt 2 usw.

Die Aufgabe eines riickgekoppelten HPNs, auch RHPN abgekiirzt, ist also, zeitliche Strome
von Daten zu verarbeiten. Dies kénnen Mefiwerte sein, die tétséchlich zeitlich gesehen nachein-
ander anfallen. Ebenso kann es aber auch sinnvoll sein, rdumliche Muster in zeitliche Muster
umzuwandeln und diese dann seriell zu verarbeiten. Dadurch 145t sich ein Netzwerk u. U. kom-
pakter realisieren.

Ein Knoten, der im Zeitschritt ¢ den Wert seiner Riickkopplungsleitungen setzt, kann diesen
Wert im Zeitschritt ¢+ 1 an seinem Eingang wieder einlesen. Die Riickkopplungsleitungen eines
Knotens stellen also einen Speicher dar, der gerade soviele Bit Speicherplatz hat wie der Knoten
Riickkopplungsleitungen hat. Daher kénnen wir dem Knoten einen zeitabhingigen Zustand »
zuordnen, der bei r Riickkopplungsleitungen 2" verschiedene Werte annehmen kann. Durch die
Zahl der Riickkopplungen kann man die Grofe des internen Speichers eines RHPN festlegen,
und zwar unabhingig von der Lénge der Eingangsbitstrings. Ist der interne Speicher fiir eine
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gestellte Aufgabe zu klein, wird das RHPN diese Aufgabe nicht 16sen kénnen. Die Zahl der
optimierenden Parameter 14t sich daher durch die Zahl der Riickkopplungen steuern.

8.1.1 Integration der Information in den Riickkopplungen

Wie konnen wir die Riickkopplungen eines Knotens nutzen, um bestimmte Aufgaben effektiver
als ohne Riickkopplungen zu l6sen? Nehmen wir dazu ein Standardproblem aus der Musterer-
kennung, das Erlernen der PARITY-Funktion. Das Netz soll unterscheiden kénnen, ob die Zahl
der Einsen in einem Bitstring gerade oder ungerade ist. Haben wir ein Bitstring der Lénge n,
brauchen wir ein vorwirtsgerichtetes Netzwerk mit mindestens n Eingéngen, um jedes Bit des
Eingangsbitstrings zu erfassen. Die Gréfse des Netzwerkeingangs wéchst zwar nur linear mit n,
bei grofem n (z.B. n = 1000) wird das Netz trotzdem sehr grof.

Die Verhiltnisse sind ganz anders, wenn das Netz einen Speicher hat und sich etwas merken
kann. Im konkreten Fall des PARITY-Problems kann man den Bitstring ndmlich auch seriell ab-
arbeiten und muf sich nur merken, ob die Zahl der bisher im Bitstring gesehenen Einsen gerade
oder ungerade war. Jedesmal, wenn wieder eine Eins vorbeikommt, mufs man das ,Merkbit“ in-
vertieren. Diese Verarbeitung hat nicht nur den Vorteil, daft nun ein einzelner Knoten mit nur
einer Riickkopplungsleitung das Problem 16sen kann. Es gibt auch keine Léngenbeschrankung
fiir den Eingangsbitstring mehr. Die zu bearbeitenden Eingangsbitstrings kénnen verschieden
lang und n beliebig grof sein, ohne dafs man den Knoten oder seinen Tabelleninhalt dafiir dn-
dern miifste. Wie man das XOR-Problem, dafs ja das PARITY-Problem fiir n = 2 ist, trainiert,
sehen wir in Abschnitt 10 auf Seite 131.

Der entscheidende Punkt ist also, dafs die Information, die der Knoten bis zu einem be-
stimmten Zeitpunkt aus den Daten erhalten hat, in den Riickkopplungen steckt. Wir konnen
uns die Riickkopplungen wie ein Sieb vorstellen, das die in den Daten steckende Information
heraussiebt und zeitlich integriert.

8.1.2 Endliche Automaten

Ein einzelner HPN-Knoten mit Riickkopplungen 1dft sich auch als endlicher Automat inter-
pretieren. Ein riickgekoppelter Knoten der Dimension d mit r riickgekoppelten und d — r Ein-
bzw. Ausgangsleitungen ldt sich direkt auf einen endlichen Automaten abbilden. Dieser Au-
tomat hat ein Ein- bzw. Ausgabealphabet aus B*" und 2" interne Zustinde. Die Ubergangs-
und Ausgabefunktion des Automaten lassen sich direkt aus der Tabelle des riickgekoppelten
Knotens konstruieren. Der Automat, der einem riickgekoppelten Knoten &quivalent ist, wird
durch den Knoten implizit realisiert.

Ebenso léfst sich ein Netzwerk mehrerer riickgekoppelter Knoten als Automatennetz inter-
pretieren, solange die Riickkopplungen auf die einzelnen Knoten beschrinkt sind. Bei einem
RHPN konnen wir Riickkopplungen aber auch zwischen beliebigen Knoten einfiigen, so daft der
gesamte Zustandsraum des Netzes nicht mehr in die Unterrdume der einzelnen Knoten zerfillt.
In diesem Fall wiirde man den Gesamtzustandsraum des Automaten als Graph beschreiben,
der fiir mehr als 10000 Zustédnde unhandlich wird. Fiir die globale Optimierung eines RHPN
macht dies keinen Unterschied, da wir mit dem gesamten Zustandsraum nicht explizit in Be-
rithrung kommen. Wollten wir dagegen den entprechenden Automaten explizit beschreiben, ist
dies aufwendiger, da die Zahl der Zustdnde im gesamten Zustandsraum schnell wéchst. Bei
einem kleinen RHPN, z. B. mit sieben Knoten und zwei Riickkopplungen pro Knoten hat der
gesamte Zustandsraum schon 272 = 16384 Zustinde.
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8.2 Die Kostenfunktion

Durch die Einfiihrung von Riickkopplungen &ndert sich die Struktur der Kostenfunktion erheb-
lich.

8.2.1 Die zeitliche Dynamik mit Riickkopplungen
Zur Erinnerung vergegenwirtigen wir uns noch einmal die Dynamik eines Knotens im Kompo-
nentenraum. Die Zeitentwicklungsgleichung eines HPN ist (aus Definition 9 auf Seite 36):
t>0
e = out(v, k)
24 (t) = Zin(v,) (t) = Oko(in(va ’L)a t)
veV; k,i=0,...,dim(v) — 1

Fiir einen einzelnen Knoten, der gar nicht ,weif“, daft sein Eingang an seinem eigenen Ausgang
angeschlossen ist, bedeutet dies:

ze(t+1) = [hy(2()]  mit

1. Fasse die Eingangsleitungen i, ;) (t) in dem Bitstring 2 () zusammen.
2. Schlage z(t) in der Knotentabelle h, nach.

3. Schreibe das Ergebnis h,(z(¢)) auf die Ausgangsleitungen und gehe zu 1.
Die Operationen 1.-3. lassen sich sehr leicht auf einem Digitalcomputer implementieren:

1. Interpretiere den Bitstring z(¢) als ganze positive Zahl und diese Zahl als Index.
2. Schlage im RAM an der durch den ,Index* definierten Stelle den Tabelleninhalt nach.

3. Interpretiere den Tabelleninhalt als Bitmuster und schreibe es auf die Ausgangsleitungen.

Stellen wir also die zeitliche Dynamik des RHPN im diskreten Komponentenraum dar, brau-
chen wir einen Optimierungsalgorithmus, z. B. Simulated Annealing, der mit einem diskreten
Parameterraum umgehen kann.

Die Dynamik eines Knotens im Produktraum sieht dagegen nach Gleichung 4.18 auf Seite
D) so0 aus:

0
x;(t+1)=%®; H- & x;®) (8.1)
j=m+k—1

Hier sind die Schritte 1.-3.:

1. Fasse die Leitungsvektoren x;(t) der Eingangsleitungen durch Kronecker-Multiplikation
zusammen.

2. Berechne den transformierten Zustandsvektor durch Matrixmultiplikation

3. Projiziere das Ergebnis mit einer Matrixmultiplikation auf die Ausgangsleitungen und
gehe zu 1.

Die Schritte 1.-3. werden bei jedem Zeitschritt durchgefiihrt, wodurch die riickgekoppelten Lei-
tungen immer wieder mit der Matrix H multipliziert werden. Bei einem geschlossenen riickge-
koppelten Knoten ist der Zustandsvektor der riickgekoppelten Leitungen x,(t) zum Zeitschritt
t gerade x,(t) = H" - x,(0). Die Komponenten von X, (t) sind Polynome aus den Elementen
von H | deren Grad mit jedem Zeitschritt um eins wéchst. Dies und die Matrixmultiplikationen
ist der ,,Preis“, den man zahlt, um die Optimierung eines RHPN mit kontinuierlichen Optimie-
rungsmethoden durchfiihren zu koénnen.
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8.2.2 Berechnung der Verbundstatistik mehrerer Leitungsbiindel

Ein Knoten mit Riickkopplungen hat an seinem Eingang zwei ankommende Leitungsbiindel,
nicht nur eins wie bisher. Nehmen wir nun an, wie miifsten N Leitungsbiindel miteinander
kombinieren. Die Gewichtsvektoren der Leitungsbiindel seinen w;. Normieren wir die Gewichts-
vektoren mit der Zahl der jeweils aufgetretenen Muster n, erhalten wir die erwartungstreuen
Schétzungen der Symbolwahrscheinlichkeiten:

p; = w;/n

[p;]; ist die Wahrscheinlichkeit, daf auf Biindel i das Muster j auftritt. Wie wir jetzt die
Verbundwahrscheinlichkeit eines aus den N Biindeln zusammengesetzten neuen Biindels & be-
rechnen, sagt uns

Satz 9. Seien p; die Symbolwahrscheinlichkeitsverteilungen von N statistisch unabhdingigen
Leitungsbindeln x; und sei  das zusammengesetzte Biindel x = (x¢,...,2xN_1). Dann sind
die Symbolwahrscheinlichkeiten des Biindels & gegeben durch

Beweis. Jedes Symbol auf dem Biindel « setzt sich aus einer Kombination der N Symbole der
Biindel «; zusammen. Nach Voraussetzung sind die einzelnen Wahrscheinlichkeitsverteilungen
p; statistisch unabhingig. Daher ist die Wahrscheinlichkeit, das Symbol (yg,...,yx_1) auf
dem Biindel & zu beobachten,

0 0
p(yg, cee ,nyl) = H p((l?i = yi) = H [pz']ind(yi) .

i=N-1 i=N—-1

Wir miissen aus jeder Wahrscheinlichkeitsverteilung p; die zum Symbol y, gehérende Kompo-
nente ind(y;) auswihlen und erhalten so die richtige Wahrscheinlichkeit. Nun ist nach Definition
16 auf Seite 44 der Zustandsvektor x eines Leitungsbiindels x = (xg,---,Xn_1) im Produkt-
raum durch

0
X = ® X
i=N-1

gegeben. Da die Wahrscheinlichkeit [p;]; zum Symbol 4 des Biindels 4, also zu [x;];, gehort,
erhalten wir genau dann die richtige Zuordnung, wenn

8.2.3 Bewertungsmdoglichkeiten der Trajektorien im Zustandsraum

Bei der Verarbeitung einer Bitstringfolge haben die riickgekoppelten Leitungen eines Knotens
bei jedem Zeitschritt einen anderen Zustand. Eine solche Folge von Zustdnden nennen wir
Trajektorie, die wir folgendermafien definieren:
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Definition 24. Bei der Abarbeitung einer Bitstringfolge @ (¢) nehmen die riickgekoppelten Lei-
tungen eines Knotens wihrend der diskreten Zeitschritte t = (0,1,...,n—1) gerade n Zusténde
r(t) an. Die Folge aller zu einer Bitstringfolge &(t) gehérenden Zustande (r(0),7(1),...,r(n—
1)) nennen wir die Trajektorie zum Datenstring x(t).

Haben die Bitstringfolgen die Lénge n, sind sie also nach n Zeitschritten vom Knoten verar-
beitet worden, der dabei n Zustinde angenommen hat. Nun gibt es bei einem riickgekoppelten
Knoten mehrere Moglichkeiten, diese Zustéinde zu bewerten:

Bewertung des Haltezustandes: Die naheliegenste Moglichkeit ist, die kalte Information des
Haltezustandes des Knotens zu minimieren. Das bedeutet, der Knoten soll moglichst sel-
ten fiir zwei Bitstringfolgen aus unterschiedlichen Klassen im selben Zustand anhalten.
Mochte man nun den Knoten als Klassifikator betreiben, braucht man nur die verschiede-
nen Bitstringfolgen mit dem Knoten zu prozessieren. Aus dem Haltezustand, dem einzigen
bewerteten Zustand der Trajektorie, bekommt man die klassenspezifischen Riickschlufs-
wahrscheinlichkeiten, so wie im vorwértsgerichteten Fall. Interessiert sich ein dufserer Be-
obachter nur fiir den Haltezustand eines Knotens, ist diese Bewertung die richtige, da sie
dem Knoten bei allen Zeitschritten ¢ < n maximale Freiheit 14ft, seine internen Zusténde
zu organisieren.

Bewertung der gesamten Trajektorie: Ist der Knoten mitten in einem Netzwerk und soll er
lokal optimiert werden, reicht es nicht aus, nur den Haltezustand zu bewerten. Denn es
ist denkbar, daf fiir ¢ < n die Riickschlufswahrscheinlichkeiten fiir alle Zustédnde fiir die
verschiedenen Klassen gleich sind und erst mit ¢ = n die Riickschlufswahrscheinlichkeiten
fiir die verschiedenen Klassen unterschiedlich sind. Ein Knoten im Netz soll aber schon
moglichst frith seinen nachfolgenden Knoten Information zukommen lassen, und nicht erst
im letzten Zeitschritt, denn dann ist es zu spét. Daher ist es in diesem Fall giinstiger, die
gesamte Trajektorie zu bewerten. Dazu wird die kalte Information der Zustdnde wahrend
der gesamten Trajektorie von ¢ = 0 bis ¢ = n als Kostenfunktion genommen.

Bewertung von Trajektorienabschnitten: Man kann auch erlauben, daf der selbe Zustand von
verschiedenen Klassen benutzt wird, aber nur zu unterschiedlichen Zeitschritten. Dann
wire zu jedem Zeitschritt die Identifikation der zu einem Zustand gehorenden Klasse
moglich. Der Knoten hitte aber mehr Freiheit, seine internen Zusténde zu organisieren,
als wenn man die gesamte Trajektorie auf einmal bewertet. Um z. B. jeden Zeitschritt fiir
sich zu bewerten, wiirden wir die kalte Information der Zusténde pro Zeitschritt getrennt
berechnen und erst zum Schlufs iiber alle Zeitschritte summieren.

Die verschiedenen Bewertungsmoglichkeiten verdeutlicht Abbildung 8.2.3.

8.2.4 Rekursionsgleichungen der SystemgroBen

Die zeitliche Entwicklung der Systemgrofien 1aft sich auch in Form von Rekursionsgleichungen
schreiben. Dies ist dann niitzlich, wenn wir wie z. B. im n#chsten Abschnitt die Systemgrofen
inkrementell berechnen wollen. Auf diese Weise lassen sich die Systemgrofen zum Zeitpunkt
t + 1 aus den Systemgrofsen zum Zeitpunkt ¢ und dem Zustandsvektor des riickgekoppelten
Knotens zum Zeitpunkt ¢ berechnen.

Fiir die Rekursionsgleichungen bendtigen wir zunéchst eine Abbildung

Zeitdefinitionsbereich — Symbolwertebereich
t— I(t)

?
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Zeitschritt | 0| 1|12 (34|56 | 7|8
Zustand
20
21

20 X | x

S [

Al X | X

20
21

HoR R R

Abbildung 8.2: Bewertungsmoglichkeiten von Trajektorien. Die Tabelle visualisiert eine Leitung mit

zwei Zustidnden zg und z;. Die hypothetischen Eingangsdaten haben die Lange 9, so daf
sich 9 Zeitschritte aus dem Intervall ¢ = [0,...,8] ergeben. Die drei im Text angespro-
chenen Moglichkeiten sind untereinander verglichen, wobei jeweils diejenigen Punkte der
Trajektorien durch ein x gekennzeichnet sind, die in die Statistikberechnung einbezogen
werden.
Im obersten Fall wird nur der Haltezustand der Leitung in die Berechnung der Statistik
mit einbezogen. Im mittleren Fall werden alle Punkte der Trajektorien fiir die Stati-
stik bewertet. Im unteren Fall wird die Statistik fiir jeden Zeitschritt getrennt ermittelt
und erst hinterher akkumuliert. Man sieht also eine Momentaufnahme des Vorgangs fiir
t=2.

die das zum Zeitpunkt ¢ gehdrende Eingabesymbol liefert. Wir betrachten hier die Eingangslei-
tungen des Knotens nach ,normalen* und riickgekoppelten Leitungen getrennt. Sind die riick-
gekoppelten Bits am ,oberen Ende des Knotens angebracht, ist die Transformationsmatrix H
bei s verschiedenen Eingabesymbolen folgendermafen in die quadratischen Hj zerlegbar:

H = (Hy,Hy,...,H, 1) (8.2)

Die Rekursionsgleichungen fiir den Zustandsvektor z! lauten dann:

Hj, ist jeweils eine der Matrizen, die von der Eingangsabbildung I(¢) ausgewéhlt wird. Uns
interessiert die Verdnderung des Zustandsvektors, wenn wir die Elemente von H &ndern. Dazu
bendtigen wir den Gradienten des Zustandsvektors. Wir benutzen ab jetzt die Summenkonven-
tion a;b; := >, a;b; und (a;)? := a;a;. In Tensor-Notation ergibt sich mit den Elementen hyy,
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der Matrix Hp:1

z? = €p,1
t+1 h
i = ()ig 2 ]
O 2 = azi+1 _ 8hl( t)ij # ] _ ah’l(t)ij JE NI S 8z§ 3.4
T Bl Ohgim Ol 00 G (8.4)

5p(z);n” § A Pawyig Onp 25

= 030 2+ hr(ayij Onyi, 7,

Wir untersuchen nun, wie sich die klassenspezifischen Gewichtsvektoren wy von einem Zeit-
schritt zum néchsten &ndern. Dazu benétigen wir die Abbildung K : Zeitdefinitionsbereich —
Symboldefinitionsbereich, ¢ ++ K*, die die zum Zeitpunkt ¢ gehdrende Klasse liefert. Die klassen-
spezifischen Gewichtsvektoren sind gerade die Spalten der Gewichtsmatrix W. Bei m Klassen
ergibt sich:

W = (wg,wl, . ,wm,l)
Ein Element w;; von W gibt also die Haufigkeit des Symbols ¢ in der Klasse k£ an. Da die Zeit
nun als zusétzlicher Parameter hereinkommt, gibt es zu jedem Zeitschritt ¢ eine Gewichtsmatrix

W' mit den Elementen w!,. Wir definieren nun den Tensor 7, der nur Einsen enthilt. In einer
Dimension sieht er, als Vektor geschrieben, so aus:

Damit 1aft sich die Summation iiber einen Index eines Tensors durchfiihren. Wir erhalten so
z.B. die Gesamthdufigkeiten der Symbole und die Gesamtzahl der beobachteten Ereignisse:

to_ ot t._ .t
w; = Wi Nk N" = w;.nik

Die Rekursionsgleichungen fiir die klassenspezifischen Gewichtsvektoren wy und ihre Gra-

'"Man kann die Berechnungen auch in der Kronecker-Notation anstelle der Tensor-Notation durchfiihren. Dazu
nehmen wir folgende Gleichungen zu Hilfe:

X
X ZEM ® Eps = U
NXY) oY
oz az( 2Y)+ Lo X) g7

Die Matrix Z hat die Dimension p X ¢ und 1, bzw. 1, sind Einheitsmatrizen der Dimension p X p bzw. ¢ X q.
Der Gradient des Zustandsvektors beziiglich der p-ten r x ¢ — Transformationsmatrix ist:

azt+1
t+1
Omz " = 3w,

= 62 (0p, Hy) (1. ® 2') + (1, ® Hy))0m, 2
= (5;(”(7(16 ® zt) + (17« ® HI(t)) 8szt

= aHp (HI(t) . zt) = (aHpHI(t))(]-c X Zt) —+ (l.r X Hl(t))aHpZt
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dienten lauten in Tensor-Notation mit den Gewichtsmatrixelementen wjy: 2

0 _
t+1 _ Kt+! t+1
wit = wiy + 6f
t+1 Kf+1 t+1
ahplm ahplm 1k + 5 a plmzi

Die Systemgréfien zum Zeitpunkt ¢ und ihr Gradient lassen sich nun durch die w; ausdriicken
(der Zeitindex ¢ wird weggelassen):

Di = N? = (wipnix) Oh i Dt = 2WikNik Mno Oh,y,,, Wno
Dk = (wi)Q ahplka = 2wz~ ahplmwi
Ry = (wien;)? Ohpyn Bt = 2Wik1i M5 Onyy,,, Wik
Rk = (wzk)2 8hplmRk = 2wz-k ahplmwik
Fiir die kalte Information und kalte Nettoinformation erhalten wir:
Iy = Dy — Ry
ahplmfk = ahplm (Dk — Rk) = ahplka — ahplmRk
Dy
ILy=D - —=—R
nk k Ry k
Dy Dy
Oh i Ink = Oh <Dk - ERk> = Ohpyn Dx — <Rk Oh pim R + R 3hp,mRk)
R0, Dy — D; 0y, R Dt
= ah;Dlml)k - <Rk - (Rt)2 - ahplmRk)

Auch fiir die kalte Information 14fst sich eine Rekursionsgleichung aufstellen. Diese kann
z.B. dann niitzlich sein, wenn man den Beitrag eines Zustands zur Information fiir verschie-
dene Zeiten verschieden gewichten mochte. Wir leiten nun mit (8.2.4) fiir diejenigen Gréfen
Rekursionsgleichungen ab, die zur Berechnung der Rekursionsgleichung der kalten Information
notig sind. Nebenbei sieht man in dieser Darstellung auch, welchen Beitrag ein neu hinzukom-
mender Zustandsvektor z zu den Systemgrofsen liefert.

e Kalte Diversitat Dy:

DY =0
Diﬂ — Dl = ;:+1 L playt = (w + zt“) (w +Zt+1) whw! = 2wtz t+1 +zf+1zf+1

— Dli+1 — Dk + 2,wt t+1 4 zf+1zf+1

2Tn Kronecker-Notation erhalten wir:

0
wy =0
wit! K+l St
+ k+5 +
t+1 Ktt t+1
Om, war 8prk+5k 8sz+
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e Kalte Redundanz Ry:
0 _
R, =0
t+1 t i+l t+1 t ot Kttl P Kt+l t+1 tt
R — Ry = wy wy — wjwiy, = ( Wi + 0 7 w + 0y, — Wi Wi
t+1 t+1 t+1 t+1
— 9w t 51{ t+1 51{ 51{ t+1 t+1 — 9w t5K t+1+zf+1zf+1
N Rf{ﬂ :R +2szt+1zt+1 Jrz1t+1 fH
e Kalte Information Iy:
=0
t+1 _ i+l t+1 _ ot tt+1 t+1 t+1 t+1)2
I = DI = B = D+ 2wl 4 (1) = (B 20l 2+ (1))
1 1
= Dk Rt + 2’LUt t+ — 2’U)§Kt+1Zf+

= I+ 2(w} tht+1)ZH1

8.3 Erweiterung des PAP-Algorithmus auf Riickkopplungen

Da der PAP-Algorithmus bei riickkopplungsfreien Knoten sehr effizient ist, lag es nahe, ihn auf
riickgekoppelte Knoten zu erweitern. Die Grundidee ist die gleiche wie beim PAP-Algorithmus
flir vorwértsgerichtete HPN aus Abschnitt 7.3.2. Wir dndern die stochastische Matrix eines
Knotens dadurch, daf wir innerhalb einer oder mehrerer Spalten der stochastischen Matrix
~Wahrscheinlichkeitsmasse“ verschieben. Dadurch wird die Nebenbedingung gewahrt, daf die
Spaltensumme gleich eins sein soll.

Wir zerlegen die stochastische Matrix H eines Knotens wie in (8.2) in die quadratischen
H ; und betrachten den Zustandsvektor eines einzelnen Knotens. Dann gilt fiir den ungestorten
Fall die Rekursionsgleichung (8.3). Nun wiirfeln wir n ,Zweibeine“

0O ... ... ... 0

wobei wir die Spalte der Matrix M, in der die 1 und —1 steht, mit [, bezeichnen. Die in
Abhéngigkeit von « erzeugte stochastische Matrix ist

H'(a)=H+a) My (8.5)
k

Wir setzen fiir den Zustandsvektor zur Zeit ¢ eine Potenzreihe in « an:
0
2t = Z o' ct (8.6)
i=0

Nun bendtigen wir noch eine Abbildung?
([0,...,Spaltenzahl H —1],[0,...,n —1]) = [0,...,Spaltenzahl H; — 1]

L(l,m) :
(la m) = (5|_l/{Spaltenzah1 H;}|.m

32 = |z ist die grokte ganze Zahl z mit z < z.

109



8 Ein Knoten mit Riickkopplungen

Diese Abbildung ist also genau dann gleich eins, wenn die Spalte /;, in der Matrix H ; enthalten
ist. Fiir den Zustandsvektor ergibt sich mit (8.2), (8.5) und (8.6):

zt“:I-II(t)-zt—i—Z[L(lk,I(t aMy]-z' = Hy, Za’ct—i-Z[L I 1(t) a My] - ) "ol e}
=0 !

00
Z C+ZZO¢Z+1 lk, ))Mkcf
1=0

=0 k

Mit einer Indexverschiebung 4 + i — 1 im rechten Summanden und ¢! ; := 0:

_ZaHI C+ZZO‘Ll’“ ) My ci_,

=0 k

—Za [Hl c} +(Zsz, ) t1]
;iﬂ of et

Daraus folgt:

it = H)ci + (ZL(lkaI(t)) Mk) Cio1 (88)
k

Die Anfangsbedingungen ¢! ergeben sich aus der Anfangsbedingung fiir den Zustandsvektor

ZOZEU

0 o~ i 0 € = €
z° =€) = Z o ¢ — o
- Cizo = 0
Wiirfeln wir nur ein ,,Zweibein“ M, ist n = 1 und (8.8) wird

et = Hygyeh + L(1,1(t)) Mc}_; .

Von der Potenzreihe in Gleichung 8.6 beriicksichtigen wir nun nur Terme bis zur zweiten Ord-
nung in «. Der Zustand fiir kleine « ist dann

2l =cl+catcha +0(a?)

und die Rekursionsgleichungen lauten
o'l = Hyy ¢
™t = Hyy el + L(1,1(t)) Mcj
e = Hygych + L(1,1(t)) Mc} .

Die Rekursionsgleichung eines klassenspezifischen Gewichtsvektors zum jeweiligen Grad ¢ in «
ist mit (8.2.4) auf Seite 108

vt =l + G BT e 0,1,2].

110



8.3 Erweiterung des PAP-Algorithmus auf Riickkopplungen

Dabei ist G die Gewichtungsfunktion die angibt, wie stark der Beitrag eines Zustands 2! zum
Gesichtsvektor v! sein soll. Der Gesamtgewichtsvektor setzt sich dann aus

t 2

w :v6+v§a+v§a

zusammen.
Nun kommen wir zur kalten Nettoinformation, wobei der Zeitindex ¢ weggelassen wird:

Iix = Dy — 7 - R = (w;)? — r - (wi)?

nk k k ) ik

— 242 2
= (1)@(] +viia+vi2a ) -7 (Uik,g + Vig,1 @+ Vg2 @ )
2 2 2 2 4 2 3
= (v3,0)”" + (vin1)*a” + (vig) " + 2v; 0v; 10 + 2v; 0V 20 + 20; 1V; 20

- [(Uz‘k,o)2 + (vik1)20® + (vig 2)?a* + 20k gVik 1@ + 2 Vi 0ViE 207 + 2 vz‘k,lvz‘k,w?’]

2

= (v3,0)? — 7(Vik,0)? + 2(vi Vi1 — T Vik OVK1 )X
+ [(vi1)? + 205002 — (Vi) + 2Vik0vVik2)] @
+2 (03,1052 — Tk 1Vik2) @ + ((vi2)? = T(vike)?) o

=:a0 t+ a1+ a2a2 + a3a3 + a4a4

Die Koeffizienten sind

ag = (vi0)? — 7(viko)?

a1 = 2(vi,00i1 — T Uik 0Vik,1)

ag = (vi1)? + 2vigviz — 7((vik1)? + 2vik0vik 2)
az = 2 (v 1052 — TVik,1ik,2)

as = (vi2)?* — r(vig2)?

Wir beriicksichtigen nun wieder nur Terme bis zur zweiten Ordnung in «, um eine in « lineare
Ableitung zu bekommen:

I'y = ag + ajo + asa® + O(a?)
Wir erhalten nach o differenziert:
oIl = a1 + 202

Damit verschwindet d, 1], genau dann, wenn

ay

- 2a2

ist.

Der Praxistest hat gezeigt, dafs dieser Algorithmus zwar prinzipiell funktioniert, aber den
gradientenfreien Verfahren mit Liniensuche aus Abschnitt 8.4.2 unterlegen ist. Dies hat zwei
Griinde:

1. Die Beschreibung des Zustands in Gleichung 8.3 ist eine N&herung, die nur fiir kleine «
gilt. Daher miissen wir den Bereich, in dem wir o auswerten, auf ein Intervall [amin, max]
beschrénken. Dies fiihrt uns aber in ein Dilemma: Je kleiner das Intervall [amin, max] ist,
um so genauer ist zwar die Approximation, um so langer lduft aber auch der Algorithmus.
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2. Der Algorithmus benétig relativ viele Berechnungen, um die ndherungsweise Position
eines Minimums zu bestimmen. Die gradientenfreien Verfahren mit Liniensuche nutzen
die einzelnen Funktionsaufrufe effizienter, da sie nicht mit einem gendherten f(x) sondern
mit f(x) selbst arbeiten.

Obwohl der PAP-Algorithmus fiir vorwértsgerichtete HPNs sehr gut funktioniert, ist seine Ver-
allgemeinerung auf riickgekoppelte HPNs wegen des eben beschriebenen Dilemmas nicht gut
nutzbar.

8.4 Optimierung mit direkter Suche

Die Optimierung mit direkter Suche bezeichnet Optimierungalgorithmen, die zur Optimierung
ausschlieflich den Wert f(x) der zu optimierenden Funktion auswerten. Insbesondere benétigen
diese Algorithmen weder einen Gradienten der Funktion noch muf die Funktion stetig sein.
Einen guten Uberblick gibt Powell (1998). Die direkte Suche ist auch dann niitzlich, wenn wie
in unserem Fall

e die Berechnung des Gradienten sehr aufwendig ist und

e die Zahl lokaler Minima grof ist, so dal ein Gradientenabstieg mit grofer Wahrschein-
lichkeit nur in ein lokales Minimum fiithren wiirde.

8.4.1 Algorithmen vom Downhill-Simplex Typ

Algorithmen vom Downhill-Simplex Typ werden ,yon Benutzern geliebt und von Optimierungs-
Forschern ignoriert* — ein Zitat aus Nemhauser et al. (1989). In der Praxis werden diese Algo-
rithmen deshalb so gerne verwendet, weil die einfachen unter ihnen in 100 Zeilen Code zu im-
plementieren sind und sie erstaunlich oft gute Ergebnisse liefern. Sie werden von Optimierungs-
Forschern ignoriert, weil man fiir manche Algorithmen des Downhill-Simplex Typs Funktionen
konstruieren kann, bei denen der Algorithmus entweder nicht terminiert oder schon terminiert,
bevor er in einem lokalen Minimum angekommen ist. Wir gehen nun auf drei Varianten des
Downhill-Simplex Algorithmus ein, die im Rahmen dieser Arbeit getestet wurden.

Die Grundidee der Simplex-Algorithmen ist, einen Simplex im n-dimensionalen Parameter-
raum solange ,bergab“ wandern zu lassen, bis er in einem Minimum der Funktion angekommen
ist. Ein Simplex im n-dimensionalen Raum besteht aus n+ 1 Punkten, ihren Verbindungslinien
und den durch die Verbindungslinien definierten Polygonflichen. Die verschiedenen Algorith-
men unterscheiden sich vor allem darin, mit welchen Operationen sie aus einem gegebenen
Simplex einen neuen konstruieren.

8.4.1.1 Downhill-Simplex Algorithmus

Der bekannteste Downhill-Simplex Algorithmus ist der von Nelder und Mead (1965). Die Haupt-
schritte des Algorithmus sind (siehe Abbildung 8.3):

1. Zunéchst zieht man durch den Punkt @max des Simplex mit dem groften Funktionswert
fmax und dem Schwerpunkt des Polygons bestehend aus den restlichen Punkten eine
gedachte Gerade. Auf dieser Geraden werden nun weitere Punkte gesucht.

2. Der Punkt @p,,x wird auf die andere Seite des Polygons gespiegelt (a)

3. Ist am neuen Punkt & die Funktion f(2) < fmax, ersetzt der neue Punkt x den alten
Punkt @max und man versucht, den Simplex weiter zu vergrofern (b).
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4. Tst aber f(x) > fmax, wird versucht, den Simplex entlang der gedachten Geraden zu ver-

kleinern (c). Ist auch an diesem Punkt f(2) > fmax, wird der gesamte Simplex kontrahiert
(d). Dann geht es weiter mit 1.

simplex at beginning of step

high low
reflection
(2)
reflection and expansion
(b)
contraction
(©)
A
AN
/4 multiple
’ < contraction
T

Abbildung 8.3: Schritte des Downhill-Simplex Algorithmus (aus Press et al., 1992)

Die Behandlung der Nebenbedingungen ist bei Algorithmus von Nelder und Mead (1965);
Press et al. (1992) Algorithmus etwas problematisch. Es gibt zwei Moglichkeiten, den urspriing-

lichen Nelder und Mead Algorithmus so zu modifizieren, daft er Nebenbedingungen berticksich-
tigt:

1. Man fiihrt einen Strafterm ein und setzt den Wert von f(x) auferhalb des zuldssigen
Bereichs auf einen so hohen Wert, daf ein solcher Punkt niemals angenommen wird. Dies
hat den Nachteil, daf der Algorithmus nur sehr langsam gegen ein Minimum in einer Ecke
des zuldssigen Bereichs konvergiert. In unserem Fall sind aber in den Ecken des zuléssigen
Bereichs gerade die potentiellen Kandidaten fiir Minima.

2. Die andere Moglichkeit ist, bei der Spiegelung des Punktes mit dem grofiten Funktionswert
den neuen Punkt genau auf die Grenzfliche einer Nebenbedingung zu setzen, falls er diese
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Nebenbedingung sonst verletzen wiirde. Der Nachteil hier ist, daf der Simplex die Tendenz
hat, zu entarten.

8.4.1.2 Cobyla

Der Name des Cobyla-Algorithmus von Powell (1994) ist aus seiner Vorgehensweise abgeleitet:
,Constraint Optimization by linear Approximation®. Im Gegensatz zum Simplex-Algorithmus
verwendet der Cobyla-Algorithmus ein Naherungsverfahren, um den Punkt zu bestimmen, an
dem die Funktion f(x) das néchste mal ausgewertet wird. Das Ziel dabei ist, mit mdoglichst
wenigen Funktionsauswertungen ein Minimum der Funktion zu finden. Die wesentlichen Schritte
von Cobyla sind:

1. Mit den n + 1 bekannten Funktionswerten an den Ecken des Simplex wird eine lineare
Approximation der Funktion f(z) erstellt.

2. Mit Hilfe des gleichnamigen Simplex-Verfahrens aus der linearen Programmierung wird
das lineare Minimierungsproblem mit Randbedingungen gelost. An der Stelle &g, wo die
lineare Approximiation der Funktion f ihr Minimum hat, wird der néchste tatsichliche
Funktionswert fo = f(x() berechnet.

3. Ist am Punkt @y der neue Funktionswert f(x¢) < fmax, wird der Punkt mit dem grof-
ten Funktionswert @m,x aus dem Simplex entfernt und der Punkt xy in den Simplex
aufgenommen. Dann geht es wieder zu Schritt 1.

Aufserdem sorgt der Algorithmus dafiir, daft der Simplex nicht entartet und er sucht neue
Punkte nur in einer Region, in der die lineare Approximiation fiir glaubwiirdig genug erachtet
wird.

Die fiir unsere Optimierung geltenden Nebenbedingungen lassen sich auf natiirliche Weise
in Cobyla integrieren, da dieser Algorithmus gerade fiir den Fall der Optimierung mit Neben-
bedingungen entwickelt wurde.

8.4.1.3 Verhalten der Downhill-Simplex Algorithmen in unserem Fall

Die numerischen Tests der Downhill-Simplex Algorithmen haben folgende Vorteile (+) und
Nachteile (—) ergeben:

Downhill-Simplex Algorithmus:

+ Aufgrund der einfachen Grundidee des Algorithmus ist er leicht zu implementieren.

— Die Nebenbedingungen kénnen nur schwierig beriicksichtigt werden.

— Der Algorithmus benotigt sehr viele Funktionsauswertungen, bis er in einem Minimum
terminiert.

Cobyla:

+ Der Algorithmus ist fiir die Optimierung mit Nebenbedingungen ausgelegt.

+ Der Algorithmus kommt bis zur Konvergenz in einem Minimum mit relativ wenigen
Funktionsauswertungen aus.

— Die lineare Approximation ist bei unserer (stark) nichtlinearen Kostenfunktion keine
gute Naherung.

Aspekte, die beide Algorithmen betreffen:
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+ Die Algorithmen kommen ohne Gradienten aus.

— Die Algorithmen benétigen in n Dimensionen einen Simplex mit (mindestens) n+1 Punkten,
um zu starten. Mochte man verschiedene Knoten eines Netzwerks abwechselnd optimieren,
muf man die Funktion f(«) vor jedem Start der Algorithmen erst n + 1-mal auswerten,
bevor man beginnen kann.

— Keiner der Algorithmen kann gut mit lokalen Minima umgehen. Durch ihre ,Wanderung*
durch den Parameterraum schneiden sie, was die Vermeidung von lokalen Minima angeht,
aber besser ab als ein normaler Gradientenabstieg.

Wegen der aufgezeigten Nachteile wurden die beiden Alogrithmen nach einigen numerischen
Tests nicht mehr weiter zum Training verwendet.

8.4.2 Gradientenfreie Verfahren mit Liniensuche

Die gradientenfreien Verfahren mit Liniensuche beruhen auf dem in Abschnitt 7.3 vorgestellten
Algorithmus: In jedem Iterationsschritt des Algorithmus wahlt man erst eine zuléssige Such-
richtung s; und fiihrt anschliefend auf der Suchrichtung eine Linienminimierung durch. Dann
geht es zum néchsten Iterationsschritt.

Das entscheidende Merkmal gradientenfreier Verfahren ist, dafs sie zur Bestimmung der
Suchrichtung ganz oder fast ganz auf die Berechnung des Gradienten verzichten. Damit ver-
zichtet man auf die genaue Kenntnis der Funktion in unmittelbarer Umgebung eines Punktes,
spart dafiir aber maximal 2n Berechnungen der Kostenfunktion, falls der Gradient numerisch
ermittelt werden mufs.

Ist man nicht an einem lokalen Minimum der Kostenfunktion, sondern am globalen Mi-
nimum innerhalb des zuldssigen Bereichs interessiert, niitzt einem die genaue Kenntnis der
unmittelbaren Umgebung der Funktion in einem Punkt wenig. Denn ein Gradientenabstieg
fiihrt im allgemeinen nur zu einem lokalen Minimum. Anstatt daher die 2n Funktionsaufrufe
fiir die Gradientenberechnung zu investieren, setzt man sie dazu ein, das globale Verhalten der
Funktion im zuldssigen Bereich zu erkunden.

8.4.2.1 Wahl der Suchrichtung

Wie bestimmen wir die Suchrichtung ohne die Kenntnis des Gradienten? In der Literatur exi-
stieren verschiedene Moglichkeiten, die alle ihre spezifischen Vor- und Nachteile haben.

Achsenparallele Suche: Bei der achsenparallelen Suche startet man mit der Linienminimie-
rung in Richtung der ersten Koordinatenachse. Bei jeder Iteration wéhlt man die néchste
Koordinatenachse als Suchrichtung, wobei man nach n Schritten wieder die erste Koor-
dinatenachse wiahlt. Um zu entscheiden, ob man in positive oder negative Koordinaten-
richtung suchen soll, braucht man nur eine Komponente des Gradienten mit maximal
zwei Funktionsaufrufen zu approximieren. Bei komplizierten Gradienten ist dies von Vor-
teil. Allerdings kann die achsenparallelen Suche bei schlecht konditionierten Problemen
sehr langsam konvergieren. Die Konvergenzgeschwindigkeit kann aufserdem stark von der
Reihenfolge abhéngen, in der die Koordinatenrichtungen ausgewéhlt werden.

Konjugierte Richtungen: Die Idee der konjugierten Richtungen von Powell (siehe Press et al.,
1992, S. 412) ist, die Wahl der néchsten Suchrichtung so vorzunehmen, daf moglichst
die Minimierung des vorangegangenen Iterationsschritts nicht wieder zunichte gemacht
wird. Powell zeigte, daf bei einem quadratischen Minimierungsproblem in n Dimensionen
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diese Prozedur in n Schritten ein Minimum findet, sie also quadratisch zum Minimum
konvergiert. Der Ansatz geht dabei davon aus, daf die zu minimierende Funktion in der
Nihe des Minimums ndherungsweise wie eine quadratische Form, also wie eine nach oben
geoffnete mehrdimensionale Parabel aussieht.

Stochastische Richtungswahl: Bei einem hochdimensionalen Parameterraum bietet es sich an,
die verschiedenen Koordinatenrichtungen nicht in einer systematischen Reihenfolge son-
dern zufillig auszuwéhlen. Weiterhin kann man auch zuféllige Linearkombinationen der
Koordinatenachsen als Suchrichtungen wéhlen. Auf diese Weise verhindert man eine syste-
matische Bevorzugung bestimmter Raumrichtungen. Werden nun mehrere Minimierungs-
ldufe vom selben Startpunkt @ aus gestartet, 1afst sich sofort sehen, ob die Minimierung
in verschiedenen Minima endet.

Von diesen drei Verfahren hat die stochastische Richtungswahl (zumindest theoretisch) einen
entscheidenden Vorteil: Man kann unter relativ schwachen Voraussetzungen beweisen, dafs die
stochastische Richtungswahl mit der Wahrscheinlichkeit eins das globale Minimum der Funktion
findet, wenn die Minimierung beliebig lange lduft (Nemhauser et al., 1989, S. 645). Wir werden
noch sehen, daf diese Art der Richtungswahl fiir unser Problem geeignet ist.

8.4.2.2 EinfluR der Nebenbedingungen

Wie schon in Abschnitt 7.2.6 auf Seite 93 beschrieben, gelten fiir die Elemente der Matrix H
die Nebenbedingungen

2d_1

M H;=1;  jef0,2—1]

=0

[H];; 20  und  [H]; <1
2d_1
Yo Hj=2""; ief0,2? -1]
j=0

wobei d' die Zahl der Ausgangsbits ist, auf die projiziert wird.

Bedingung 1. hat zur Folge, daf von einem zuléssigen Punkt aus nur bestimmte Suchrich-
tungen erlaubt sind. Bedingung 2. legt fest, innerhalb welches Intervalls auf der Suchrichtung
gesucht werden darf. Ist Bedingung 3. aktiv, werden sowohl die Suchrichtung als auch das zulés-
sige Intervall weiter eingeschrinkt. Da in unserem Fall die Suchregion konvex ist, l&ft sich bei
gegebener Suchrichtung genau ein abgeschlossenes Intervall bestimmen, in dem alle zuldssigen
Punkte auf dieser Suchrichtung liegen. Dies verdeutlicht Abbildung 8.4.

In numerischen Experimenten hat sich gezeigt, dafs eine Minimierung mit dem Verfahren
der konjugierten Richtungen bei unseren speziellen Nebenbedingungen nicht zum Ziel fiihrt.
Das Verfahren der konjugierten Richtungen ist darauf spezialisiert, mdglichst schnell gegen ein
Minimum zu konvergieren, das ndherungsweise einer quadratischen Form (mit positiv semide-
finierter Hesse-Matrix) entspricht. Unsere Kostenfunktion ist aber eine quadratische Form mit
negativ semidefinierter bzw. indefiniter Hesse-Matrix, die aufterdem auf den Einheitswiirfel im
Parameterraum beschrénkt ist. Die meisten Minima liegen in den Ecken dieses Einheitswiirfels
und sind damit gerade nicht von der Form, die das Verfahren der konjugierten Richtungen
benotigt.
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0 x 1

0

Abbildung 8.4: Behandlung der Nebenbedingungen. Als Beispiel ist hier angenommen, die Zahl der
Parameter sei drei und die Nebenbedingungen seien xg+x1+z2 = 1 und g > 0, 1 > 0,
29 > 0. Gezeigt sind nur die beiden Parameter 2o und z;. Durch die Nebenbedingungen
ergibt sich, daf sich der Punkt (zg, 21, z2) innerhalb der zg, z1-Ebene nur innerhalb des
konvexen Bereichs zg > 0, z; > 0 und z; < 1 — 29 bewegen darf. Wir befinden uns
nun an einem bestimmten Punkt innerhalb des konvexen Bereichs. Dann lafst sich zu
jeder Geraden durch diesen Punkt berechnen, wo diese Gerade die Grenzen des konvexen
Bereichs trifft. Die zuldssigen Punkte liegen nun zwischen den beiden Punkten, an denen
die Gerade die Grenzen des konvexen Bereichs durchstofit.
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8.4.2.3 Wahl der Startparameter

Bei der Richtungsoptimierung mit Liniensuche gibt es verschiedene Mdoglichkeiten der Initia-
lisierung der Knotenmatrix. Im Prinzip ist jeder Punkt im zul&ssigen Bereich des Parameter-
raums ein giiltiger Startpunkt fiir die Optimierung. Es gibt aber giinstige und weniger giinstige
Startpunkte.

Das Hauptaugenmerk mufs darauf gerichtet sein, sich mit dem Startpunkt nicht gleich in
oder in die Nahe eines lokales Minimums zu begeben. Auch wenn die stochastische Richtungs-
wahl lokalen Minima recht gut wieder entkommen kann, ist es vorteilhaft, wenn der Startpunkt
moglichst ,neutral“ ist, d.h. wenn er moglichst von allen lokalen Minima gleich weit entfernt
ist.

Zufilliger Punkt: Ein zufillig gewéhlter Startpunkt kann naturgeméf ein guter oder ein schlech-
ter Startpunkt sein.

Permutationsmatrix: Eine Permutationsmatrix als Startpunkt der kontinuierlichen Optimie-
rung ist im allgemeinen keine gute Wahl. Dies hat den Grund, das viele Permutationsma-
trizen im Sinne des Kostenfunktion lokale Minima sind. Und wie eben schon beschrieben
ist es ungiistig, die Optimierung in einem solchen Minimum zu beginnen.

Gleichverteilung: Die beste Wahl fiir den Startpunkt ist eine gleichverteilte stochastische Hy-
perpermutationsmatrix. Ein Knoten mit einer gleichverteilten stochastische Hyperpermu-
tationsmatrix emittiert fiir ein beliebiges Eingangsmuster alle Ausgangsmuster mit glei-
cher Wahrscheinlichkeit. Die Gleichverteilung als Startpunkt ist im Parameterraum von
allen Ecken des zuldssigen Bereichs und damit von potentiellen lokalen Minima gleich
weit entfernt.

8.4.2.4 Die Linienoptimierung

Jeder Algorithmus zur Richtungsoptimierung besteht aus der Richtungswahl und der Linienop-
timierung, (siehe Press et al., 1992, S. 394 ff.). Beim PAP-Algorithmus fiir vorwértsgerichtete
Netze haben wir in Abschnitt 7.3.2 auf Seite 97 gesehen, daf die Kostenfunktion, beschrinkt
auf eine Linie, eine quadratische Funktion war. Daher konnten wir das Minimum dieser Funk-
tion direkt berechnen. Bei riickgekoppelten Netzen haben wir es bei der Liniensuche mit der
Minimierung einer eindimensionalen Funktion zu tun, deren Grad wir im allgemeinen nicht
kennen.

Bei der Linienminimierung im Rahmen einer stochastischen Richtungswahl muf die Lini-
enminimierung nicht sehr genau sein. Es kommt nur darauf an, moéglichst schnell in die Nihe
eines Minimums der eindimensionalen Funktion zu kommen. Dabei soll nicht zu viel Rechen-
zeit verbraucht werden, da ja die stochastische Richtungswahl sehr viele Linienminimierungen
erfordert.

Ein Standardverfahren, das Minimum einer eindimensionalen Funktion zu finden, die im
Minimum nicht einer Parabel &hnelt, ist die Goldene-Schnitt-Suche (Golden Section Search)
(siehe Press et al., 1992). Die Goldene-Schnitt-Suche startet mit dem Wissen, daf ein Minimum
mit drei Punkten (a, b, c) eingegrenzt ist. Das heift, es sind drei Punkte a < b < ¢ bekannt, so
daf f(b) < f(a) und f(b) < f(c). Dann startet folgender Prozefs (Abbildung 8.5):

1. Man wiahlt einen neuen vierten Punkt x im grgfleren der beiden Intervalle [a,b] und [b, ],
um die Zahl der Schritte im schlimmsten Fall zu minimieren.

2. Nehmen wir nun an, das grofere Intervall sei [b,c] und wir wéhlen einen neuen Punkt
z im Intervall [b,c], an dem f(x) berechnet wird. Ist f(b) < f(z), sind die drei neuen
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begrenzenden Punkte (a, b, z), andernfalls sind die drei neuen Punkte (b, z, ¢). Der mittlere
Punkt ist immer der Punkt mit dem zugehorigen kleinsten Funktionswert, der bis jetzt
gefunden wurde. Dann geht es weiter mit Schritt 1., bis sich die beiden duferen Punkte
geniigend genéhert haben.

Um zu erreichen, dafs das Verhaltnis der Gréfken der beiden Intervalle bei jedem Schritt gleich
bleibt, wihlt man die Langen der beiden Intervalle bezogen auf die Lange des Intervalls [a, c]
im Verhiltnis (3 — v/5)/2 ~ 0.38 zu (v/5 — 1)/2 ~ 0.62, was gerade dem Goldenen Schnitt
entspricht. Da die Lange des Intervalls [a, ] in jedem Schritt nur noch 0.62 mal so lang ist,
wie im vorherigen Schritt, hat das Intervall [a,c| schon nach 10 Schritten nur noch 0.8% der
urpriinglichen Lénge. Laft man den Algorithmus nur einen Schritt lang laufen, bekommt man
den kleinsten der drei Punkte f(a), f(b) und f(c) geliefert.

Abbildung 8.5: Einige Schritte der Goldenen-Schnitt-Suche. Das durch die Punkte 1, 2 und 3 begrenzte
Minimum wird durch die folgenden Schritte immer weiter eingegrenzt (aus Press et al.,
1992).

8.4.3 Simulated Annealing

Simulated Annealing ist eine bekannte Methode zur (ndherungsweisen) Losung kombinatori-
scher Probleme. Das Konzept des Simulated Annealing ist aus der Physik entlehnt: Kiihlt
man eine Fliissigkeit langsam immer weiter ab, wird sie irgendwann zuerst teilweise und dann
vollsténdig in die feste Phase iibergehen. Je langsamer die Fliissigkeit abgekiihlt wird, desto
niedriger wird im allgemeinen die Gesamtenergie der festen Phase spéter sein. Im Sinne der
Optimierung ist dieser Prozef die Suche nach globalen Minima im Raum der mikroskopischen
Konfigurationen. Die Wahrscheinlichkeitsverteilung, die die Energien eines Systems im thermi-
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schen Gleichgewicht beschreibt, ist die Boltzmann- Verteilung:
P(E) ~ exp(—E/kT)

Die Wahrscheinlichkeit, das System mit einer bestimmten Energie vorzufinden, nimmt zu ho-
heren Energien exponentiell ab.

Zur Losung eines kombinatorischen Optimierungsproblems wird dieses physikalische Bild
auf das Optimierungsproblem iibertragen (siche Press et al., 1992; Powell, 1994): Sei x; € K
eine mogliche Konfiguration der Parameter aus der Menge aller méglichen Parameterkonfigu-
rationen K. Sei aufserdem x(n) die zum Zeitschritt n aktuelle Konfiguration und 7' die aktuelle
Temperatur. Dann sind die Schritte des Simulated Annealing:

1. Wihle zufillig ein &; € K, wobei die Wahrscheinlichkeit, bei gegebenem x; ein x; zu
wahlen, durch die Elemente w;; der diinn besetzten Matrix W gegeben ist.

2. Falls f(x;) < f(x;), setze z(n+ 1) = ;.

3. Andernfalls, wenn f(x;) > f(x;), setze z(n + 1) = x; bzw. &(n + 1) = x; mit der
Wahrscheinlichkeit:

exp [=(f(zj) — f(2:))/T]  Dbzw. 1 —exp[-(f(z)) - f(2:))/T] .

4. Ist das System bei der Temperatur 7' ins thermodynamische Gleichgewicht gekommen,
senke die Temperatur 7.

5. Ist die Temperator klein genug, breche den Prozefs ab, sonst gehe zu Schritt 1.

Der entscheidende Punkt bei diesem Prozef ist der Schritt 3. Hier werden auch Konfigura-
tionen fiir den nichsten Zeitschritt zugelassen, deren Funktionswert grofer als der bisherige
Funktionswert ist. Dieser Schritt ermoglicht es dem Simulated Annealing, lokalen Minima, ei-
ner Funktion zu entkommen. Man kann zeigen, daf fiir eine gentigend grofe Wahl von T'(0)
und geniigend langsame Abkiihlung mit der Wahrscheinlichkeit eins ein globales Minimum der
Funktion gefunden wird.

In der Praxis findet das Simulated Annealing bei einem RHPN oft recht schnell ein relativ
gutes Minimum. Dies liegt u.a. auch daran, daf das Simulated Annealing auf den determini-
stischen Knotentabellen operieren kann und daher die Verarbeitung der Eingangsdaten schnell
vor sich geht. Um aber sehr dicht an das globale Minimum einer Funktion heranzukommen,
sind u. U. viele Iterationen noétig, die sich in einer langen Laufzeit des Minimierungsprozesses
niederschlagen.

Die Initialisierung einer Knotentabelle besteht beim Simulated Annealing im zufilligen
Wihlen der Tabelleneintrige. Bei jedem Knoten wird eine andere Tabelle ,ausgewiirfelt®.
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Bis jetzt haben wir bei der Optimierung nur einen einzigen Knoten betrachtet. Wir gehen nun
zur Optimierung eines Netzwerks von Knoten iiber. Prinzipiell d&ndert sich dadurch nichts an
der Berechnung der statistischen Gréfen und an der Kostenfunktion. Es gibt aber verschiedene
Varianten zur Optimierung eines Netzwerks, die wir jetzt vorstellen.

9.1 Die Statistikbewertung

Wir konnen in die Kostenfunktion sowohl die Statistik eines einzelnen Knotens als auch mehre-
rer Knoten gleichzeitig einfliefsen lassen. Auch hier geht es wieder darum, die Zahl der relevanten
Unterschiede zu maximieren.

9.1.1 Optimierung mit lokaler Statistik

Angenommen, wir wollen das in Abbildung 9.1 gezeigte riickgekoppelte Hyperpermutationsnetz-
werk optimieren. Das Netz hat eine Baumstruktur und es gibt nur Riickkopplungen innerhalb
eines Knotens. Wir wissen schon, wie wir einen einzelnen Knoten optimieren: Wir maximieren
am Ausgang des Knotens bei gegebenen Eingangsdaten die heife Information. Ganz analog
kénnen wir bei einem Netzwerk vorgehen, bei dem es nur Riickkopplungen innerhalb eines
Knotens gibt: Wir optimieren einen Knoten im Netz lokal, indem wir die heifie Information
an dem Ausgang des Knotens maximieren. Dies impliziert, daf wir die Knoten vom Netzwerk-
eingang hin zum Netzwerkausgang optimieren miissen. Sonst wiirden wir versuchen Knoten zu
optimieren, deren Vorgéngerknoten noch gar keine brauchbaren Daten liefern.

Die Optimierung eines RHPN, in dem die Riickkopplungen nur knotenweise vorkommen,
kann also lokal geschehen:

1. Optimiere den ersten Knoten der ersten Spalte. Da dieser Knoten am Eingang des Netz-
werks ist, ,sieht“ er einen Ausschnitt der hereinkommenden Daten. Ist die Optimierung
beendet, maximiert der Knoten aus den ihm zur Verfiigung stehenden Daten die heifse
Information an seinem Ausgang.

2. Optimiere den néchsten Knoten der ersten Spalte. Da dieser Knoten einen anderen Aus-
schnitt der Eingangsdaten als der erste Knoten bekommt, wird der zweite Knoten im
allgemeinen andere statistische Eigenschaften der Eingangsdaten nutzen als der erste
Knoten, um die heife Information an seinem Ausgang zu maximieren.

3. Optimiere die restlichen Knoten der ersten Spalte.

4. Optimiere alle Knoten der zweiten Spalte ganz analog zu den Knoten der ersten Spalte.
Da nun die erste Spalte schon optimiert ist, sind die Knoten der zweiten Spalte in der
Lersten Spalte des noch untrainierten Teil des Netzes"“.

5. Optimiere alle verbleibenden Spalten.
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7l 2l g
E

Abbildung 9.1: Baumartige Netzstruktur mit Riickkopplungen. Typische Netzstruktur, um einen zeitli-
chen Datenstrom in mehrere Klassen zu klassifizieren. Der Netzeingang hat eine Breite
von acht Bit. Viele Sensoren liefern ihre Daten mit acht Bit Auflosung. Der Netzaus-
gang hat eine Breite von vier Bit. Dies ergibt 16 mogliche Ausgangszusténde. Mit dieser
Struktur kénnten wir also maximal 16 Klassen voneinander unterscheiden. Im allgemei-
nen ist es aber besser, mehrere Ausgangszustiande pro Klasse zu verwenden, weil dann
die klassenspezifischen Riickschlufiwahrscheinlichkeiten feiner aufgelost werden.

Nachdem die erste Spalte optimiert worden ist, verdichtet sie schon zu einem gewissen
Teil die Information, die in den Eingangsdaten steckt. Darauf setzt die néchste Spalte des
Netzes auf, um die Information wiederum auf noch weniger Bits zu komprimieren. Der Prozef;
wird fortgesetzt, bis man an der letzten Spalte ankommt, wo die Information auf die Zahl der
Ausgangsbits des Netzwerks verdichtet worden ist.

Ein Nachteil dieser Vorgehensweise ist, daf die Knoten einer Spalte unabhéngig voneinander
trainiert werden. Es kann also passieren, daf zwei verschiedene Knoten auf dhnliche statistische
Merkmale in ihren Eingangsdaten trainiert werden. Konkret bedeutet dies, dafs bei einem Klas-
sifikationsproblem beide Knoten &hnliche Fehlklassifikationen machen werden, weil sie dhnliche
statistische Merkmale gelernt haben.

Effektiver ist es, die verschiedenen Knoten einer Spalte auf unterschiedliche statistische
Merkmale der Eingangsdaten zu trainieren. Was ein Knoten in einer Spalte ,schon kann®,
braucht ein anderer Knoten derselben Spalte nicht auch zu erlernen. Vielmehr sollte ein zu
trainierender Knoten das lernen, was die anderen Knoten noch nicht konnen. Um dies zu er-
reichen, erweitern wie die Statistik von einem auf mehrere Knoten.

9.1.2 Optimierung mit erweiterter Statistik

Optimieren wir mit erweiterter Statistik, bedeutet das die Einbeziehung mehrerer Knoten in
die Kostenfunktion, um die Giite mehrerer Knoten gleichzeitig beurteilen zu konnen. Die Idee
dabei ist folgende: Wie wir schon in Abschnitt 4.4.1.1 gesehen haben, &£t sich aus mehreren
Leitungsbiindeln des Netzwerks ein neues Leitungsbiindel kombinieren. Bilden wir nun aus
den Ausgingen der Knoten einer Spalte ein kombiniertes Leitungsbiindel, so konnen wir die
verschiedenen Knoten gemeinsam und damit die Ausgangsstatistik der ganzen Spalte auf einmal
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erfassen. Wir bilden also jetzt nicht mehr die Statistikmatrizen der einzelnen Knoten, sondern
die Statistikmatrix der gesamten Spalte. Aus dieser Gesamtstatistik berechnen wir dann die
heifse Information und erhalten so die Giitefunktion fiir die gesamte Spalte.

Nun werden die Knoten in Abhéngigkeit voneinander optimiert: Angenommen, ein Knoten
der Spalte kann zwei Muster aus verschiedenen Klassen auseinanderhalten. Lernt ein zweiter
Knoten der Spalte, die gleichen Muster zu trennen, verbessert dies die Giitefunktion nicht.
Lernt der zweite Knoten dagegen, andere Muster voneinander zu trennen als der erste Knoten,
verbessert sich dadurch die Giitefunktion.

0.1.2.1 Statistik mehrerer Knoten

Wie sieht eine spalteniibergreifende Statistikmatrix aus? Eine Statistikmatrix ist ja nichts an-
deres als die Matrix, die sich ergibt, wenn wir k£ klassenspezifische Gewichtsvektoren als Spalten
einer Matrix schreiben:

W = (wg,w1,..., WK_1)

Nun hat jeder Knoten n sein eigenes Leitungsbiindel (™ am Knotenausgang, woraus wir
normalerweise seinen eigenen Satz von klassenspezifischen Gewichtsvektoren wg"), . ,w(;(l)_l
bestimmen.

Nun bilden wir stattdessen erst die Kombination & der einzelnen Leitungsbiindel £, und

zwar mit Hilfe von Definition 16 auf Seite 44:

0
K — KI(TL*I) ® '41("172) R X KI(O) = ® K',(k)
k=n—1

Der Zustandsvektor & kombiniert jetzt die Einzel-Zustandsvektoren (™ zu einem spalteniiber-
greifenden Zustandsvektor , dessen Wert bei gegebenen Eingangsdaten von allen Knotentabel-
len der Spalte abhéngt. Nun bilden wir beim Training die klassenspezifischen Gewichtsvektoren
wy, von Kk bzw. die Statistikmatrix W, um daraus die Kostenfunktion zu berechnen.

9.1.2.2 Statistik der globalen Netzfunktion

Wenn wir schon in die Kostenfunktion die Gewichtsvektoren einer ganzen Spalte eingehen las-
sen, konnten wir auch gleich das gesamte Netzwerk bewerten, indem wir zur Bewertung der
globalen Netzfunktion die Statistik der letzen Spalte des Netzes zur Berechnung der Kosten-
funktion heranziehen.

Da wir ja eigentlich das gesamte Netzwerk optimieren wollen, ist gerade die Kostenfunktion
der globalen Netzfunktion diejenige Kostenfunktion, die wir minimieren sollten. Denn wie wir
schon gesehen haben, ist es im allgemeinen nicht das gleiche, ob wir die einzelnen Koten oder ihre
Gesamtheit bewerten. Trotzdem hat die globale Netzfunktion auch einen Nachteil. Da wir alle
Knoten jauf einmal“ optimieren, umfaft der Parameterraum alle Knotentabellen gleichzeitig
und ist damit viel gréfer, als wenn wir immer nur einen oder einige wenige Knoten auf einmal
optimieren. Zu der gleichzeitigen Optimierung mehrerer Knoten kommen wir noch in Abschnitt
9.2.2.

Optimieren wir das gesamte Netzwerk, konnen wir ausnutzen, dafs bei jedem Iterations-
schritt die Fehlerrate bekannt ist. Wir konnen ja mit der kalten Nettoinformation erreichen,
dak jeder Zustand moglichst ,rein“ wird, also méglichst nur Daten einer einzigen Klasse enthélt
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9 Ein Netzwerk aus mehreren Knoten

(siehe Anhang 7.2.5). Dies kann aber manchmal auf Kosten der Fehlerrate gehen. Bilden wir
nun eine Linearkombination aus kalter Nettoinformation I, und Fehlerrate R

C‘4[nk+(1_0‘4)]%1

wobei die kalte Nettoinformation nur schwach gewichtet wird (o < 1), werden die Ausgangs-
zustédnde der Netzes moglichst rein, solange dadurch die Fehlerrate nicht verschlechtert wird.

9.2 Die Optimierungsreihenfolge der Knoten

In Abhéngigkeit von der Statistikbewertung gibt es verschiedene Mdéglichkeiten, die Knoten zu
optimieren. Sie konnen sequentiell oder parallel optimiert werden, auch eine Kombination aus
sequentieller und paralleler Optimierung ist machbar.

9.2.1 Sequentielle Optimierung

Bei der sequentiellen Optimierung werden die einzelnen Knoten des Netzwerks nacheinander
optimiert. Es wird also erst ein Knoten fertig trainiert, bevor der nichste zu optimierende
Knoten an die Reihe kommt. Um einen Knoten nach dem anderen komplett trainieren zukénnen,
miissen zwei Voraussetzungen erfiillt sein:

1. Zwischen dem zu optimierenden Knoten und dem Netzwerkeingang darf es keinen Pfad
geben, der durch einen untrainierten Knoten verlduft. Denn sonst wiirden wir versuchen
einen Knoten auf der Basis von nicht optimalen Eingangsdaten des Knotens zu optimieren.

2. Zwischen dem zu optimierenden Knoten und dem Leitungsbiindel, an dem die Statistik
fiir die Kostenfunktion gesammelt wird, darf es ebenfalls keinen Pfad geben, der durch
einen untrainierten Knoten verlduft. Denn ein untrainierter Knoten vernichtet im all-
gemeinen heifse Information, so daf die Giite des zu optimierenden Knotens durch den
dazwischenliegenden untrainierten Knoten verfilscht wird.

Ob wir die Knoten eines Netz iiberhaupt sequentiell optimieren kénnen, h&ngt also von der
Topologie des Netzes ab. Die Topologie des Netzwerks mufs so sein, dafs auf allen Pfaden vom
Netzwerkeingang zum Leitungsbiindel, an dem die Statistik abgenommen wird, nur ein einziger
untrainierter Knoten ist. Sonst ,yvermischt* man die Giiten mehrerer untrainierter Knoten und
kann einen einzelnen Knoten nicht mehr trainieren.

9.2.1.1 Der Einflul der Netzwerktopologie

Die Art der Netztopologie hat entscheidenden Einfluft darauf, wie wir ein RHPN optimieren
konnen. Ein Netzwerk kann z. B. baumartig oder wie ein Verbindungsnetz aufgebaut sein. Die
Riickkopplungen kénnen nur innerhalb eines Knotens oder zwischen verschiedenen Knoten vor-
kommen. Manche Topologien erzwingen ein bestimmtes Vorgehen bei der Netzoptimierung.
Tabelle 9.1 zeigt verschiedene Moglichkeiten zur Optimierung bei gegebener Topologie und der
Art der Riickkopplungen.

Konnen wir die Knoten lokal oder erweitert lokal optimieren, kann dies sequentiell, also
Knoten fiir Knoten geschehen. Ist dagegen eine globale Optimierung notig, miissen wir alle
Knoten parallel optimieren.
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Topologie Riickkopplungen
knotenlokal ‘ spaltenlokal ‘ allgemein

baumartig lokal erweitert lokal global

allgemein global global global

Tabelle 9.1: Optimierungsmoglichkeiten bei gegebener Netztopologie. Strenggenommen sind die Riick-
kopplungen ein Teil der Topologie und damit nicht von ihr separierbar. Hier sind mit
Riickkopplungen (wie sonst auch) die Leitungen gemeint, die den Ausgang eines Knotens
in einer Spalte ¢ mit dem Eingang eines Knotens in einer Spalte j < i verbinden. ,Knoten-
lokal* bzw. ,spaltenlokal“ bedeutet, daf die Riickkopplungen nur innerhalb eines Knotens
bzw. innerhalb einer Spalte des Netzes verlaufen. Je nach Topologie und Art der Riick-
kopplungen kann man das Netzwerk mit lokaler Statistik bzw. muf man es mit globaler
Statistik optimieren.

9.2.2 Parallele Optimierung

Fiir ganz allgemeine Netze gilt die Voraussetzung, die zur sequentiellen Optimierung notig
ist, nicht mehr, da in einem allgemeinen Netz jede beliebige Vernetzung erlaubt ist. Bei der
parallelen Optimierung, fiir die keine Voraussetzungen gemacht werden miissen, werden mehrere
oder alle Knoten gleichzeitig trainiert. Dies bedeutet, daf der Optimierungsalgorithmus als Satz
von Variablen die Tabellen von mehreren Knoten gleichzeitig hat.

9.2.2.1 Optimierung auf dem gesamten Parameterraum

Stellen wir uns ein Netz mit K Knoten vor. Jeder Knoten habe nj zu optimierende Parameter.
Dann ist die Optimierungsstrategie fiir das Gesamtnetz prinzipiell ganz einfach:

1. Lasse in die Kostenfunktion die Gesamtstatistik, also die Statistik am Netzwerkausgang,
eingehen.

2. Vereinige die Parameterrdume der einzelnen Knoten zu einem Gesamtparameterraum P
der Dimension S 5 I'n
k=0 'k-

Nun miissen wir ,nur noch“ das Minimum der Kostenfunktion im zuldssigen Bereich von P
finden. Fiir kleine Netze fithrt dieser Weg auch schnell zum Ziel.
Problematisch bei diesem Vorgehen sind zwei Punkte:

1. Fiir Netze mit vielen Knoten wird die Dimension ZkK;Ol ny des Gesamtparameterraums
irgendwann sehr grof. Die meisten Minimierungsalgorithmen skalieren aber superlinear,
so daf die Optimierung iiberproportional langer dauert.

2. Ein globaler Parameterraum impliziert, daf eine Bewegung des Punktes im Parameter-
raum im allgemeinen die gesamte Netzwerkkonfiguration &ndert. Gerade bei den stocha-
stischen Optimierverfahren wie Simulated Annealing oder der stochastischen Richtungs-
wahl sollten im Laufe der Optimierung die Spriinge des Punktes im Parameterraum aber
immer kleiner werden. Denn wenn die meisten Knoten schon recht gut optimiert sind,
wére ein Sprung in eine beliebige andere Netzkonfiguration, die besser ist, extrem un-
wahrscheinlich. Daher sollte man die Sprungrichtungen im Parameterraum beschrénken,
d. h. nur Spriinge in &hnliche Konfigurationen zulassen.

Durch einen Gesamtparameterraum erhalten wir also eine Freiheit, die uns gerade bei den sto-
chastischen Optimierverfahren gar nichts niitzt. Es gibt aber die Moglichkeit, diese Problematik
zu umgehen, indem wir auf Unterrdumen des Gesamtparameterraums optimieren.
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9 Ein Netzwerk aus mehreren Knoten

9.2.2.2 Zyklische Optimierung auf Unterrdumen des Parameterraums

Die Grundidee der zyklischen Optimierung auf Unterrdumen des Parameterraums ist diesel-
be wie bei der Losung des Travelling-Salesman-Problems mit Simulated Annealing. Dort &n-
dert man pro Iteration den Weg durch die Stddte nur ein wenig. Beispielsweise dreht man
die Richtung eines Weges zwischen zwei Stddten herum. Damit Simulated Annealing erfolg-
reich angewendet werden kann, muf man namlich eine (schwache) Voraussetzung erfiillen: Die
Wahrscheinlichkeit, von einem Punkt ¢ zu einem Punkt j im Parameterraum zu springen, sollte
bei gegebenem i fiir die meisten j null sein (Powell, 1994). Dasselbe Prinzip werden wir nun
auch auf den Parameterraum an.

Der Parameterraum zerfillt auf natiirliche Weise in die Unterrdume der einzelnen Knoten,
aus denen wir ihn im vorigen Abschnitt zusammengesetzt haben. Pro Iteration werden wir
nun den Punkt im gesamten Parameterraum nur noch innerhalb eines Knoten-Unterraums
bewegen. Pro Iterationsschritt eines Optimierverfahrens ist es also jetzt nur noch erlaubt, die
Knotentabelle eines Knotens zu veréandern.

Was wir eben fiir den gesamten Parameterraum festgestellt haben, gilt bei Knoten mittlerer
Grofse auch schon fiir den Knoten-Unterraum: Auch dort ist es extrem unwahrscheinlich, durch
eine Anderung der gesamten Knotentabelle die Kostenfunktion zu verringern. Daher schriinken
wir Bewegung des Punktes im Knoten-Unterraum weiter ein: Nur ein Tabelleneintrag darf
pro Iterationsschritt verdndert werden. Dadurch schrinken wir den Knoten-Unterraum pro
Iterationsschritt auf einen Unterraum bzw. eine Koordinatenrichtung ein, je nachdem, ob wir
die Tabelleneintriage als Bitstrings oder als ganze Zahlen interpretieren.

Die parallele Optimierung eines Netzwerk mit mehreren Knoten findet also folgendermafsen
statt:

1. Wihle einen Knoten des Netzwerks aus.
2. Wahle einen Tabelleneintrag des Knotens aus.

e Beim Simulated Annealing: Andere den Tabelleneintrag und nehme die Anderung
gegebenenfalls entsprechend der Regeln des Simulated Annealing an.

e Bei der stochastischen Richtungswahl: Wihle eine Richtung innerhalb des durch den
Tabelleneintrag festgelegten Unterraums und fiihre auf der gewéhlten Richtung eine
Linienminimierung durch.

3. Gehe zu Schritt 1.

Wenn eine bestimmte Zahl von Iterationen keine Verringerung der Kostenfunktion mehr einge-
treten ist, wird die Optimierung abgebrochen.

9.3 Die Netzwerktopologie

Wir wissen jetzt, wie wir ein riickgekoppeltes Hyperpermutationsnetzwerk bei gegebener Netz-
werktopologie optimieren kénnen. Wie finden wir aber die beste Topologie fiir eine bestimmte
Mustererkennungsaufgabe? Diese Frage ist &hnlich schwierig zu beantworten wie die Frage nach
der optimalen Topologie eines neuronalen Netzwerks. Daher gibt es noch keinen Optimierungs-
algorithmus, der neben der Opimierung eines Hyperpermutationsnetzwerks auch gleich noch
die beste Netzwerktopologie findet.

Meistens ist man in der Wahl einer riickgekoppelten Netzwerktopologie durch dufsere Rand-
bedingungen eingeschrinkt. Haben wir z. B. | wie spéter in unserem Praxisbeispiel, s Sensoren,
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die jeweils b Bit breite Datenleitungen haben, gibt es fiir den Netzwerkeingang zwei offensicht-
liche Moglichkeiten:

1. Wir présentierem dem Netz pro Zeitschritt die b Bit Daten eines Sensors, wofiir das
Netz b Eingangsleitungen bendétigt. Dann hat das Netz nach s Zeitschritten die Daten
der Sensoren gesehen. Diese Anordnung hat folgenden Vorteil: Liegt das Netz schon in
Hardware vor, kann man ohne weiteres die Daten weiterer Sensoren hinzufiigen. Das Netz
muft dann pro Datensatz nur mehr Zeitschritte laufen.

2. Wir présentierem dem Netz im ersten Zeitschritt das héchstwertige Bit der Daten jedes
Sensors. Im zweiten Zeitschritt wird das dem hochstwertigen Bit folgende Bit der Da-
ten jedes Sensors prisentiert usw. Das Netz hat dann soviele Eingangsleitungen, wie es
Sensoren gibt und hat nach b Zeitschritten die Daten aller Sensoren gesehen. Diese An-
ordnung ist vorteilhaft, wenn zwar die Zahl der Sensoren fest ist, aber die Zahl der Bit
pro Datenwort, also die Geauigkeit der Daten, variabel ist.

Am Eingang des Netzes ist man also durch die Zahl und Art der Sensoren einigermafsen fest-
gelegt. Am Ausgang des Netzes ist man bei der Wahl der Ausgangsbits freier. Méchte man £
Klassen unterscheiden, braucht man am Netzwerkausgang mindestens [logsy (k)] Bits. Je grofer
man die Zahl der Ausgangsbits iiber dieser Mindestgrenze wahlt, desto feiner wird die Auflésung
in Bezug auf die klassenspezifischen Riickschlufswahrscheinlichkeiten.

Angenommen, die Zahl der Ein- und Ausgangsbits des Netzwerks sind festgelegt, bleiben ei-
nem immer noch viele Moglichkeiten, die internen Netzwerkknoten und -leitungen anzuordnen.
Bewihrt hat sich hier eine baumartige Topologie, d.h. aufser den Eingangsknoten hat jeder
Knoten zwei oder mehr Vorginger, von denen er Daten bekommt. Das Netz endet dann in
einem Knoten, dessen Ausgangsleitungen den Netzwerkausgang darstellen. Am Zustand dieser
Leitungen liest man dann im ,Betrieb“ die klassenspezifischen Riickschluffwahrscheinlichkeiten
ab.

Zur Optimierung der Netzwerktopologie konnte man sich folgendes Vorgehen vorstellen:
Man betrachtet nicht nur die Knotentabellen sondern auch die Verbindungen als zu optimie-
rende Parameter. Die Zahl der Knoten wére also gegeben, aber der Anfangs- und Endknoten
einer Leitung konnte durch die Optimierung verdndert werden. Ware Simulated Annealing
der Optimierungsalgorithmus, wiirden die Anderungen der Knotentabellen mit einer deutlich
grokeren Wahrscheinlichkeit als eine Anderung der Leitungen vorgenommen. Auf diese Weise
wiirde das Netz die meiste Zeit so optimiert wie bisher, nur ab und zu wiirde auch eine Verbin-
dung geéndert. Ebenso wire vorstellbar, wirend des Trainings die Art und Zahl der Knoten zu
variieren. Die Moglichkeiten automatischen Optimierung der Netzwerktopologie sind in dieser
Arbeit nicht weiter untersucht worden.
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10 Boole’sche Funktionen

In der Literatur werden Boole’sche Funktionen immer wieder zum Testen von mustererken-
nenden Systemen und deren Lernalgorithmen verwendet. Boole’sche Funktionen sind Funk-
tionen f : B" — B, sie realisieren damit ein Zwei-Klassen-Problem. In diesem Kapitel be-
handeln wir zwei Standardprobleme fiir neuronale Netze und RAM-basierte neuronale Netze,
die Boole’schen Funktionen XOR und AND. Wir zeigen, wie Hyperpermutationsnetzwerke diese
Funktionen lernen.

10.1 Das xor-Problem — Ein Knoten ohne Riickkopplungen

Eigentlich ist das XOR-Problem ein Spezialfall des PARITY-Problems, ndmlich das PARITY-
Problem fiir zwei Bit. Trotzdem wird es in der Literatur als eigensténdiges Problem behandelt,
unter anderem auch, weil es das einfachste Problem mit zwei Bit ist, das nicht linear separierbar
ist. Am XOR-Problem kénnen wir bei Hyperpermutationsnetzwerken einige grundlegende Dinge
zeigen und die optimale Lésung auch analytisch berechnen.

Die Aufgabe ist, mit einem 2-Bit-Knoten die XOR-Funktion

T |y
00 |0
XOoR: [01]1
10| 1
110

zu lernen. In unseren Worten gesprochen geht es darum, die Bitstrings 00 und 11 von 01 und 10
zu unterscheiden. Fiir das XOR-Problem wird nur ein Zwei-Bit-Knoten bendtigt. Die Topologie
zeigt Abbildung 10.1.

Q[ |k F

Abbildung 10.1: Q ist die Datenquelle, die die Trainingsdaten liefert. K ist der Knoten und F symboli-
siert den Fokus auf dem Ausgangsbit yo = ¢k°070(y) des Knotens.

Natiirlich kénnten wir in diesem einfachen Fall die gesuchte Knotentabelle durch Auspro-
bieren aller 24 mdéglichen Hyperpermutationen eines Zwei-Bit-Knotens finden. Da aber schon
etwas grofsere Knoten iiberexponentiell mehr Hyperpermutationen haben, ist dieses Vorgehen
im allgemeinen unrealistisch.

Wie sieht die Eingangsstatistik des Zwei-Bit-Knotens beim XOR-Problem aus? Dazu schrei-
ben wir die Statistikmatrix am Eingang des Knotens als Tabelle:
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Index 011
Zustand

00
01
10
11

-0 O =
O = = O

Das XOR-Problem ist separierbar, jeder Zustand wird nur genau einer Klasse zugeordnet.
Wenn also der HPN-Knoten die Eingangszustdnde 00 und 11 auf einen anderen Ausgangszu-
stand abbildet als die Eingangszustinde 01 und 10, trennt der Knoten die beiden Klassen wie
gewiinscht. Da es zu jedem Eingangsbitstring in der Tabelle zwei andere Eingangsbitstrings
gibt, die in einer anderen Klasse sind, gibt es insgesamt 4 - 2 = 8 relevante Unterschiede. Die
heife Information am Knoteneingang ist also I, = 8.

10.1.1 Die Kostenfunktion

Die Kostenfunktion, die es spédter zu minimieren gilt, ist sowohl von den Trainingsdaten als
auch von der Hyperpermutationsmatrix des Knotens abhéngig.

10.1.1.1 Die kalte Information

Als Kostenfunktion kommt sowohl die kalte Information I (H) als auch die kalte Nettoinforma-
tion Ik (H ) in Frage. Sie unterscheiden sich ja darin, dafs die kalte Nettoinformation Redundanz
am Ausgang des Knotens bestraft, die kalte Information hingegen nicht. Nun haben wir beim
XOR-Problem zwei Klassen, die wir hier auf ein Ausgangsbit abbilden. Daher ist in diesem Fall
gar kein Platz fiir zusétzliche Redundanz am Knotenausgang, Iy und I,; unterscheiden sich in
der Lage ihrer Minima nicht.

Die kalte Information am Knoteneingang erhalten wir aus den Gewichtsvektoren wy, wi
und w = wy + w:

I, =Dy — Ry =w-w—w) - wy — w1 - W
=wp-wo+2-worwi +wi W — Wy Wy — Wi+ W1
:2-’11)(]'1171

Die Gewichtsvektoren am Knoteneingang erhalten wir aus unseren Trainingsdaten:

Klasse 0 enthalt 00 und 11  —  wg = (1,0,0, 1)T
Klasse 1 enthiilt 01 und 10 —  w; = (0,1,1,0)T

Klasse 0 und Klasse 1 — w =wo+w; = (1,1,1, 1)T
Am Knoteneingang ergibt sich damit die kalte Information Ili( wie erwartet
I =2 wy -w =2-(1,0,0,1)"-(0,1,1,0)" =0,

dort sind die Klassen also perfekt trennbar. Da wir nur zwei Klassen unterscheiden miissen,
brauchen wir nur ein Ausgangsbit des Knotens zu betrachten. Wir wihlen das Ausgangsbit
Yo = ngkOO,O(y), indem wir den Fokus des Ausgangsbiindels y bilden. Die kalte Information I
am Knotenausgang héngt von der gewahlten Knotenmatrix H ab. Wir erhalten I} aus den
Gewichtsvektoren wg, w} und w’ = wj +w) am Knotenausgang. Diese ergeben sich aus denen
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am Eingang des Knotens durch Transformation mit der Knotenmatrix H und anschliefsender
Projektion mit der Projektionsmatrix ®y:

w6:<I>0-H-w0 und w'1:<I>0-H-w1
Wir erhalten schliefilich die Kostenfunktion
If(H)zQ-w()-w'l:2-(@0-H-wg)-(<I>U-H-w1). (10.1)

Finden wir ein H mit I{(H) = 0 (am Knotenausgang), dann wissen wir, daf dieses H eine
optimale Hyperpermutation ist.

10.1.1.2 Die Knotenmatrix

Die Knotenmatrix H' eines zwei Bit Knotens ist im allgemeinen eine doppelt stochastische
(4,4)-Matrix, die Zeilen- und Spaltensummen sind jeweils eins und die Matrixelemente sind aus
dem Intervall [0, 1]. In Gleichung (10.1) wird die Knotenmatrix H' mit einer Projektionsmatrix
multipliziert, weshalb die Elemente von H' teilweise nur in ihrer Summe wirksam werden. Es
ist daher effizienter, die effektive Knotenmatric H = ®, - H' zu optimieren, die wegen der
Projektion auch weniger Parameter hat. Die effektive Knotenmatrix H ist:

hoo  hon P hog
1 01 0)_ h\y hi, Rhiy R
01 0 1) |y Hh Bl hy
My My iy by
_ <h60+h,20 hoy +hyy  hog + hay h63+hl23> _ (hOO ho1 ho2 h03>
~ \Wg+ Ry Ry +hyy Ry +hiy RBig+his)  \hio hi hiz Bz

Hz@g-H'z(

Wir werden also die Matrix H optimieren. Durch die Projektion mit ® gilt nun fiir H, daf die
Zeilensumme gleich zwei und die Spaltensummen gleich 1 ist. Durch diese Randbedingungen
sind von den acht Matrixelementen in H nur drei unabhéngig. Wir wahlen als unabhingige
Matrixelemente hgg, hor und hge und erhalten

H— < hoo ho1 hoz 2 — hoo — ho1 — ho2 )

10.2
1—hoo 1—=hot 1—hoa —1+4 hoo+ hot + ho2 (10.2)

10.1.2 Analytische Losung

Gesucht sind die Hyperpermutationen H mit Ip(H) = 0. Die Gewichtsvektoren am Knoten-
ausgang sind:

1
;o _ 01  (2—ho1— ho
wo=H-wo=H-1, _< hot + ho2
1
N )
DB e — _ o1 + hoz
wi = o= <2—h01—h02>
0
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Wie wir an w’ = (2, 2)T ablesen konnen, wird das Ausgangsbit y, des Knotens auf den Trai-

ningdaten zweimal 0 und zweimal 1 sein.

Die kalte Information am Knotenausgang ist mit (10.3) und a = hgy + ho2:

113:2'1”6"‘”’1:2‘(2;&)‘(2?&) —4-2-0a) «

Hier handelt es sich um einen der seltenen Félle, in denen wir die Kostenfunktion visualisieren
konnen, sieche Abbildung 10.2.

Abbildung 10.2: Kostenfunktion des XOR-Problems. Gesucht sind die Minima der Funktion in dem
Gebiet [0, 1]%.

Wie wir wissen, gilt fiir die optimale Knotenmatrix Ip(H) = 0:

P=4-2-a)-a=0 = a=0 oder a=2

Mit o = ho1 + ho2 und der Nebenbedingung h;; € [0, 1] erhalten wir:

a=0 = hogy=hyp=0 = hyg=1 oder

(10.4)
a=2 = hypp=hp=1 = hgp =0

Setzen wir (10.4) in (10.2) ein, ergeben sich die beiden effektiven optimalen Hyperpermutati-
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onsmatrizen:
T |y
000
H:<(1) (1) (1) (1)) bzw. h=|01]1
101
1110
T |y
001
I:I:<(1) é é (1)> bzw. h=|01]0
10 0
1111

Dabei wird die Klassenkodierung nicht festgelegt, weswegen wir hier die beiden dquivalenten
Hyperpermutationen h und h erhalten. Transformieren wir die klassenspezifischen Gewichts-
vektoren am Knoteneingang mit der Matrix H, erhalten wir:

100 1
H'w°:<0 10)'

—_

_ o O =
Il
7\
O N
N~

1

H'w1:<0

O
S =
=)
N——
O = = O

Durch die Minimierung der Kostenfunktion wird erreicht, dafs die Muster aus den verschiedenen
Klassen unterschieden werden.

Die Hyperpermutationen, die wir normalerweise nicht suchen, sind die im Maximium der
Kostenfunktion. Welche sind das? Das Maximium der Kostenfunktion erhalten wir mit:

dIf() ! max
az4-(—a+(2—a)):8-(1—a):0 = a=1 = L[™=4
Mit der Nebenbedingung h;; € [0,1] ergibt sich
a=1 = hg+hp=1 = hgoE[O,l].

Transformieren wir die klassenspezifischen Gewichtsvektoren am Knoteneingang mit den ,schlech-
ten“ Hyperpermutationen H'" | erhalten wir:

max h h 1—-~h 1—h
e 00 01 01 00
H - wo <1 —hoo 1—hor  ho hoo )

_ o O =
Il
7N
—_ =
S~

max h h 1—h 1—~h
mex 00 01 01 00
H <1 —hoo 1—hor  ho hoo )

O = = O
Il
7N
—_ =
"
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Die Hyperpermutationen mit IP(H) = I;"* ordnen beide Elemente einer Klasse am Ausgang
des Knotens zwei wverschiedenen Klassen zu. Anders herum ausgedriickt, ordnen sie je zwei
Elemente aus verschiedenen Klassen am Ausgangs des Knotens der gleichen Klasse zu. Sie
machen also den ,maximal mdéglichen Fehler”. Die Grofe I,"* = 4 zeigt uns, daf von den
relevanten Unterschieden vier unterschlagen werden. Da es am Knoteneingang {iberhaupt nur
acht relevante Unterschiede gibt, werden am Knotenausgang 50% falsch zugeordnet. Diese 50%
sind gerade die zwei falschen von vier Bitstrings.

10.1.3 Numerische Lésung

Sobald ein Problem praxisndher als das XOR-Problem wird, ist es im allgemeinen analytisch
nicht mehr 16sbar. Wir werden nun das XOR-Problem numerisch 16sen.

10.1.3.1 Liniensuche

Wir lassen nun den in Abschnitt 8.4.2 vorgestellten Liniensuche-Algorithmus die optimale Kno-
tentabelle finden. Als Kostenfunktion verwenden wir dabei zum Vergleich sowohl die kalte Infor-
mation Iy als auch die kalte Nettoinformation I,;. Um die Eingenschaften des Algorithmus beim
Training zu finden, wurde das XOR-Problem in 1000 unabhéngigen Laufen trainiert. Dabei dau-
erte ein Trainingslauf (inclusive der Protokollgenerierung) im Mittel 5 ms (Pentium-Rechner),
und jeder Lauf fand die optimale Tabelle. Abbildung 10.3 zeigt, nach wievielen Funktionsauf-
rufen die Losung gefunden wurde, wobei im Mittel eine Linienminimierung etwas weniger als
zwei Funktionsaufrufe benétigt.

Ein  Funktionsaufruf“ bezeichnet dabei eine einmalige Auswertung der Kostenfunktion. Bei
riickkopplungsfreien Netzen miissen wir dazu die Trainingsdaten nicht wiederholt durchlaufen,
es reicht, einmal am Anfang des Trainings die Gewichtsvektoren der Trainingsdaten zu be-
stimmen. Bei Netzen mit Riickkopplungen miissen wir fiir die Auswertung der Kostenfunktion
zumindest einen Teil der Trainingsdaten ,,durch das Netz“ schicken. Dort dauert ein Funktions-
aufruf entsprechend langer.

Der Algorithmus optimiert jeweils eine Spalte der (2,4)-Knotenmatrix, er kann also frithe-
stens nach vier Linienoptimierungen die Losung gefunden haben. Da die zu optimierende Spalte
zufillig ausgewihlt wird, muf der Algorithmus im Mittel 4/4+4/3+4/2+4/1 = 8,3 mal wiir-
feln, bevor er jede Spalte der Matrix mindestens einmal optimiert hat. In Abbildung 10.3 sehen
wir, daf ungeféhr nach 13 Funktionsaufrufen die Hilfte der Trainingsldufe die Losung gefunden
hat, was damit {ibereinstimmt, daf eine Linienminimierung im Mittel etwas weniger als zwei
Funktionsaufrufe bendtigt.

Wie dndert sich die Knotenmatrix bei einem ausgewéhlten Trainingslauf? Sie nimmt wérend
einer ausgewdhlten Optimierung folgende sechs Werte an, wobei die vorangestellte Zahl die
Nummer des Funktionsaufrufs angibt:

0.5 0.5 0.5 0.5 0.5 05 1 05
0 H‘<0.5 0.5 0.5 0.5) 4 H‘(0.5 0.5 0 0.5)
0.5 05 1 0 05 05 1 0
6: H‘<0.5 0.5 0 1) i H‘(o.s 0.5 0 1)
05 1 1 0 0110
10 H‘<0.5001> 12 H‘(1001>

Abbildung 10.4 zeigt einen exemplarischen Trainingslauf mit der Kostenfunktion [ und den
anderen protokollierten statistischen Gréfen. Wir sehen, daf zu jeder Anderung der Knoten-
matrix eine Anderung der Kostenfunktion gehort. Im einzelnen passiert folgendes:
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99%-—Linie 7

Anteil der gefundenen Lésungen

[ S T DY R | ! ! !

0 10 20 30 40 50 60 70 80 90 100
Funktionsaufrufe

Abbildung 10.3: Relativer Anteil der gefundenen Losungen zu der Gesamtzahl der Losungen beim XOR-
Problem nach n Funktionsaufrufen. Das Histogramm (untere Kurve) und das kumu-
lative Histogramm (obere Kurve) sind eingezeichnet. Die gestrichelte Linie gehort zur
kalten Information, die durchgezogene Linie zur kalten Nettoinformation. Ist die kalte
Nettoinformation die Kostenfunktion, terminiert der Algorithmus im Mittel schneller,
als wenn die kalte Information die Kostenfunktion ist.
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10:

12:

Dies ist der Ausgangswert der Matrix vor der Optimierung. Alle Matrixelemente sind
gleich, d.h. die Wahrscheinlichkeit fiir eine 0 bzw. 1 am Knotenausgang ist fiir jedes
Eingangssymbol 1/2.

: Die dritte Spalte ist durch die Linienminimierung optimiert worden und hat den Wert

((1]) Das bedeutet, dafs das Eingangssymbol 10 nun auf dem Ausgangsbit yo auf den Wert
0 abgebildet wird.

Die vierte Spalte wurde optimiert.

Eine der beiden schon optimierten Spalten wurde erneut zum Optimieren ausgewéhlt,
was aber an dem schon gefundenen Wert nichts gedndert hat.

Die zweite Spalte wurde optimiert.

Die erste Spalte wurde optimiert.

Die gefundene Matrix ist die gleiche, die wir auch analytisch in Abschnitt 10.1.2 berechnet
haben.

18
r D
16 N
14 - |
12 - |
10 j Dy Ry, I i
RN i el
6 Do m T |
VA e I
400 |
| S Iy 1
2 - RZ / Fehler e - T ]
0 w ‘ | —
! . g 10 12
Funktionsaufrufe

Abbildung 10.4: Trainingslauf des XOR-Problems. Die Kostenfunktion ist C' = Ii. Die heiflen und kalten

138

Anteile einer statistischen Grofse addieren sich immer zum Totalen dieser Grofe (Dy =
Dy, + Dy etc.), aufserdem ist jeweils D = I + R. Die Kostenfunktion ist am Anfang
Iy, =4 =1;/2, d.h. die Hélfte der informativen Unterschiede geht verloren. Am Ende
der Optimierung ist Iy = 0, d.h. kein informativer Unterschied geht verloren. Die
in den Daten vorhandene Information ist Iy = 8, die am Knotenausgang verfiigbare
Information Iy, steigt von I, = I;/2 bis auf I}, = I; am Ende der Optimierung, womit
das XOR-Problem gel6st ist und der Trainingslauf beendet wird. Entsprechend sinkt
die Zahl der Fehler am Ende der Optimierung auf null.
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10.1.4 Numerische Losung bei zwei Bit am Knotenausgang

Wir wollen nun den Unterschied der beiden Kostenfunktionen Iy und I, an einem Knoten
untersuchen, bei dem der Fokus nicht auf ein Ausgangsbit sondern auf beide Ausgangsbits
gerichtet ist, siehe Abbildung 10.1. Fiir das XOR-Problem reicht ein Ausgangsbit aus. Also sollte
die Kostenfunktion Losungen ,produzieren, die mit zwei der vier moglichen Ausgangszusténde
eines 2-Bit-Knotens auskommen. Auf diese Weise wiirde vom Ausgangsraum des Knotens nur
derjenige Teil benutzt, der zur Lésung der Aufgabe wirklich notwendig ist.

Q K F

Abbildung 10.5: Der Fokus F erstreckt sich nun iiber beide Ausgangsbits des Knotens K.

Hier kommen die beiden Kostenfunktionen Iy und I,k ins Spiel: Iy bestraft die Redun-
danz am Knotenausgang nicht, I, bestraft sie. Formal fassen wir nun I und I zu einer
Kostenfunktionen mit einem Parameter zusammen:

I(\) = Dy — ARy

Damit ist Iy = I(1) und Inx = I(Dy/Rt). Um die Kostenfunktionen zu vergleichen, fithren wir
wieder 1000 Trainingsldufe durch und untersuchen die gefundenen optimalen Knotentabellen.
Abbildung 10.6 zeigt, welche Werte der Elemente bei den optimalen Knotentabellen auftreten.

C = Ik C= nk
I R N e O e B B B B B I e N B e B R N B B B BN B B ]
2] 2]
o o
iE) 0'8-5 E E EEEEEEEEEEENER i- E 08 - |
() (O]
£ 06 1 £o6 .
g "B E EEEEEEEEEEEEER g
n 04 B »n 04 -
(] (]
© L | ©
k- 0.2 " E B E EEEEEENEENEENEENEENEER T 0.2
o 02 y o 02 - .
= =
O = == = == =S8 885 5 5 58 O = == = 8= =S8 885 2 5 =58
0 5 10 15 0 5 10 15
Matrixelement Matrixelement

Abbildung 10.6: Vergleich von I und I beim XOR-Problem. Im linken Bild ist die Kostenfunktion
C = I, im rechten ist C' = Ik bzw. C = I(A = 1.001). Eingezeichnet sind die Werte
der Elemente der optimalen Knotenmatrix, die bei 1000 Trainingsldufen vorgekommen
sind. Ist C' = Iy, kommen optimale Knotenmatrizen vor, die Elemente mit Werten
innerhalb des Intervalls [0, 1] enthalten. Dagegen haben bei den Kostenfunktionen C =
Inx bzw. C = I(X\ = 1.001) die Elemente der optimale Knotenmatrix nur die Werte 0
oder 1.

Wie kommt dieses unterschiedliche Verhalten zu Stande? Ist die Kostenfunktion C' = Iy ist
eine Knotenmatrix optimal, wenn alle Eingangsmuster, die zu verschiedenen Klassen gehdren,

139
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am Knotenausgang noch unterschieden werden kénnen. Daraus folgt aber nicht, daf eine solche
optimale Knotenmatrix auch deterministisch sein miiftte. Die Matrix

1 0 0 025
0 05 05 O
0 0 0 0.7
0 05 1 0

bildet z. B. die Eingangsbitstrings 00 und 11 auf die Ausgangsbitstrings 00 und 10 ab. Dagegen
werden die Eingangsbitstrings 01 und 10 auf die Ausgangsbitstrings 01 und 11 abgebildet, die
Matrix kann also die beiden Klassen am Knotenausgang auseinanderhalten. Eine solche Matrix
hat aber zwei Nachteile:

1. Eine stochastische Matrix 145t sich nicht als Tabellennachschlag implementieren, dafiir
miften die Matrixelemente nur aus Nullen und Einsen bestehen.

2. Am Knotenausgang werden alle vier Ausgangssymbole verwendet, obwohl wir zur Lésung
des XOR-Problems nur zwei verschiedene Ausgangssymbole bendtigen. Mit dem Platz im
Ausgangsraum wird ,yverschwenderisch umgegangen®.

Im Fall C = Ix bzw. C = I (A = 1.001) sehen die optimalen Knotenmatrizen z. B. so aus:

_— O O

1
0
0

Diese Matrix ist nicht nur deterministisch. Von den vier méglichen Ausgangszustdnden werden
hier nur zwei benutzt, nidmlich die beiden Zusténde 00 und 10. Haben wir also einen grofen
Zustandsraum am Ausgang des Knotens, konnen wir mit einer Kostenfunktion C' = I(A > 1)
die Ausbreitung der Zusténde im Zustandsraum einddmmen.

10.2 Das xor-Problem — Ein Knoten mit Riickkopplungen

Ein wichtiger Punkt bei HPNs ist, daft wir Netzwerke mit und ohne Riickkopplungen im Prinzip
mit den gleichen Kostenfunktionen trainieren konnen, da sich die statistischen Grofen Diversi-
tét, Redundanz und Information gleichermafen dafiir eignen.

Wir trainieren nun wie im vorigen Abschnitt das XOR-Problem, aber wir speisen die beiden
Bits des Eingangsbitstrings nacheinander in den Knoten ein und registrieren, welchen Zustand
die riickgekoppelten Leitungen nach einem Eingangsmuster haben. Wir konnen die Bitstrings
unterscheiden, wenn die Riickkopplungen nach Eingangsmustern aus verschiedenen Klassen
verschiedenen Zustdnde haben.

10.2.1 2-Bit-Knoten

Der kleinste mogliche Knoten mit einem Eingangsbit und einer Riickkopplung ist der 2-Bit-
Knoten. Die Topologie dieses ,Mini-Netzwerks“ zeigt Abbildung 10.7.

Um die Leistungsfihigkeit der riickgekoppelten Anordnung zu bewerten, wurden wieder
1000 Trainingsldufe durchgefiihrt, wobei jeder Trainingslauf ca. 10 ms dauerte. Wie zu erwarten
war, werden die Losungen des XOR-Problems auch mit einem riickgekoppelten Knoten gefunden.
Abbildung 10.8 zeigt den relativen Anteil der gefundenen Lésungen und Abbildung 10.9 den
Verlauf der statistischen Grofen bei einem exemplarischen Trainingslauf.
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Q — Q —
=« L'_E iifna

[ ]

Abbildung 10.7: XOR-Problem von zwei Bit — Knoten mit Riickkopplungen. Q ist die Datenquelle, die die
Trainingsdaten liefert. K ist der Knoten und F symbolisiert den Fokus auf dem Ausgang
Y1 = ¢k°1’1(y) des Knotens. Formal duplizieren wir die riickgekoppelte Leitung, um
ihren Wert auslesen zu konnen, so wie links gezeigt. In einer Softwaresimulation oder
einer Hardwareimplementierung kénnen wir aber auch mit dem Fokus direkt auf die
riickgekoppelte Leitung ,blicken®, so wie rechts gezeigt.
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Abbildung 10.8: Relativer Anteil der gefundenen Losungen zu der Gesamtzahl der Losungen beim XOR-
Problem mit einem Riickkopplungsbit nach n Funktionsaufrufen. Im Mittel dauert
es bei einem Knoten mit Riickkopplungen etwas ldnger als bei einem Knoten ohne
Riickkopplungen, die Lésung zu finden.
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18

16

12 :

Funktionsaufrufe

Abbildung 10.9: Trainingslauf des XOR-Problems von zwei Bit mit einem Riickkopplungs-Bit. Der Ver-
lauf der statistischen Gréfsen ist dem riickkopplungsfreien Fall recht dhnlich.
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10.2.2 Die parity-Funktion

Ein wichtiger Aspekt dieses Beispiels ist, daf ein riickgekoppelter 1-Bit-Knoten, der das XOR-
Problem gelernt hat, auch dessen Verallgemeinerung, das PARITY-Problem, 16sen kann. Die
Eingangsbitmuster diirfen also nicht nur die Linge zwei sondern eine beliebige Lénge haben.
Der Knoten unterscheidet die Eingangsbitmuster dann danach, ob sie eine gerade oder ungerade
Zahl von Einsen enthalten.

Warum kann auch das PARITY-Problem gelést werden? Um die Paritét eines Bitstrings zu
berechnen, braucht man nur ein einziges Bit als Speicher, wenn man den Bitstring seriell abar-
beitet. Jedesmal, wenn man auf eine Eins trifft, muf man das Speicherbit invertieren. Hatte das
Speicherbit am Anfang den Wert 0, steht am Ende eine 1 im Speicherbit fiir eine ungerade Zahl
von Einsen im Bitstring und eine 0 fiir eine gerade Zahl von Einsen. Die gerade beschriebene
Situation wird aber gerade von einem Knoten mit einem riickgekoppelten Bit realisiert. Dies
ist ein Beispiel, bei dem mit einer sehr kleinen riickgekoppelten Struktur Eingangsbitmuster
beliebiger Lénge verarbeitet werden kénnen.

10.3 Das and-Problem — Ein Knoten ohne Riickkopplungen

Das AND ist im Gegensatz zum XOR eigentlich ein einfaches Problem, da die beiden Klassen
im Merkmalsraum linear separierbar sind. Allerdings gibt es von der Klasse 1 nur einen Re-
présentanten, den Bitstring mit allen Bits gleich Eins. Damit hat die Klasse 1 bei n Bit von
allen Bitstrings nur einen Anteil von 1/2", was es statistischen Verfahren erschweren kann, den
einen Reprisentanten der Klasse 1 im Merkmalsraum zu isolieren.

10.3.1 Das and-Problem auf drei Bit

Wir trainieren eine AND-Funktion von drei Bit. Die Trainingsdaten bestehen aus den acht
moglichen Eingangskombinationen von drei Bit und dem zugehorigen Klassenindex, der hier
dem Wahrheitswert entspricht. Die AND-Funktion hat folgende Wahrheits- bzw. Statistiktabelle
am Knoteneingang:

Index 01
r Y Zustand
000 | 0
001 | 0 000 110
010 | 0 001 110
and: [011]0 Statistik : 010/ 10
100 | 0 011 110
1011 0 100 110
110 | 0 101 110
111 |1 110 110
111 01

Fiir das AND-Problem von drei Bit wird nur ein Knoten benétigt, bei dem wir wieder den Fokus
auf das Ausgangsbit yg setzen. Bildet der Knoten die Eingangszustédnde 000, 001, ..., 110 auf
einen anderen Zustand von gy ab als den Eingangszustand 111, hat er das Problem gelost. Da
der Knoten auf den einen Ausgangszustand sieben, auf den anderen Ausgangszustand aber nur
einen Bitstring abbildet mufs, kann dieses ein ,reiner” 3-Bit-Knoten nicht bewerkstelligen. Denn
eine solche Abbildung ist, ebenso wie die AND-Funktion, nicht bijektiv.

Wir fithren formal ein Blindbit ein, so daft der Merkmalsraum 16 Eingangsmuster hat, von
denen aber nur die acht mit 3 = 0 genutzt werden. Das Blindbit hat immer den Zustand 0, wes-
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halb in einer Implementierung nur die ,Halfte“ der Knotentabelle wirklich gespeichert werden
muk. Nun ist im Ausgangsraum des Knotens , genug Platz“, da es jeweils acht Ausgangsmuster
mit yo = 0 bzw. yg = 1 gibt. Die Topologie zeigt Abbildung 10.10.

CF

Q

Abbildung 10.10: Q ist die Datenquelle, K der Knoten und F symbolisiert den Fokus auf dem Ausgangs-
bit yo des Knotens. Der Knoten hat ein Blindbit.

10.3.2 Die Kostenfunktion

Wie beim XOR-Problem stellen wir die Kostenfunktion auf.

10.3.2.1 Die kalte Information

Unsere Kostenfunktion ist wiederum die kalte Information Ix(H), die wir aus den Gewichts-
vektoren wg, wi und w = wy + wi erhalten:

Iy, =2 -wqy-wq

Die Gewichtsvektoren am Knoteneingang sind:

Klasse 0 enthilt 000,001,...,110 — wo=(1,1,1,1,1,1,1,0)"

Klasse 1 enthilt nur 111  —  w, = (0,0,0,0,0,0,0,1)"
Klasse 0 und Klasse 1 — w =wo+w; = (1,1,1,1,1,1,1,1)"
Am Knoteneingang ergibt sich damit wie erwartet die kalte Information
L=2 wy -w =2-(1,1,1,1,1,1,1,0)T - (0,0,0,0,0,0,0,1) T = 0 ,
und die kalte Information I am Knotenausgang ist wieder
RH)=2 wj-w)=2-(®y-H-wpy) - ($o- H wy).

Gesucht sind die H mit IP(H) = 0.

10.3.2.2 Die Knotenmatrix

Die Knotenmatrix H' eines 4-Bit-Knotens ist eine doppelt stochastische (16, 16)-Matrix. Da wir
nur zwei Klassen unterscheiden miissen, wihlen wir ein Ausgangsbit, und zwar yy = qSkOO’U(y)
als Fokus des Knotens. Unsere effektive Knotenmatrix H ist damit nur noch eine (2,16)-
Matrix. Das vierte Bit des Knotens, das Blindbit, beriicksichtigen wir dadurch, dak wir die
Nebenbedingung ,,Zeilensumme gleich Eins“ fallen lassen, wodurch wir das Blindbit ,einsparen®
kénnen. Damit wird die effektive Knotenmatrix H unter Beriicksichtigung der Nebenbedingung
ySpaltensumme gleich Eins“ eine (2, 8)-Matrix mit acht unabhéngigen Elementen:

H - (hoo hor ho2 ho3s hos hos hos h07>
hio hi1 hi2 hiz his his his hir

_ hoo ho1 ho2 hos hoa hos hos hor
1—hggo 1—hpr 1—hogo 1—hogs 1—hos 1—hogs 1—hog 1— hor
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10.3 Das AND-Problem — Ein Knoten ohne Riickkopplungen

a

7T—«

10.3.3 Analytische Losung
Die Gewichtsvektoren am Knotenausgang sind mit « := hgg + ho1 + hoz + hos + hos + hos + hos:
(10.5)

wg:H-wo:H-(1,1,1,1,1,1,1,0)T:<
T _

’LUIl:H-’LUl:H'(anaoaoﬂo’o’o’l) <1 h(];l )
— o7

P ! o+ hor
=w)+ wy = <8—a—h07)

Wie wir an w’ = (o + ho7,8 — a — h07)T sehen konnen, hingt die Zahl der Bitstrings in einer
Klasse nun von der Wahl von H ab. Dies ist die Folge des Blindbits, weil wegen des Blindbits

die ,Zeilensumme gleich Eins“-Bedingung fallengelassen wurde.

Die kalte Information am Knotenausgang ist mit (10.5):
) = 4" (ah07 + (7 - a)(l - h07))

0 _ o a2 a0l _ o « . hor
L,=2 wy wy =2 (7—a> <1—h07
Wir suchen die Nullstellen von IP unter der Nebenbedingung h;; € [0, 1]:

=2 (ahyr + (T— )1 —hgr)) =2+ (7T + a(2hor — 1) — Ther) = 0

I
Thor — 7
ho?r) = ———
= alhe) =535
Die Funktion a(hg7) zeigt Abbildung 10.11.
10
5
<
T o

0.8

0.6

0.2 0.4
hor

-10
0
Abbildung 10.11: Die Funktion a(hg7) = (Thor —7)/(2ho7 — 1). Sie hat eine Polstelle bei hgy = 1/2. Die
gestrichelte Linie ist die Gerade a(hg7) = 7.
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10 Boole’sche Funktionen
Eine Analyse von a(hg7) zeigt, dak es im Intervall hg7 € [0, 1] wegen der Bedingung « € [0, 7]
nur zwei zuldssige Punkte gibt:

hor=0 = a0 =7 =  hy=1 mit i=0,...,6
ho7 =1 = Oé(l):() = hop; =0 mit =0,...,6

Damit sind die beiden optimalen Hyperpermutationen:

000
001

010
) bzw. h=|011

100
101
110
111

)

s
Il
O =
S =
O =
O =
S =
O =
S =
—
—_— OO0 oo oo

T
000
001

010
) bzw. 011
100
101
110
111

_ O
_ O
_ O
)
—_ O
—
=7
Il

[}
O = =R

Transformieren wir die klassenspezifischen Gewichtsvektoren am Knoteneingang mit H, erhal-

ten wir:
/11111110 T (7
Hw0—<0 000000 1)'(17]-’171’171’170) _<0)
/11111110 (0
H-w1_<0 000000 1) (0,0,0,0,0,0,0,1) _<1)

Die sieben Bitstrings aus Klasse 0 werden auf den Zustand 0 abgebildet und der Bitstring aus
Klasse 0 auf den Zustand 1.

10.3.4 Numerische Lésung mit Liniensuche

Wir suchen wieder mit dem Liniensuche-Algorithmus aus Abschnitt 8.4.2 die optimale Knoten-
tabelle. Als Kostenfunktion verwenden wir sowohl die kalte Information Iy als auch die kalte
Nettoinformation I,;. Es wurden 1000 unabhingige Trainingsldufe durchgefiihrt, wobei ein
Trainingslauf im Mittel 10 ms (Pentium-Rechner) dauerte, und jeder Lauf die optimale Tabelle
fand. Abbildung 10.3 zeigt, nach wievielen Funktionsaufrufen die Lésung gefunden wurde.

Nun optimiert der Algorithmus jeweils eine Spalte der (2,8)-Knotenmatrix. Der Algorith-
mus mufs im Mittel 23:8 8/i = 21.7 mal wiirfeln, bevor er jede Spalte der Matrix mindestens
einmal optimiert hat. Im besten Fall ist er nach 8 Linienminimierungen fertig, was ca. 16 Funk-
tionsaufrufen entspricht. Wann die verschiedenen Trainingsléufe terminierten, ist in Abbildung
10.12 zu sehen und Abbildung 10.13 zeigt einen exemplarischen Trainingslauf.
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Abbildung 10.12: Relativer Anteil der gefundenen Ldsungen zu der Gesamtzahl der Ldsungen beim
AND-Problem nach n Funktionsaufrufen. Die untere Kurve ist das Histogramm und
die obere Kurve das kumulative Histogramm. Wie beim XOR-Problem terminiert der
Algorithmus im Mittel schneller, wenn die Kostenfunktion die kalte Nettoinformation
ist.
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Abbildung 10.13: Trainingslauf des AND-Problems. Die Kostenfunktion war Iy. Die heifsen und kalten
Anteile einer statistischen Grofke addieren sich immer zum Totalen dieser Grofe (Dy =
Dy, + Dy etc.), aulerdem ist jeweils D = I + R.
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10.4 Das and-Problem — Ein Knoten mit Riickkopplungen

Das Training des AND-Problems mit einem riickgekoppelten Knoten 1duft genauso ab wie das
Training des XOR-Problems mit einem riickgekoppelten Knoten. Die Topologie des Knotens
ist praktisch identisch mit der des XOR-Problems (siehe Abbildung 10.7), nur braucht der
Knoten jetzt ein Blindbit. Auch die Trainingszeiten und die Verteilung der gefundenen Lésungen
sind sehr dhnlich, weswegen wir die entsprechenden Bilder an dieser Stelle nicht noch einmal
wiederholen.

S

Abbildung 10.14: AND-Problem mit einem Bit Riickkopplungen. Q ist die Datenquelle, die die Trainings-
daten liefert. K ist der Knoten und F symbolisiert den Fokus auf der ausgekoppelten
riickgekoppelten Leitung y1 = ¢*°; ; () Knotens.

Wir beschrinken uns hier auf die Frage, warum sich das AND-Problem auf n Bit mit einem
Knoten mit nur einer riickgekoppelten Leitung erlernen ldfst. Der Grund dafiir ist der gleiche wie
beim PARITY-Problem. Wir brauchen zur Realisierung eines n-dimensionalen AND Bausteins
nur ein Bit Speicher, wenn wir die einzelnen Eingangsbits nacheinander abarbeiten:

Wir starten den Knoten mit der riickgekoppelten Leitung im Zustand 1. Nun verarbeiten
wir ein Bit des Eingangsbitstrings nach dem anderen. Hat das Eingangsbit den Wert 1, bleibt
auch die riickgekoppelte Leitung im Zustand 1. Hat das Eingangsbit dagegen den Wert 0, set-
zen wir die riickgekoppelte Leitung in den Zustand 0, in dem sie unabhéngig von den noch
folgenden Eingangsbits bleibt. Nachdem der gesamte Bitstring verarbeitet worden ist, erhalten
wir also genau dann eine 1 auf der riickgekoppelten Leitung, wenn alle Bits des Bitstrings den
Wert 1 hatten. Wie der Knoten die riickgekoppelte Leitung fiir ¢+ 1 in Abhéngigkeit der riick-
gekoppelten Leitung und des Eingangsbits zum Zeitpunkt ¢ setzen muf, zeigt die nachfolgende
Tabelle:

00 [0
01 |0
0

1

10
11

‘e’ steht fiir Eingangsbit und ‘v’ fiir Riickkopplung. Nur wenn das riickgekoppelte Bit und das
Eingangsbit den Wert 1 haben, hat das riickgekoppelte Bit auch im néchsten Zeitschritt den
Wert 1. Dies ist aber gerade die Wahrheitstabelle der AND-Funktion. Um also das AND-Problem
auf beliebig langen Bitstrings mit Riickkopplungen zu 16sen reicht es, das Ausgangsbit im Fokus
eines vorwéartsgerichteten HPN-AND-Knotens mit einem seiner Eingangsbits zu verbinden.

10.5 Vergleich mit neuronalen Netzen

Da das Lernen von Boole’schen Funktion mit neuronalen Netzen intensiv untersucht wurde,
vergleichen wir hier die HPN-Knoten mit neuronalen Netzen.
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10 Boole’sche Funktionen

10.5.1 xor

Das XOR-Problem wurde im Zuammenhang mit neuronalen Netzen von sehr vielen Autoren
untersucht. Wir beziehen uns hier auf die bekannten Arbeiten von Rumelhart et al. (1986).
Das XOR-Problem wird auch von neuronalen Netzen innerhalb von wenigen Sekunden mit
Backpropagation gelost, weshalb das Training im Detail nicht so interessant ist. Rumelhart
trainierte das XOR-Problem viele Hundert mal, wobei den Netzen die vier Trainingsmuster
200 — 600 mal prisentiert wurden. Der HPN-Knoten bendtigte im Mittel 12 Auswertungen der
Eingangsstatistik (siehe Abbildung 10.3 auf Seite 137). Je mehr versteckte Neuronen ein Netz
hatte, desto schneller lernte es das XOR-Problem. Zweimal terminierte das Training in einem
lokalen Minimum. Wir fragen uns nun, wie sich die Netzwerktopologien unterscheiden. Dazu
zeigt Abbildung 10.15 zwei minimale Losungen des XOR-Problems aus Rumelhart et al. (1986).

L)

Abbildung 10.15: Neuronale Netze zur Losung des XOR-Problem. Nur, wenn Shortcut-Verbindungen
zugelassen werden, kommt ein Netz mit vier Neuronen aus (links). Ohne Shortcut-
Verbindungen braucht ein neuronales Netz fiir das XOR-Problem fiinf Neuronen.

Wie sieht es nun mit dem Ressourcenverbrauch aus? Die folgende Tabelle stellt die bend-
tigten Ressourcen gegeniiber.

| Netzwerk | Neuronen / HPN-Knoten | Gewichte / Tab.-Eintréige | Speicher |
Neuronales Netz 4 5 | 20 Byte
Neuronales Netz 5 6 | 24 Byte
HPN 1 4 4 Bit

Hier wurde wie sonst auch damit gerechnet, daf die Gewichte der neuronalen Netze nur mit
einfacher Genauigkeit (d.h. 4 Byte pro Gewicht) gespeichert werden. Der HPN-Knoten braucht
also deutlich weniger Speicher als die beiden neuronalen Netze. Zudem braucht selbst das kleine-
re neuronale Netz 1+2 = 3 Additionen und 342 = 5 Multiplikationen um einen Eingangsvektor
zu verarbeiten, wogegen der HPN-Knoten nur einen Tabellennachschlag benotigt.

10.5.2 parity

Vom PARITY-Problem zeigten Minsky und Papert (1988), daf es sich mit einem linearen Per-
zeptron nicht 16sen laftt. Man kann das PARITY-Problem der Dimension n aber mit einem
Multi-Layer-Perzeptron lésen, wobei meistens zwischen n (Rumelhart et al., 1986) und 2n
(Fahlman, 1989) versteckte Gewichte verwendet werden. Trotzdem ist das PARITY-Problem fiir
neuronale Netze ein schwieriges Problem. Fiir n = 2,...,8 wachsen die Trainingszeiten mit 4™
(Fahlman, 1989).

Der interessante Punkt bei Hyperpermutationsnetzwerken ist, daf man das PARITY-Problem
einfach serialisiert mit einem riickkgekoppelten Knoten trainieren kann. Man vermeidet dadurch
das Anwachsen der Netzdimension bei linger werdenden Eingangsvektoren.
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10.56.3 and

Beim AND-Problem sind die Verhéltnisse anders als beim XOR-Problem. Das AND in n Dimen-
sionen zeichnet sich dadurch aus, daf von den méoglichen 2" Eingangsvektoren einer, ndmlich
der mit ausschlieflich Einsen, von allen anderen Eingangsvektoren separiert werden muf. Wir
kénnen uns leicht ein Schwellwert-Neuron iiberlegen, das diese Aufgabe 16st: Das Neuron hat n
Einginge, alle Gewichte sind 1 und die Schwelle ist n. Dieses Neuron hat genau dann die Aus-
gabe 1, wenn alle Eingdnge den Wert 1 haben, sonst ist der Ausgang des Neurons 0. Die beiden
Klassen des AND-Problems sind also linear separierbar, womit das Problem fiir ein neurona-
les Netz (bzw. ein Neuron) geradezu pridestiniert ist und es von einem Neuron entsprechend
schnell (innerhalb einer Sekunde mit Backpropagation) gelernt wird.

Wie ist der Ressourcenverbrauch beim AND-Problem fiir ein Neuron bzw. einen HPN-
Knoten, ein baumartiges Hyperpermutationsnetz mit 2-Bit-Knoten und einen riickgekoppelten
Knoten? Tabelle 10.5.3 zeigt den Ressourcenverbrauch fiir das n-dimensionale AND-Problem
mit n € {2,4,8,2%}.

| Netzwerk | Neur. / HPN-Knoten | Gewichte / Tab.-Eintriige | Speicher |
Neuron 1 2 4 Byte
HPN-Knoten 1 4 4 Bit
HPN, baumartig 1 4 4 Bit
RHPN-Knoten 1 4 4 Bit
Neuron 1 4 16 Byte
HPN-Knoten 1 16 2 Byte
HPN, baumartig 2+1=3 3-4=12 12 Bit
RHPN-Knoten 1 4 4 Bit
Neuron 1 8 32 Byte
HPN-Knoten 1 256 32 Byte
HPN, baumartig 44+2+1=17 7-4=28 28 Bit
RHPN-Knoten 1 4 4 Bit
Neuron 1 2k 2F+2 Byte
HPN-Knoten 1 22" 92°-3 Byte
HPN, baumartig 2k —1 (28 —1)-4 | (2% —1)/2 Byte
RHPN-Knoten 1 4 4 Bit

Tabelle 10.1: Der Ressoucenverbrauch beim AND-Problem. Der vier Blocke zeigen die nétigen Ressour-
cen fiir n = {2,4,8,2*}. Lost man das AND-Problem mit nur einem riickkopplungsfreien
HPN-Knoten, wéchst der Speicherplatz mit n exponentiell an. Daher macht es fiir grofse-
re n nur Sinn, ein baumartigen HPN bzw. einen riickgekoppelten Knoten zu verwenden.
Das baumartige HPN braucht fiir n = 2¥ Eingangsbit 2¥ — 1 Knoten in Netz. Es wichst
also wie das Neuron linear mit der Zahl der Eingangsdimensionen n. Der riickgekoppelte
Knoten, der das Eingangsmuster seriell verarbeitet, wéchst bei steigender Dimension gar
nicht.
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11 Das T-C Problem

Auch das T-C Problem, urspriinglich von Rumelhart et al. (1986, Seite 348 ff.), wurde schon
als Testproblem fiir neuronale Netze verwendet, u.a. von Minsky und Papert (1988); Cowan
und Sharp (1988); Zagorski (1994) und McDonnel und Waagen (1993).

11.1 Was ist das T-C Problem?

Beim T-C Problem geht es darum, ein ‘I’ von einem ‘C’ zu unterscheiden, das an einer belie-
bigen Stelle auf einem Bild mit einer von vier moglichen Orientierungen auftritt. Die einzelnen
Pixel des Bildes sind zweiwertig, es gibt also nur ,Pixel gesetzt (schwarz)“ oder ,Pixel nicht
gesetzt (weif bzw. Hintergrund)®. Das ‘T’ und das ‘C’ zeigt Abbildung 11.1.

B o & B Hy ot %E:El

Abbildung 11.1: ‘T” und ‘C’ in ihren vier moéglichen Orientierungen. Jedes Zeichen besteht aus fiinf
Pixeln.

11.2 Die Ordnung des T-C Problems

Minsky und Papert verwenden den Begriff der Ordnung, um die Lokalitét eines Problems zu
quantifizieren. Dies soll hier kurz erldutert werden, um zu verstehen, warum das T-C Problem
nicht ganz einfach ist und es daher jwert ist zu studieren” (Terry Sejnowski). Die ,Erkennungs-
maschine, die Minsky und Papert untersuchten, ist das Perzeptron.

Sei nun X eine geometrische Figur (z. B. ein Quadrat) in der Ebene R?, also eine Teilmenge
der Punkte aus R?. Sei ¥(X) eine Boole’sche Funktion auf R?, ein sog. Pridikat. Mit Hilfe von
U(X) konnen wir etwas iiber die Eigenschaften von X erfahren. Einige Beispiele fiir Prédikate
sind:

1 falls X ein Kreis ist,
Vreis(X) = {0 sonst
1 falls X konvex ist,

0 sonst.

\I’konvex(X) - {

(p sei ein Punkt in R2.)

1 falls p in X ist,
0 sonst.

Das letzte Pradikat ist ein Beispiel fiir ein sehr lokales Pradikat: es bewertet nur einen Punkt p
in der Ebene. Das Perzeptron ist eine Schwellwertfunktion, die die Werte von mehreren (meist
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lokalen) Pridikaten ¢1,¢o,...,¢n (mit ¢;(Y) € {0,1} und Y C R?) gewichtet aufsummiert
und gegen einen Schwelle priift:

T(X) = {1 falls Y cq 0 0(X) > 0, aL1)

" 10 sonst.

Hierbei sind die o, die Gewichte und 6 ist die Schwelle.

Etwas vereinfacht gesagt gibt die Ordnung eines Unterscheidungsproblems die kleinste Pi-
xelanzahl an, die man fiir ein Prédikat ¢ € ® benotigt, um die zu unterscheidenden Muster mit
einem Perzeptron noch voneinander trennen zu kénnen. Dementsprechend gilt ein Problem fiir
ein Perzeptron als um so schwieriger zu lernen, je héher die Ordnung ist. Beispielsweise ist das
Problem, die beiden Muster in Abbildung 11.2 zu unterscheiden, von der Ordnung eins. Die bei-
den Muster haben namlich eine unterschiedliche Zahl schwarzer Pixel. Daher ist es ausreichend,
ein Pixel nach dem anderen lokal zu betrachten und die Zahl der gesetzten Pixel pro Muster
zu zéhlen. Dann lassen sich anhand dieser Zahl die beiden Muster voneinander unterscheiden.

' H

Abbildung 11.2: Unterscheidungsproblem der Ordnung eins. Die beiden Muster lassen sich dadurch
unterscheiden, dafs man die gesetzten Pixel z&hlt.

Das Unterscheidungsproblem in Abbildung 11.3 ist dagegen von der Ordnung zwei. Man
muft also mindestens Pixelpaare betrachen, um die beiden Muster unterscheiden zu koénnen.
Das linke Muster hat die Pixelpaare 2 x I und 1 x O 0. Dagegen hat das rechte Muster

die Pixelpaare 1 x I3, 1 x B O und 1 x I:h Die Haufigkeiten der lokalen Untermuster der
Ordnung n eines Musters heifit auch Spektrum der Ordnung n, hier also Spektrum der Ordnung
zwei. Sind wie in diesem Beispiel die beiden Spektren verschieden, lassen sich die beiden Muster
bereits innerhalb dieser Ordnung unterscheiden.

o

Abbildung 11.3: Unterscheidungsproblem der Ordnung zwei. Beide Muster haben drei Pixel. Daher
lassen sie sich nicht durch die Zahl der Pixel unterscheiden.

Bei allen Spektren mit einer Ordnung grofer als eins kann man nun noch weitergehen,
indem man fiir eine Unterscheidungsfunktion Translations- und Rotationsinvarianz fordert und
sich damit mehr auf die ,geometrische Eigenschaft (Minsky) eines Musters konzentriert. Das

bedeutet aber auch, das nun die Paare ED,H oder Eh, EF' etc. ununterscheidbar werden.

Betrachten wir nun das T-C Problem. Das ‘T’ 14t sich von dem ‘C’ weder im Spektrum der
Ordnung eins noch im Spektrum der Ordnung zwei unterscheiden, wie Abbildung 11.4 zeigt.
Man muf also zum Spektrum der Ordnung drei iibergehen, um die Muster voneinander tren-
nen zu kénnen. Konkret bedeutet das, ein Entscheidungskriterium muf mindestens Pizeltripel
zur Unterscheidung heranziehen. Daher ist das Erlernen eines Entscheidungskriteriums fiir ein
Problem hoherer Ordnung schwieriger als fiir ein Problem niedrigerer Ordnung.
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[ ] ] ] ]
L |
I & B B HY e
Spektrum der Ordnung eins: Alle Muster haben fiinf Pixel
Spektrum der Ordnung zwei: Alle Muster haben:
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Abbildung 11.4: Spektren der Ordnung eins und zwei von ‘T’ und ‘C’. Sie sind fiir alle acht Muster
gleich, weshalb man zur Unterscheidung mindestens zum Spektrum der Ordnung drei
iibergehen muf.

11.3 Trennung der ‘T’ von den ‘C’ mit einem riickgekoppelten
Knoten

Wie schon erwéhnt, sollen Bilder voneinander unterschieden werden, die an einer beliebigen
Stelle ein ‘T’ oder ‘C’ in einer der vier mdglichen Orientierungen enthalten, wie in Abbil-
dung 11.5 gezeigt. Ein riickgekoppelter Knoten soll also lernen, alle Bilder mit einem ‘T’ der
einen und alle Bilder mit einem ‘C’ der anderen Klasse zuzuordnen.

i
i

Abbildung 11.5: 8 x 8 Pixel grofes Bild, links ein rotiertes ‘T’ (‘I’-Bild), rechts ein rotiertes ‘C’ (‘C’-
Bild).

Zunichst stellt sich die Frage, wie man das zweidimensionale Bild serialisiert, um es dem
Knoten als Eingabe zu prisentieren. Die naheliegende Moglichkeit ist, das Bild wie in Ab-
bildung 11.6 zeilenweise abzuarbeiten und so einen 1 Bit breiten Datenstrom zu generieren.

Die Anordnung des riickgekoppelten Knotens ist nun so wie in Abbildung 11.7 skizziert:
Der Datengenerator erzeugt einen Datenstrom, der aus einem serialisierten Bild besteht. Pro
Zeittakt wird dem Knoten ein Bit {iber die erste Eingangsleitung zugefiihrt. Das Symbol am
Eingang des Knotens setzt sich aus den Werten der Eingangsleitungen x und den Werten
der riickgekoppelten Leitungen r zusammen. Bei jedem Zeittakt transformiert der Knoten das
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E = (0000111001000100

Abbildung 11.6: Serialisierung eines 4 x 4-Bildes. Eine Eins reprisentiert ein gesetztes Pixel, eine Null
ein nicht gesetztes Pixel.

Eingangssymbol mit Hilfe einer Hyperpermutation in ein Ausgangsmuster, welches er auf seine
Ausgangsleitungen schreibt.

r

Abbildung 11.7: Datengenerator G mit nachgeschaltetem riickgekoppeltem Hyperpermutationsknoten.
Der Datengenerator liefert zeilenweise die Bits des Bildes, die in den riickgekoppelten
Knoten als Eingangsdaten gehen. Jede Leitung in dem Bild entspricht einer oder meh-
reren Leitungen im Modell. Die Eingangsleitung(en) mit einem stilisierten Erdungs-
symbol sind Blindbits.

Die Klassifikation lduft nun folgendermafsen ab: Wenn der Knoten startet, sind alle riick-
gekoppelten Leitungen gleich null, nur die Eingangsleitung hat den Wert des ersten Bits des
Bildes. Nun werden alle Bits des Bildes nacheinander vom Knoten verarbeitet, dann wird das
System angehalten. Den Zustand, in dem sich die riickgekoppelten Leitungen jetzt befinden,
bezeichnen wir als Endzustand. Wir bekommen also fiir jedes Bild genau einen Endzustand.
Wir konnen zwei Bilder genau dann unterscheiden, wenn sie zu zwei verschiedenen Endzustén-
den fithren. In der Lernphase werden wir die Knotentabelle so organisieren, daf die ‘T’-Bilder
andere Endzusténde liefern als die ‘C’-Bilder. Der Knoten soll also fiir verschiedene Klassen in
verschiedenen Unterrdumen des Zustandsraums anhalten. Das Training wurde wie im vorheri-
gen Abschnitt durchgefiihrt, in dem die kalte Nettoinformation minimiert wurde.

11.4 Ergebnisse

Es wurden verschiedene Fenstergréfen von 3 x 3 bis 20 x 20 Pixel getestet. Tabelle 11.1 zeigt
einige ausgewdhlte Bild- und Knotengrofen, wobei die Klassifikation der ‘I’- und ‘C’-Bilder
immer fehlerfrei war.

‘ Fenstergrofe ‘ Riickkopplungen ‘ Blindbits ‘ Gesamtzahl Bilder ‘ Gesamtzahl Bits ‘

4x4 2 2 32 512
6x6 3 1 128 4608
16x16 4 1 1568 401408

Tabelle 11.1: Knotengrofen fiir verschiedene Bildgrofen des T-C Problems. Die Spalte ,Gesamtzahl Bil-
der” gibt an, wieviele verschiedene ‘T’- bzw. ‘C’-Bilder bei einem n x n -Fenster {iberhaupt
moglich sind. Die Spalte ,Gesamtzahl Bit“ zeigt die Groke des kompletten Datenstroms
in Bit.
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11.5 Vergleich mit neuronalen Netzen

Bei den Experimenten zeigte sich, dafs ein Knoten mit nur zwei riickgekoppelten Leitungen
in der Lage war, verschieden grofie “I’- und ‘C’-Bilder fehlerfrei zu klassifizieren, wenn die
Seitenldnge der Bilder eine ungerade Pixelanzahl hatte. Daf diese Beobachtung Allgemeingiil-
tigkeit hat, zeigt uns

Satz 10. Sei M eine Menge mit ‘T’- und ‘C’-Bildern verschiedener Grofien im Sinne des
T-C Problems, wobei die Seitenldnge der Bilder 2n 4+ 1 mit n > 2 ist. Ein rickgekoppelter
HPN-Knoten erhdlt die Bilddaten, indem die Bilder serialisiert in ein FEingangsbit des Kno-
tens eingespeist werden. Dann ist ein rickgekoppelter Knoten mit der richtigen Knotentabelle
und zwei rickgekoppelten Leitungen in der Lage, alle ‘T’- und ‘C’-Bilder aus M korrekt zu
klassifizieren.

Beweis. Es gibt vier verschiedene “I’- und vier verschiedene ‘C’-Orientierungen der Seitenlédnge
2n + 1 und pro Orientierung (2n + 1 — 2)? verschiedene Positionen. Wir unterteilen die Bilder
nach den vier verschiedenen ‘T’- und vier verschiedenen ‘C’-Orientierungen fiir alle n > 2. Jetzt
haben wir nur noch acht verschiedene Fille, fiir die wir in Tabelle 11.2, zeigen, daf die zwei
riickgekoppelten Leitungen eines Knotens fiir die “T’-Bilder in einem anderen Zustand anhalten
als fiir die ‘C’-Bilder, wenn die Knotentabelle

T |y
000 | 00
001 | 01
010 | 10
011 | 11
100 | 11
101 | 01
110 | 10
111 | 00

ist. Da jedes Ausgangsbitmuster zwei mal auftritt, kommt der Knoten ohne Blindbits aus. Das
dritte Ausgangsbit ist nicht aufgefiihrt, da es hier nicht benétigt wird. Die Knotentabelle wurde
durch Training ermittelt. O

11.5 Vergleich mit neuronalen Netzen

Die bisher durchgefiihrten Experimente zum T-C Problem wurden mit neuronalen Netzen
durchgefithrt. Rumelhart et al. (1986) und Cowan und Sharp (1988) verwendeten zum Trai-
ning ihrer neuronalen Netze rezeptive Felder. Die Zahl der versteckten Neuronen war bei einer
Seitenléinge der Bilder von z Pixeln jeweils (z — 2)?. Leider gaben die Autoren keine weiteren
Daten zum Training an, nur, daf die acht Trainingsbilder 5000 — 10000 mal présentiert wurden,
bevor die neuronalen Netze das T-C Problem gelernt hatten.

McDonnel und Waagen (1993) und Zagorski (1994; 1998) haben dagegen zum Training des
T-C Problems genaue Angaben gemacht. Dabei beschriankten sich die Autoren auf das T-C Pro-
blem mit Bildern einer Seitenlinge von vier Pixeln. Diese Beschrinkung kam dadurch zustande,
dak die Zahl der Eingangsneuronen eines voll verbundenen neuronalen Netzes quadratisch mit
der Seitenldnge der Bilder wéchst.

Wiirden wir nun den riickgekoppelten HPN-Knoten mit einem voll verbundenen neurona-
len Netz vergleichen, das das T-C Problem l6sen kann, wire das neuronale Netz aufgrund der
16 Eingangs- und 16 versteckten Neuronen viel grofer, als der riickgekoppelte Knoten. Daher
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11 Das T-C Problem

Tabelle 11.2: Haltezusténde fiir ‘T’- und ‘C’-Bilder mit ungerader Seitenldnge. Jeder der acht Blocke
der Tabelle zeigt eine der moglichen Orientierungen. In der obersten Zeile eines Blockes
stehen die Eingangsbitmuster, die fiir das serialisierte Bild entstehen. Die Zeile ,N* gibt
an, wie oft hintereinander das dariiber stehende Eingangsbitmuster auftritt. Dabei steht
,u fiir eine ungerade und ,,g* fiir eine gerade Zahl. Die Zeile ,,Z“ gibt an, welchen Zustand
die riickgekoppelten Leitungen haben, wenn das dariiber stehende Eingangsbitmuster ver-
arbeitet worden ist. Wie wir sehen, ist der Haltezustand der riickgekoppelten Leitungen in
der rechten Spalte fiir die ‘T’- und ‘C’-Bilder verschieden. Das Bild oberhalb der Tabelle
zeigt den Ubergangsgraphen der riickgekoppelten Zustiinde, Start ist im Zustand 0. Die
Zahlen an den Kanten geben den Wert des Eingangsbits an. Die Dicke der Kanten zeigt,
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N [>0 1 >0
Z 0 0 0 1 2 1 1/2/3

wie oft eine Kante auf den Trainingsdaten durchlaufen wurde.




11.5 Vergleich mit neuronalen Netzen

vergleichen wir den riickgekoppelten Knoten mit neuronalen Netzen, bei denen schon mit ei-
nem Pruning-Verfahren nicht bendtigte Neuronen entfernt wurden. Abbildung 11.8 zeigt drei
verschiedene Netzwerktopologien und Tabelle 11.5 die Zahl der Gewichte pro Netzwerk.

‘ Netzwerk H Topologie ‘ Gewichte ‘ Speicher (Byte) ‘
a) MLP voll verb. 16-16-1 288 1152
b) MLP aus McDonnel und Waagen (1993) 15-7-1 60 240
¢) MLP aus Zagorski (1994) 10-2-1 27 108
d) HPN-Knoten 2 Riickk. | 8 Tab.-Eintr. 2

Tabelle 11.3: Zahl der Gewichte von MLPs zur Losung des T-C Problems der Seitenlédnge vier. Wer-
den die Gewichte als Gleitkommazahlen mit einfacher Genauigkeit gespeichert, benétigt
ein Gewicht vier Byte Speicherplatz. Das kleinste neuronale Netz kommat damit auf 108
Byte Speicherplatz fiir die Gewichte. Ein riickgekoppelter HPN-Knoten braucht fiir das
T-C Problem nur zwei Riickkopplungen. Die Knotentabelle hat 8 Eintrige mit je zwei Bit,
der Speicherplatz betrdgt somit 16 Bit = 2 Byte. Bei Bildern mit ungerader Seitenlin-
ge kommt der riickgekoppelte HPN-Knoten sogar fiir beliebige Bildgréfien nur mit zwei
Riickkopplungen aus.

Wir sehen hier unmittelbar, dafs sich fiir bestimmte Probleme eine diskrete riickgekoppelte
Stuktur vorteilhaft erweist:

1. Die Stuktur ist sehr klein und kompakt.

2. Sie kann Merkmalsvektoren, in diesem Fall serialisierte Bilder, verschiedener Lénge ver-
arbeiten. Werden die Merkmalsvektoren ldnger, muf die riickgekoppelte Stuktur nicht
notwendigerweise mitwachsen.
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a) 16-16-1

ONONONONONONONONONONONS

b) 15-7-1

IRERERERR!

c) 10-2-1

TPIYRY

Abbildung 11.8: Drei neuronale Netze zur Losung des T-C Problems. Netzwerk a) ist das normale
vollverbundene MLP mit einer versteckten Schicht. Netzwerk b) wurde vom Pruning-
Algorithmus aus McDonnel und Waagen (1993) und Netzwerk ¢) vom Pruning-
Algorithmus aus Zagorski (1994) gefunden (Abbildung aus (Zagorski, 1994)).
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12 Die Sitzbelegungserkennung

In diesem Kapitel trainieren wir ein riickgekoppeltes Hyperpermutationsnetzwerk mit realen
Daten und vergleichen es mit klassischen Ansétzen.

12.1 Das Anwendungsszenario

Bei dieser Anwendung geht es um den Airbag, der in den meisten modernen PKWs zumindest
auf der Fahrer- und Beifahrerseite eingebaut wird.

12.1.1 Der Airbag

Die Aufgabe eines Airbags ist, bei einem Unfall die Insassen vor einer Kollision mit harten
Gegenstinden des Fahrzeuginnenraums, z. B. dem Lenkrad, zu schiitzen. In der Anfangszeit
des Airbags gab es den Airbag nur auf der Fahrerseite. Beim Fahrer-Airbag ist die Steuerung
zur Auslésung des Airbags relativ einfach: Wenn Sensoren am Fahrzeug melden, das es zu einem
Unfall kommt, wird die Treibladung des Airbags geziindet und der Airbag blast sich auf.

Auf der Fahrerseite ist man sich sicher, dafs dort ein Mensch sitzt, wenn das Fahrzeug
gefahren wird. Beim Airbag auf der Beifahrerseite ist die Lage komplizierter. Dort kann auch
ein Mensch sitzen, ebenso kann der Beifahrersitz aber auch leer sein, oder es kann ein Kind in
einem Kindersitz darauf festgeschnallt sein. Befindet sich auf dem Beifahrersitz ein Kindersitz,
kann es fiir das Kind wichtig sein, daf sich der Airbag trotz eines Unfalls nicht aufbldst. Denn
der Airbag ist dafiir ausgelegt, den Kopf eines Erwachsenen zu schiitzen. Dadurch ist er aber
wegen der anderen Geometrie gleichzeitig nicht in der Lage, ein in einem Kindersitz liegendes
Kind zu schiitzen. Im schlimmsten Fall konnte er es sogar verletzen. Je nach Belegung des
Beifahrersitzes ergeben sich fiir eine Unfallsituation folgende Vorgaben:

e Beifahrersitz ist leer: Der Airbag sollte nicht geziindet werden. Diese Forderung ergibt sich
aus der Tatsache, daf jede Ziindung eines Airbags Schiden am Innenraum des Fahrzeugs
verursacht. Daher sollte man ihn nur dann ziinden, wenn es nétig ist. Es ist aber nicht so
schlimm, wenn er bei leerem Beifahrersitz trotzdem geziindet wird.

e Auf dem Beifahrersitz sitzt ein Erwachsener: Der Airbag mufs auf jeden Fall geziindet
werden.

e Auf dem Beifahrersitz befindet sich ein Kind liegend in einem Kindersitz: Der Airbag darf
auf keinen Fall geziindet werden.

Ein Fahrzeug mit Beifahrer-Airbag sollte also die Moglichkeit haben, diesen abzuschalten.
Normalerweise wird eine solche Abschaltung manuell vorgenommen, der Airbag wird mit
einem Schalter ein- und ausgeschaltet. Eine manuelle Abschaltung hat aber den Nachteil, daf
sie vergessen werden kann. Daher wird schon seit lingerem daran gearbeitet, diese Abschal-
tung automatisch vorzunehmen. Ein schon praktiziertes Verfahren ist, daf sich ein Kindersitz
iiber Funk ,beim Fahrzeug meldet“ und die Abschaltung veranlafst. Dazu mufs aber ein solcher
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spezieller Kindersitz vorhanden sein. Wir werden die Méglichkeit verfolgen, die Art der Person
auf dem Beifahrersitz automatisch zu erkennen, so daf das Fahrzeug den Airbag von selbst
abschalten kann.

12.1.2 Die Hardware

Die Hardware am Anfang des Erkennungsprozesses ist der Sensor. Um zu erkennen, wer oder was
sich auf dem Beifahrersitz befindet, benotigen wir einen Sensor, der die Untschiede zwischen
einem leeren Sitz, einem Erwachsenen und einem Kindersitz prinzipiell erfassen kann. Von
Mercedes wurde zu diesem Zweck ein achtstrahliger Infrarotsensor ausgewihlt, der mit jedem
seiner acht Strahlen Entfernungen messen kann. Dieser Sensor ,sieht“ von der Sonnenblende
auf den Beifahrersitz herab und mifst das Entfernungprofil dessen, was sich gerade auf dem
Beifahrersitz befindet. Die Entfernung gibt der Sensor pro Kanal auf einem sechs Bit breiten
Datenausgang aus. Jede Messung besteht damit aus acht Datenworten mit sechs Bit Auflésung.
Mit diesem Sensor wurden bei Mercedes in einem Fahrzeug Trainingsdaten generiert, indem die
Mefwerte des Sensors fiir den leeren Sitz, Kinder in Kindersitzen und verschiedene Erwachsene
auf dem Sitz aufgezeichnet wurden.

Die vorgegebenen Randbedingungen fiir die Hardware des Erkennungsprozesses selbst waren
sehr restriktiv. Es gab die Randbedingung, daft sowenig RAM wie mdéglich verwendet werden
sollte, maximal aber wenige hundert Byte. Dies lag daran, daf die sog. Sitzbelegungserken-
nung nicht auf einer eigenen Hardware, sondern auf einer schon bestehenden Hardware als
zusétzliches Modul laufen sollte. Der auf der Hardware integrierte Prozessor beherrschte nur
Ganzzahlarithmetik mit 8 bzw. 16 Bit. Daraus ergab sich das Ziel, die Erkennungsaufgabe als
solche moglichst gut zu l6sen, gleichzeitig aber den Ressourcenverbrauch so gering wie moglich
zu halten. Denn selbst ein Erkennungssystem, das die Aufgabe perfekt 16st, hilft nicht weiter,
wenn es nicht in die vorgegebene Hardware pafst.

12.2 Training des riickgekoppelten Netzwerks

Im Prinzip wurde wie in den schon vorgestellten Beispielen trainiert, nur daf es sich diesmal um
reale Daten handelte. Da wir die globale Netzstatistik zum Training verwendet haben, konnten
wir, so wie in Abschnitt 9.1.2.2 auf Seite 123 beschrieben, bei der Kostenfunktion zusétzlich
zur kalten Nettoinformation die Fehlerrate mit einfliefen lassen.

12.2.1 Die Trainingsdaten

Die Trainingsdaten bestanden aus 4195 Lern- und 2096 Testdatenvektoren. Jeder Datenvektor
bestand aus acht natiirlichen Zahlen mit sechs Bit Auflosung, z. B. (14,9,17,28,11,8,12,3),
wobei jede Zahl fiir die gemessene Entfernung eines Sensorstrahls steht. Die Daten waren ur-
spriinglich in fiinf Klassen aufgeteilt, wobei drei Klassen verschiedene Variationen von Kinder-
sitzen waren. Bei zwei der drei Kindersitz-Klassen sitzt das Kind mit dem Gesicht nach vorne,
bei einer Kindersitz-Klasse liegt das Kind auf dem Riicken mit dem Kopf nach vorne im Kinder-
sitz. Da der Airbag auch auslésen soll, wenn das Kind mit dem Gesicht nach vorne sitzt, wurden
diese zwei Kindersitz-Klassen und die Erwachsenen-Klasse zu einer neuen ,,Erwachsenen-Klasse®
zusammengelegt, so dafs die drei Klassen ,Leer”, JErwachsener und ,Kindersitz* trainiert wur-
den. Die Zahl der Lern- und Testdatenvektoren teilten sich folgendermafien auf die drei Klassen
auf:
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‘ Klasse H Lerndaten ‘ Testdaten ‘
Leer 244 122
Erwachsener 1352 674
Kindersitz 2600 1300

12.2.2 Parallele Verarbeitung gleichrangiger Bits verschiedener Sensoren

Es wurden hauptséachlich zwei verschiedene Netzwerktopologien trainiert, die sich in der zeitli-
chen Verarbeitung der Datenbits unterschieden. Die parallele Verarbeitung gleichrangiger Bits
verschiedener Sensoren bedeutet folgendes: Beim ersten Zeittakt der Verarbeitung eines Daten-
vektors wird von jeder der sechs Bit breiten Zahlen des Datenvektors das hochstwertige Bit in
das RHPN eingespeist. Beim ersten Takt verarbeitet des RHPN also die acht héchstwertigen
Bits der Sensoren. Beim néchsten Takt wird das dem hochstwertigen Bit folgende Bit vom
RHPN verarbeitet. Dies wird fortgefiihrt, bis auch das letzte Bit von Netz verarbeitet wurde.
Dann geht, wie iiblich, der Zustand der Ausgangsleitungen des Netzwerks in die Traininsstati-
stik ein. Eine der untersuchten Netztopologien fiir diese Art der Serialisierung wurde schon in
Abbildung 9.1 auf Seite 122 gezeigt.

Das eigentliche Training wurde sowohl mit der stochastischen Richtungswahl als auch mit
Simulated Annealing vorgenommen. Es zeigte sich, daf bei riickgekoppelten HPN die stocha-
stische Richtungswahl um eine Grofenordnung langsamer als Simulated Annealing ist. Das
liegt daran, daf Simulated Annealing gleich auf den deterministischen Knotentabellen operiert
und sich die bei der kontinuierlichen Optimierung auftretenden Matrizenmultiplikationen spa-
ren kann. Da sich die Giiten der trainierten Netze in der Regel kaum unterschieden, wurden
nach anfinglichen Tests beider Verfahren die weiteren Optimierungen nur noch mit Simulated
Annealing durchgefiihrt.

Simulated Annealing findet ein globales Minimum nach der Theorie nur dann mit Wahr-
scheinlichkeit Eins, wenn die Zahl der Iterationen gegen Unendlich geht. Nun kann man nicht ,so
lange waren“, weswegen man stattdessen den Algorithmus abbricht, wenn die Kostenfunktion
eine bestimmte Zahl von Iterationen nicht mehr kleiner wird. Bei den gewéhlten Parametern
dauerte ein Optimierungslauf um die 30 Minuten. Um nun eine Aussage iiber die Lage der
erreichten Minima zu erhalten, wurde die Optimierung von verschiedenen Startpunkten aus
wiederholt laufen gelassen. Bei 300 Optimierungsldufen war der Median der Fehlerrate auf
den Lerndaten bei 2.89%. Abbildung 12.1 zeigt den Trainingslauf des besten Netzwerks. Die
Topologie des besten Netzwerks zeigt Abbildung 12.2.

Die Fehlerraten, die Vertauschungsmatrix und die klassenspezifischen Riickschlufswahrschein-
lichkeiten waren

e Fehlerraten: Lerndaten: 2.65%, Testdaten: 2.53%

e Vertauschungsmatrizen V:

Lerndaten Testdaten
| L] E] K | L] E] K
L || 236 8 0 L || 121 1 0
E 7 | 1302 43 E 3| 648 23
K 8 45 | 2547 K 6 20 | 1274

Die Zeilen- und Spaltenbezeichnungen stehen fiir leer (L), Erwachsener (E) und Kindersitz
(K). Ein Matrixelement v;; der Vertauschungsmatrix gibt die Zahl der Datenvektoren an,
die zur Klasse 7 gehéren und in die Klasse j klassifiziert wurden.
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0.8

0.6 r i

Kostenfunktion / Fehlerraten

0 50000 1e+05 1.5e+05 2e+05
Funktionsaufrufe

Abbildung 12.1: Kostenfunktion und Fehlerraten bei der Sitzbelegung. Die obere durchgezogene Linie
ist die Kostenfunktion. Thre Schwankungen sind am Anfang der Optimierung mit Si-
mulated Annealing noch stark und nehmen zum Ende der Optimierung immer mehr
ab. Die unteren beiden Kurven sind die Fehlerraten auf den Lerndaten (durchgezogene
Linie) und auf den Testdaten (gestrichelte Linie). An diesem Beispiel kann man schén
sehen, daft das RHPN lernt, von den Trainingsdaten auf die Testdaten zu generalisieren.
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Abbildung 12.2: Topologie des besten riickgekoppelten HPNs zur parallelen Verarbeitung gleichrangiger
Bits verschiedener Sensoren. Jeder Knoten hat drei Riickkopplungen. Das Netz hat
drei Ausgangsbits, weshalb acht mdogliche Ausgangszustinde auftreten konnen. Die
gestrichelten Ausgangsbits der Knoten werden nicht beachtet.

e Klassensperzifische Riickschlufwahrscheinlichkeiten:

L E K | BW
Ausgangszustand

0 94 | 279 | 3.19 | 5.98
1 0.365 | 99.6 0| 6.53
2 0] 429 | 95.7] 128
3 01]0619 | 994 | 424
4 0| 3.26| 96.7 | 6.58
5 1.47 90 8.5 | 8.13
6 0| 99.3|0.711 | 10.1
7 0.629 | 95.3 | 4.09 | 7.58

In den Spalten L, E, und K stehen die klassenspezifischen Riickschluffwahrscheinlichkei-
ten und in der Spalte BW steht die relative Besuchshéufigkeit eines Zustands, jeweils in
Prozent. Beispielsweise hielt das RHPN fiir 42.4% der Trainingsdaten im Zustand 3 an,
der eine Riickschlufswahrscheinlichkeit von 99.4% auf die Klasse ,Kindersitz* hat. Wenn
wir nun z.B. eine Mindestentscheidungssicherheit von 95% forderten, wiirden wir alle
unbekannten Eingangsdaten zuriickweisen, die in einen Zustand mit einer Riickschlufs-
wahrscheinlichkeit kleiner als 95% fallen. Dann miifte man z. B. einen weiteren Sensor
zur Entscheidung heranziehen.
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12.2.3 Parallele Verarbeitung der Datenbits eines Sensors

Die andere Moglichkeit zur Serialisierung eines Datenvektors besteht darin, jeweils alle Bits ei-
nes Sensorstrahls gleichzeitig, dafiir aber die Sensorstrahlen nacheinander zu verarbeiten. Es ist
kaum vorherzusagen, welche Topologie bessere Ergebnisse bringt, weshalb beide Mdoglichkeiten
getestet wurden.

Diese und die eben vorgestellte Topologie unterscheiden sich vor allem in der Variierbarkeit
der Auflésung bzw. der Zahl der Sensoren. Verarbeitet man jeweils einen Sensor nach dem ande-
ren, ist es problemlos moglich, die Zahl der Sensoren zu verdndern, ohne auch die Topologie des
Netzwerks dndern zu miissen. Verarbeitet man dagegen die einzelnen Bits der Sensoren nach-
einander, so kann die Zahl der Bits pro Entfernungszahl ohne Anderung der Netzwerktopologie
verdndert werden.

Auch bei dieser Verarbeitung der Eingangsdaten wurden wieder verschiedene Trainingsldufe
durchgefiihrt. Bei 150 Optimierungsldufen war der Median der Fehlerrate auf den Lerndaten
bei 5.6%. Abbildung zeigt 12.3 den Trainingslauf des besten Netzwerks und Abbildung 12.4 die
Topologie des besten Netzwerks.

0.8

0.7

0.6

0.5

0.4

0.3

Kostenfunktion / Fehlerrate

0.2

0.1

0 1le+05 2e+05 3e+05
Funktionsaufrufe

Abbildung 12.3: Kostenfunktion und Fehlerraten bei der Sitzbelegung. Die obere durchgezogene Linie ist
die Kostenfunktion. Die unteren beiden Kurven sind die Fehlerraten auf den Lerndaten
(durchgezogene Linie) und auf den Testdaten (gestrichelte Linie). Hier ist die Fehlerrate
auf den Trainingsdaten etwas geringer als auf den Testdaten.

Die Fehlerraten und die Vertauschungsmatrix waren
e Fehlerraten: Lerndaten: 2.91%, Testdaten: 3.77%

e Vertauschungsmatrizen V':
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Abbildung 12.4: Bestes SRHPN zur parallelen Verarbeitung der Datenbits eines Sensors. Von der ersten
zur zweiten Netzwerkschicht werden von jedem Knoten zwei Bit weitergereicht. Es kon-
nen wieder acht mogliche Ausgangszustinde auftreten. Die gestrichelten Ausgangsbits
der Knoten werden nicht beachtet

Lerndaten Testdaten
| L] E[] K | L] E] K
L || 228 16 0 L || 120 2 0
E 8 | 1306 38 E 6 | 635 33
K 5 55 | 2540 K 2 36 | 1262

Die Zeilen- und Spaltenbezeichnungen stehen fiir leer (L), Erwachsener (E) und Kindersitz
(K).

e Klassenspezifische Riickschluffwahrscheinlichkeiten:

L E K BW
Ausgangszustand

0 0 0| 100 | 0.0477
1 0] 1.37 | 98.6 61.4
2 0 40 60 | 0.001
3 0| 14.3 | 85.7 | 0.0954
4 0 0| 100 | 0.238
5 1.17 |1 94.8 | 4.01 32
6 94.6 | 3.32 | 2.07 6.1
7 0| 100 0 | 0.0954

In den Spalten L, E, und K stehen die klassenspezifischen Riickschluffwahrscheinlichkei-
ten und in der Spalte BW steht die relative Besuchshiufigkeit eines Zustands, jeweils
in Prozent. Sortieren wir so wie in Abbildung 12.5 die Zustdnde nach ihren Riickschluf-
wahrscheinlichkeiten, konnen wir sehen, wieviel Prozent der Trainingsdaten mit welcher
Sicherheit klassifiziert werden.
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RickschluBwahrscheinlichkeit

Abbildung 12.5:
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Riickschlufswahrscheinlichkeiten der Trainigsdaten. Die durchgezogene Linie zeigt die
Riickschlufiwahrscheinlichkeiten des RHPNs aus dem vorherigen Abschnitt, die gestri-
chelt Linie die Riickschlufwahrscheinlichkeiten des RHPNs aus diesem Abschnitt. Wir
sehen, wieviel Prozent der Trainingsdaten mit welcher Sicherheit klassifiziert werden.
Beispielsweise werden von dem RHPN aus dem vorherigen Abschnitt knapp 60% der
Trainingsdaten mit einer Sicherheit von mindestens 99% klassifiziert. Wir konnen in
dieser Darstellung genau sehen, auf wieviel Prozent der Trainingsdaten das in diesem
Abschnitt trainierte RHPN eine geringere Riickschlufiwahrscheinlichkeit hat.
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12.3 Vergleich mit Supportvektor-Maschine,
Polynomklassifikator und neuronalem Netz

Im Rahmen des Projektes wurden von Kollgegen auch andere Verfahren untersucht, um die-
ses Klassifikationsproblem zu l6sen (Kienzle, 1998). Hierbei wurden die starken Hardwarebe-
schriankungen zunéchst nicht beriicksichtigt, sondern auch Verfahren getestet, die eigentlich
die Hardwarebeschrénkungen iiberschritten. Seitens der Auftraggeber wurden die Hardwarebe-
schrankungen folgendermafen formuliert: Fiir die Klassifikation der Daten stehen nur wenige
Hundert Byte Speicherplatz und ein einfacher Ganzzahlprozessor zur Verfiigung. Untersucht
wurden viele verschiedene Variationen der folgenden Klassifikationsansitze:

Supportvektor-Maschine: Getestet wurden Supportvektor-Maschinen mit Trennfunktionen vom
Grad G = [2, 3, 4], wobei eine Supportvektor-Maschine mit dem Grad 3 das beste Ergebnis
lieferte.

Polynomklassifikator: Von den untersuchten Polynomklassifikatoren mit dem Grad G = [2, 3, 4]
war ein Klassifikator mit dem Grad 4 am besten.

Neuronales Netz: Je nach gewihlter Topologie zeigten die untersuchten neuronalen Netze un-
terschiedliche Erkennungsraten. Die untersuchten Topologien waren u. a. : 8-5-4-3, 8-7-7-3,
8-11-11-3, 8-10-3. Das beste Netz hatte die Topologie 8-11-11-3.

Tabelle 12.1 zeigt die besten der untersuchten Ansétze im Vergleich mit dem besten RHPN aus
Abschnitt 12.2.2, ihre Fehlerraten, ihren Speicherplatzverbrauch fiir die freien Parameter und
die bendtigte Trainingszeit.

| Klassifikator | FLin % | FT in % | Groke in Byte | Trainingszeit (min) |
Supportvektor-Maschine 0.24 1.38 1980 ca. 15
Neuronales Netz 1.14 1.86 968 15
Polynomklassifikator 1.15 2.15 5940 12
RHPN 2.65 2.53 120 30

Tabelle 12.1: Fehlerraten, Speicherplatz und Trainingszeiten fiir verschiedene Klassifikationsverfahren.
FL ist die Fehlerrate auf den Trainingsdaten und FT die Fehlerrate auf den Testdaten.
Der Speicherplatz fiir die oberen drei Verfahren wurde mit der Annahme von vier Byte
pro Gleitkommaparameter berechnet. Es wurde also schon davon ausgegangen, daf die
Verfahren sparsam mit Speicherplatz umgehen, da normalerweise Gleitkommazahlen mit
acht Byte abgespeichert werden. Beim RHPN kann man den Spreicherplatz direkt aus der
Zahl und Gréfe der Knotentabellen berechnen (6-2°/2+2°-6/8 = 120 Byte). Die Fehler-
raten werden von unten nach oben immer kleiner, die Supportvektor-Maschine schneidet
am besten ab. Der benétigte Speicherplatz variiert stark bei den verschiedenen Verfahren.
Das riickgekoppelte Hyperpermutationsnetzwerk braucht mit 120 Byte acht mal weni-
ger Speicher als das neuronale Netz. Aufierdem bendtigt es als einziges Verfahren wegen
der Arithmetikfreiheit fiir die Klassifikation der Daten keinen Prozessor. Dafiir ist seine
Fehlerrate geringfiigig grofer.

Tabelle 12.1 zeigt, daf es von dem Einsatzgebiet abhéngt, welches Klassifikationsverfah-
ren am geeignetsten ist. Hat man ,unbegrenzt“ Ressourcen zur Verfiigung, z. B. eine moderne
Workstation, so kann man sich z. B. fiir das Klassifikationsverfahren entscheiden, das die klein-
ste Fehlerrate hat.

Hat man es dagegen mit starken Beschrinkungen der Hardware zu tun, so wie es beim
Einsatz im Serienfahrzeug fast immer der Fall ist, scheiden einige Verfahren von vornherein aus
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12 Die Sitzbelegungserkennung

und man kann ein Verfahren wie das riickgekoppelte Hyperpermutationsnetzwerk aufgreifen,
um das Klassifikationsproblem zu l6sen. Neben der Klassifikation liefert einem das RHPN auch
die klassenspezifischen Riickschluffwahrscheinlichkeiten eines unbekannten Datenvektors, so dafs
fiir jeden Datenvektor auch die Sicherheit der Klassifikation bekannt ist. Im Falle des RHPN
,bezahlt“ man die extrem geringe Gréfe und die Moglichkeit, auf einen Prozessor ganz zu
verzichten, mit einer etwas hoheren Fehlerrate.

Um die Fehlerraten der verschiedenen Verfahren fiir den Einsatz im Fahrzeug weiter zu
senken, sollte ein anderer, besser geeigneter Sensor eingesetzt werden.
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13 Zusammenfassung

In dieser Arbeit haben wir untersucht, ob und wie man riickgekoppelte Hyperpermutations-
netzwerke trainieren kann, um damit Aufgaben der maschinellen Wahrnehmung mit méglichst
wenig Ressourcen zu losen. Die Forderung nach einer mdoglichst ressourcensparenden Losung
von Wahrnehmungsaufgaben kommt aus dem Bereich der Serienprodukte, in unserem Fall han-
delte es sich um Automobile. Bei der Produktion eines Fahrzeugs wird um jede Mark gerungen,
so daf ein Ansatz zur maschinellen Wahrnehmung, der keinen Prozessor bendtigt, besonders
interessant ist. Ein Hyperpermutationsnetzwerk (HPN) kommt ohne Prozessor aus, weil es sich
um ein Netzwerk aus Tabellen handelt, deren Inhalt beim Prozessieren der Daten nur nachge-
schlagen werden und nicht arithmetisch verarbeitet werden muf.

Da wir in dieser Arbeit einen statistischen Ansatz untersucht haben, wurden als bereits
bekannte Anséitze zur statistischen Mustererkennung neuronale Netze vorgestellt, da sie in der
statistischen Mustererkennung sehr hiufig eingesetzt werden. Besonderes Augenmerk wurde
dabei auf RAM-basierte neuronale Netze gerichtet, die wie HPNs diskrete Ansétze zur stati-
stischen Mustererkennung sind. Bei der formalen Einfithrung der Hyperpermutationsnetzwerke
haben wir die statischen und dynamischen Eigenschaften von HPNs untersucht und unter an-
derem gezeigt, daf man mit Hilfe eines HPNs mit Knoten einer Dimension d < 3 jede Funktion
B™ — B" realisieren kann. Das Konzept des Produktraums hat es uns ermoglicht, die durch
ein HPN realisierte Funktion als lineare Abbildung zu verstehen, wodurch sich das Optimie-
rungsproblem kontinuisieren lieft. Der Vergleich mit vorhandenen mathematischen Modellen
hat gezeigt, dal Hyperpermutationsnetzwerke von ihrer Architektur, nicht aber von ihren dy-
namischen Eigenschaften, den Reversible Computing Netzen von Toffoli (1980a) am dhnlichsten
sind. Im Gegensatz gerade zu den jiingeren Ansétzen aus dem Bereich der RAM-basierten neu-
ronalen Netze muft man bei Hyperpermutationsnetzwerken keine Kompromisse eingehen, wenn
es um die Hardware-Realisierbarkeit geht, da fiir ein HPN ausschlieflich Lookup-Tabellen be-
notigt werden. Da der Ausgang eines Hyperpermutationsnetzwerks mehrere binére Leitungen
umfafst, lassen sich auf Grund der verschiedenen Ausgangszustéinde eines HPNs die klassen-
spezifischen Riickschlufwahrscheinlichkeiten der Trainingsdaten im Gegensatz zu den meisten
RAM-basierten neuronalen Netzen wihrend des Trainings ermitteln. Dies ermdglicht uns, wih-
rend des ,Betriebs“ des HPNs als Klassifikator nicht nur die Klassenzugehorigkeit unbekannter
Daten, sondern auch die Sicherheit, mit der die Entscheidung getroffen worden ist, zu ermitteln.

Um ein statistisches Verfahren zur Mustererkennung trainieren zu kénnen, mufs man not-
wendigerweise eine Giite- bzw. Kostenfunktion definieren, die die Giite eines Mustererkennungs-
systems quantifiziert. Wir haben zu diesem Zweck die sog. Information (nicht die Shannon’sche
Information) eingefiihrt. Sie quantifiziert, wieviele fiir die Aufgabe relevante Unterschiede in
den Eingangsdaten nach der Datenreduktion mit einem HPN am Ausgang des Netzwerks noch
verfiighar sind. Je mehr wichtige Unterschiede von dem HPN bei der Datenreduktion erhalten
werden, desto grofer ist die Information am Ausgang des Netzwerks und desto gréfser ist auch
seine Giite. Dadurch 14t sich jedem Paar aus Hyperpermutationsnetzwerk und Trainingsda-
ten eindeutig eine Giite zuordnen, so daf auf dieser Basis das Trainings des Netzes vollzogen
werden kann. Da die hier eingefiihrte Information kein Abstandsmaft sondern nur eine Gleich-
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heitsrelation bendtigt, ist sie fiir die Bewertung digitaler Daten besonders geeignet.

Bei der Optimierung von Hyperpermutationsnetzwerken wurden zunichst Netzwerke ohne
Riickkopplungen betrachtet. Da die kombinatorische Optimierung eines HPN NP-vollsténdig
ist, wurde schon von Oberlédnder (1997) der sogenannte PAP-Algorithmus entwickelt, der die
kontinuisierte Variante des Optimierungsproblems 16st. Dieser Algorithmus wurden mit klas-
sischen gradientenbasierten Verfahren zur nichtlinearen Optimierung unter Gleichungs- und
Ungleichungsnebenbedingungen verglichen. Der PAP-Algorithmus war um Gréfsenordnungen
schneller als z. B. die Optimierverfahren aus dem Programmpaket MINOS und terminierte au-
ferdem nur sehr selten in lokalen Minima.

Bei riickgekoppelten Hyperpermutationsnetzwerken (RHPN) wird die Optimierung im Ge-
gensatz zu HPNs ohne Riickkopplungen dadurch erschwert, daft der Grad der kontinuierlichen
Kostenfunktion nun gréfser als zwei ist und dafs die Trainingsdaten wiederholt vom Netz prozes-
siert werden miissen. Um das Optimierungsproblem von RHPNs zu 16sen, wurden verschiedene
Ansétze zur Optimierung unter Gleichungs- und Ungleichungsnebenbedingungen untersucht.
Auf der einen Seite wurde der PAP-Algorithmus auf RHPNs erweitert. Auf der anderen Seite
wurden gradientenbasierte und gradientenfreie Verfahren zur Minimierung mit Nebenbedin-
gungen, wie z. B. Algorithmen vom Downhill-Simplex-Typ und Verfahren der Richtungswahl
mit Linienminimierung, auf das spezielle Problem angepafit und miteinander verglichen. Aus
dem Bereich der stochastischen Verfahren zur kombinatorischen Optimierung wurde Simulated
Annealing verwendet. Bei den numerischen Experimenten zeigte sich, daf Simulated Annealing
am besten fiir die Optimierung geeignet ist. Es ist nicht nur gegeniiber lokalen Minima der Ko-
stenfunktion relativ robust, sondern ist auch eine Gréfenordnung schneller als die untersuchten
Verfahren, die im Kontiuum operieren. Dieser viel geringere Rechenbedarf kommt daher, daf
die bei kontinuierlichen Verfahren noétigen Matrizenmultiplikation bei einem diskreten Opti-
mierverfahren wegfallen.

Die entwickelten Optimierverfahren wurden an verschiedenen klassischen Testproblemen aus
dem Bereich der neuronalen Netze, und zwar den Boole’schen Funktionen XOR, PARITY, AND
und dem T-C Problem, und an einem echten Praxisproblem getestet. Bei den Testproblemen
konnte ein RHPN meistens schneller trainiert werden und kam mit weniger Speicher aus, als
ein entsprechendes neuronales Netz. Durch die Riickkopplungsleitungen konnte man bei einigen
Problemen mit einem RHPN eine sehr kompakte Realisierung erreichen. Aufserdem wurden fiir
die Boole’schen Funktionen und das T-C Problem RHPNs vorgestellt, die das jeweilige Problem
unabhingig von der Linge der Eingangsvektoren 16sen konnten.

Das Praxisbeispiel der Sitzbelegungserkennung im letzten Kapitel hat gezeigt, daf ein riick-
gekoppeltes Hyperpermutationsnetzwerk ein typisches praxisnahes Klassifikationsproblem mit
sehr wenig Speicherverbrauch und ohne Arithmetik, also ohne auf einen Prozessor angewiesen
zu sein, l6sen kann. Dabei war die Klassifikationsleistung eines klassischen neuronalen Netzes
mit Arithmetik und achtfach héherem Speicherverbrauch nur geringfiigig besser. Damit eig-
nen sich riickgekoppelte HPN vor allem fiir die Bereiche der maschinellen Wahrnehmung, in
denen man mit extrem geringen Hardwareanforderungen auskommen muf. Die Trainingszei-
ten skalierten bei riickgekoppelten HPN wie bei neuronalen Netzen linear mit der Grofe des
Trainigsdatensatzes.

Eine nicht untersuchte und daher noch offene Frage ist die der Topologieoptimierung. Es
wire wiinschenswert, wenn man zur Losung einer maschinellen Wahrnehmungsaufgabe nur noch
die Trainingsdaten bereitstellen miifste, und neben der optimalen Tabellenbelegung auch die
optimale Topologie des HPNs vollautomatisch gefunden wiirde. Denkbar wére z. B. bei einem
Verfahren wie Simulated Annealing, nicht nur die Tabellen der Netzwerk-Knoten zu veréndern,
sondern auch die Zahl der Knoten und ihre Verkniipfungen automatisch zu variieren. Noch muf
die Frage der Netzwerktopologie von einem Menschen beantwortet werden.
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A Anhang

A.1 Die Netzfunktion

Mit Hilfe des Kronecker-Produkts 14t sich die Netzfunktion eines spaltenweise verbundenen
HPNs ohne Riickkopplungen kompakt angeben. Ebenso wie die Leitungen kann man auch die
Hyperpermutationen in den einzelnen Knoten mittels des Kronecker-Produkts zuerst spalten-
weise und dann spalteniibergreifend zusammenfassen. Man erhélt auf diese Weise eine Hyper-
permutationsmatrix HN°" fiir das gesamte Netz, also eine Netzfunktion, die dann auf den
gesamten Netzwerkeingang x™ " angewandt werden kann.

Dazu stellen wir uns vor, daff HPN habe J Spalten und in der j-ten Spalte I; Knoten. Aufier-
dem gébe es nur Leitungen zwischen benachbarten Spalten. Dann gehen wir zur Konstruktion
der Netzfunktion folgendermafien vor:

1. Wie fassen mit dem Kronecker-Produkt analog zur Zusammenfassung von Leitungsvek-
toren die Hyperpermutationsmatrizen der Knoten einer Spalte j zu der spalteniibergrei-
fenden Hyperpermutationsmatrix

I—1

&) Hi;
1=0

ZuSammen.

2. Die Leitungen zwischen Knoten zweier Spalten stellen nichts anderes als Permutationen
dar, weswegen wir sie durch Permutationsmatrizen V'; représentieren konnen. Nennen
wir den spalteniibergreifenden Eingangsvektor der j-ten Spalte x; und den spalteniiber-
greifenden Ausgangsvektor kj, gilt x; = Vj - k-1, V| ist die Einheitsmatrix.

3. Jede Spalte j fiihrt also auf dem gesamten Eingangsvektor x; der Spalte die Matrixmul-
tiplikation

-1
QHy |-V,
1=0

durch.

4. Nun reihen wir die einzelnen Spalten mittels normaler Matrixmultiplikation aneinander,
und erhalten mit dem Netzeingangsvektor x\¢” = x, und dem Netzausgangsvektor
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RNetz =Kj_1:

0

;-1
Kj_1= H ®Hij 'Vj * Xo

j=J—1 i=0

_ Netz
= H “ Xo
0 Ij—l
Netz __ .. . .
—HY = ] [|QH; | V;
j=J-1 =0

Wir kénnen also die Netzfunktion im Produktraum formal als eine einzige Matrix ausdriicken.
Da bei einer Netzwerkdimension d diese Matrix eine 2¢ x 2¢-Matrix ist, nimmt sie schon fiir
Netzwerke mit einigen Zehn Eingangsbits eine astronomische Grofe an und ist daher nicht von
praktischer Relevanz. Aus diesem Grund ,yverteilt“ man gerade die Funktion eines Netzwerks
auf mehrere Knoten.
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A.2 Diversitat und Entropie

In diesem Abschnitt untersuchen wir die Beziehung zwischen Entropie und Diversitdt. Wir
zeigen, daft Entropie und heifle relative Diversitdt ihr Maximum bei der gleichen Wahrschein-
lichkeitsverteilung, der Gleichverteilung, erreichen. Wir untersuchen das Verhalten der beiden
Funktionen am Maximum und zeigen auferdem, daf die heifse relative Diversitit weder obe-
re noch untere Schranke der Entropie ist. Als Beispiele dienen eine binéire und eine ternére
stochastische Quelle.

A.2.1 Grundbegriffe der Shannon’schen Informationstheorie

In Abschnitt 5.2.1 auf Seite 67 haben wir bereits statistische Grundbegriffe definiert. Nu fithren
wir die Shannon’sche Information und die Entropie ein. Wir betrachten dazu eine stochastische
Quelle @ = (Q, p), die Z verschiedene Symbole z € Q emittieren kann. Eine solche Quelle nennt
man auch Z-dre Quelle. Ein Symbol z werde mit der Wahrscheinlichkeit p, mit > p, =1
emittiert'. Die Hiufigkeiten der einzelnen Symbole sei n, und die Gesamtzahl der emittierten
Symbole N = )’ n,. Die erwartungstreuen Schétzungen fiir die Symbolwahrscheinlichkeiten
sind p, = n,/N. Kommen wir nun zu

Definition 25. Shannon’sche Information: Die Shannon’sche Information IS eines emittier-
ten Symbols ist als

P imtog, (o) = - loga(p.) (A1)

z

definiert, wobei a > 1 eine reelle Konstante ist. Die Wahl von a legt die Einheit von I®
fest. Fiir a = 2 ist die Einheit ’bit’, fiir a = e ist die Einheit 'nat’ und fiir a = 10 ist die
Einheit 'Hartley’.

Entropie: Die Entropie H ist als der Erwartungswert der Shannon’schen Information definiert:

H, = <IS> = (—log,(p.)) = _sz log,(p2) -

A.2.2 Das Maximum von Entropie und heiller relativer Diversitat

Die Entropie einer Z-éren Quelle @ erreicht ihr Maximum bei der Gleichverteilung p, = 1/Z Vz
(Beweis siehe Heise und Quattrocchi, 1995, Seite 116) und das Maximum ist

HP™ 2 = 1/2) = = 3 pelos ) = 75108, (5) =108 () =rou(2).

Fiir die heifle relative Diversitét gilt der

Satz 11. Die heiffe relative Diversitdt dy hat ihr Mazimum bei der Gleichverteilung p, =
1/Z Vz. Der Wert des Mazimums ist

1
du(p. =1/2) =1~ .

'Wenn nicht anders angegeben, geht die Summe iiber 2z immer von 0 bis N —1: 3~ = 25;01_
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Beweis. Wir schreiben die Wahrscheinlichkeiten p, als p, = 1/Z + a,, wobei wegen > p, =
>,(1/Z+ a,)=1nun ), a, = 0 gelten muk. Wir erhalten

2
dh:1—2p221—2<%+az>
z z
SARD P B DI W
z z z

N——
=0
=1-y -2
Z ~ z

Die heifee relative Diversitit ist genau dann am groften, wenn der Term Y, o2 am kleinsten ist.
Der kleinste Wert, den der Term prinzipiell annehmen kann, ist ), a? =0, da es sich um eine
Summe von Quadraten handelt. Also muf «, = 0 Vz gelten, was auch die Nebenbedingung
>, a; = 0 erfiillt. Der Wert des Maximums ist also

1

d"**(p, =1/Z)=1—- =
h (P /) 7

0

Da wir bei der Entropie Skalierungsspielraum haben, verlangen wir nun, daf die maximale
Entropie gleich der maximalen heifsen relativen Diversitét ist:

!
max _+ gjmaXx
H™ =d,

1

log,(2) =1-
Z-1
Z = qQ Z
Z

a=/72-1

Wihlen wir also a = ZZ4/(Z=1) ist HP> = dp.

A.2.3 Die heile relative Diversitit: Eine Schranke der Entropie?

Wie wir gesehen haben, kénnen wir mit der richtigen Wahl der Basis a die Entropie H;"?*
der relativen heifien Diversitét dp'** gleichsetzen. Wie ist aber das Verhiltnis der Entropie
zur relativen heiffen Diversitdt bei anderen Wahrscheinlichkeitsverteilungen p,? Um dies zu
beantworten, untersuchen wir, wie sich in der Umgebung des Maximums die heifle relative
Diversitdt der Entropie ndhert. Wir beantworten diese Frage mit

Satz 12. Sei Q eine Z-dre Quelle mit ganzzahligem Z € [2,00) und sei a = ZZ/(Z=1) I einer
lokalen Umgebung des Mazimums von heiffer relativer Diversitat und Entropie gilt

1. Fir Z € {2,3} :dy < H, .
2. FirZ>3:dy, > H, .

Beweis. Zunichst berechnen wir die Hesse-Matrix der relativen heifsen Diversitét. Die Lagrange-
Funktion der heifsen relativen Diversitit ist

L(pz, A) = dn + - (sz - 1)
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Die Gradientenkomponenten sind

iL_—ll—sz—l—)\ (sz—l)]:—2pk+/\éo (A.2)

Op, Opy,

Daraus folgt py, = A/2. Mit der Nebenbedingung ) p. = 1 erhalten wir fiir A:

szzl
z

ZN2=1

2
A= 2

N

Eingesetzt in (A.2) ergibt sich

2
-2 —=0
PrT
1
Pk = 7> -
Der Gradient verschwindet also im Punkt p, = 1/Z. Die Hesse-Matrix ist
9? 0
L=
Iprk Opi Ipy

( 2p1 + >\) = —20y; .

Die Hesse-Matrix ist diagonal, und alle Eigenwerte der Hesse-Matrix haben den Wert —2.
Nun untersuchen wir die Hesse-Matrix der Entropie. Dazu bilden wir mit Hilfe der Lagrange-
Funktion zunéchst den Gradienten von H unter der Nebenbedingung )", p, = 1:

PO g1 2| S - (21)]

Opy, Opy,

1 !
_—loga(pk)—er)\:O
1

In(a)

1
PE = a>\_ In(a)

= logy(pr) = A =

Setzen wir nun py in die Nebenbedingung ), p, = 1 ein, kénnen wir die p, eliminieren und
A berechnen. Wichtig ist hier nur, daf A also nicht von den p, abhéngt. Die Hesse-Matrix ist
eine Diagonalmatrix:

O?L(p,, \) G, 1 Okl
VARV * g —log, 4N ==
OprOp; op |8 (pe) - In(a) In(a) p;

Im Punkt p, = 1/Z Vz ist der Wert auf der Hauptdiagonalen f(Z) = —Z/In(Z%/(?=1)) =
(1 — Z)/1In(Z). Die Ableitung von f(Z) ist

() =

Z -1 1 Z(1-In(Z)) -1
ZIn(Z)?2 W(Z)  ZWn(Z)?

Nunist Z(1—-1In(Z))—1 < 0 fiir Z € (0,00)\1 und damit ist f'(Z) < 0 im selben Intervall. Daher
ist f(Z) streng monoton fallend. Da die Funktionswerte f(3) = —1.82048 und f(4) = —2.16404
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sind, schneidet f(Z) zwischen Z = 3 und Z = 4 die Gerade y = —2. Nun ist die Hesse-Matrix
der heifen relativen Diversitit genau wie die Hesse-Matrix der Entropie eine Diagonalmatrix,
aber mit dem Wert —2 auf der Hauptdiagonalen. Eine diagonale Hesse-Matrix mit denselben
Hauptdiagonalelementen bedeutet, dafy die Kriimmung im Maximum in jeder Raumrichtung
gleich ist. Also konnen wir fiir eine e-Umgebung des Maximums schliefsen:

1. Z€{2,3} = |f(Z)| < |- 2| — H hat schwiichere Kriimmung als dy, — dy, < H, .
2. Z>3—=1f(Z)] >|— 2| = H hat starkere Kriimmung als dy, — dy > H, .

0

Nun kommen wir zur Frage, ob die heifie relative Diversitdt obere oder untere Schranke der
Entropie ist:

Satz 13. Sei Q eine Z-dre Quelle mit ganzzahligem Z € [2,00), reellen p, € [0,1] und sei
a = 7%/(Z-1)

Wenn ein py =1 oder p, = 1/Z Yz (Gleichverteilung) ist, dann gilt
H,=dy .
Fiir alle anderen Verteilungen p, von Q gilt
1. Fiir Z = 2 ist dy, untere Schranke von H.
2. Fir Z > 2 ist dy, weder obere noch untere Schranke von H.

Beweis. Falls ein px = 1 ist, gilt (siehe Abschnitt A.2.2):

Hy == p.log,(p:) = —log,(e) Y _ p: In(p.)

= —log,(e) (0-In(0)) —1-In(1) | =0
& ;ﬁ N——r

limg 0 z In(z)=0
dy=1->p2=1-) 0°-1*=0
z 27k

Im Fall der Gleichverteilung, d. h. p, = 1/Z Vz, gilt:

Z —1 1
Hy = H™™ = log,(7) = log yzyz-1(%) = =~ = =1~ —
Z Z
1
dy = dP =1- —
h h 7

Fiir alle anderen Verteilungen gilt:
Falls Z = 2 und damit ¢ = Z4/(Z=1) =92/2-1) — 4 po=pund p; =1 — p:

A:=H, — dy = —(plg(p) + (1 - p) Ing(1 = p)) — (1 = p* = (1 = p))”

_(p=1) (pIn(16) + In(1 — p)) — p In(p)
In(4)
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~1+p In(16) + (p — 1) (— + 1n(16)) +1n(1 - p) - In(p)

A= 134)
_(2p — 1) In(16) + In(1 — p) — In(p)
In(4)
1 1
”__ﬁ—z—)+2ln(16)_ 1
A= n(4) = @) 2 ()

A hat an den drei Nullstellen p =0, p = 1/2, p = 1 die Ableitungen A’(0) = oo, A'(1/2) =0,
A’(1) = —co. Die Kriimmung bei p = 1/2 ist A”(1/2) = 4 —4/In(4) > 0. A(1/2) = 0 ist
also ein striktes lokales Minimum. Daher ist A(p) > 0 fiir p € (0,1)\{1/2} und dy < H (siehe
Abschnitt A.2.5.1 fiir ein Bild von A fiir Z = 2).

Falls Z > 2: Wir untersuchen den Gradienten der beiden Gréfsen, wenn ein p; = 1 und alle
anderen p, = 0 sind. Der Nebenbedingung >, p, = 1 werden wir dadurch gerecht, daff wir

72
pz—1=1-> ., p. setzen.

od Z-2 2 Z—2
o o 1—sz 1= "p. | | ==2m+2(1- p.
pr=1 apk 2=0

apk 2z=0

21 420-1)=-2 fallsk=1
1204201 -1)=0 fallsk#1I

ot
Opy,

Z—2 Z—2
p:lo a pz —|1- p: | lo a 1- Dz
e | Syt - (15 e (1550
= —log,( )—L—HO 1—ZZ2 + !

loga (1 - ZPZ) loga pk)

~ Jlog, (1 =1) —log,(1) = —oc falls k=1
~ |log, (1 —1) —log,(0) =0 falls k # [

pi=1

In den Ecken p; = 1 des Kompaktums p, € [0,1]7~" mit 3°, p, = 1 und p, > 0 Vz gilt also

0 > % > a_H - ‘8_H
opr ~ Op Ipy

o,
Opy

In der lokalen Umgebung einer Ecke (0,...,1,...,0)" + a mit |a| < 1 muf wegen der Neben-
bedingungen >, p, =1 aber p; < 1 und damit o < 0 gelten. Wegen
VH|pl:1-a:—oo- o =+oco > th|pl:1-a:—2- o
<0 <0

gilt in der lokalen Umgebung einer Ecke H > d},. In einer Umgebung des Maximums der beiden
Grofien ist aber nach Satz 12 dy, > H fiir Z > 3. Daraus folgt, daf sich die Hyperflichen von
H und dy, zwischen den zulissigen Ecken des Kompaktums p, € [0,1]?~! und dem Maximum
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bei p, = 1/Z mindestens einmal schneiden miissen. Daher kann die heife relative Diversitét fiir
Z > 3 weder obere noch untere Schranke der Entropie sein.

Im Fall Z = 3 geniigt es, einen Punkt zu finden, an dem H < dj, ist, weil in einer lokalen
Umgebung des Maximum und der Ecken des Kompaktums H > dy, gilt. Hat man einen Punkt
mit H < d, gefunden, miissen sich die beiden Hyperflichen schneiden, und die heifse relative
Diversitdt kann weder obere noch untere Schranke der Entropie sein. Ein Punkt mit H < dy
ist z.B.pp =p1 =045, po =1-2-0.45 =0.1:

H = —0.4510gy3/2(0.45) — 0.45log3/2 (0.45) — 0.11ogys/2(0.1) = 0.575827
dp =1 —0.45% — 0.45%2 — 0.1%> = 0.585

A.2.4 ’Abstand’ der Entropie von der heillen relativen Diversitit

Wir interessieren uns fiir den ’Abstand’ der Entropie von der heiffen relativen Diversitat. Vor
allem mochten wir den maximalen Abstand der beiden Grofen kennen. Dazu bilden wir mit
Hilfe der Lagrange-Funktion den Gradienten der Differenzfunktion A = H, — dy unter der

z

9, [_ sz log, (p2) — (1 - Zpﬁ) + - (sz — 1)] (A.3)

OL(p., ) _ 9

oy~ Opy

" op

1 !
= —log,(pr) — —ln(a) +2p+A=0

Mit der Nebenbedingung >, 2p, = 2 erhalten wir:

1 Z
;2]& = Z <10ga(pz) + m — >\) = ;loga(pz) + m —ZA=2

z

Z In(a)

%
Eingesetzt in (A.3) ergibt sich:

OL(p,, \)
Opy,

1 >, log,(p.) —2 1
— 1 SR 2 %8a
084 (Pr) In(a) + 2Pkt A + In(a)

(A4)

L log,(py) = 0

Um ein Extremum zu finden, miissen alle Ableitungen verschwinden. Wie erwartet, verschwin-
det der Gradient im Punkt p, = 1/Z Vz:

IL(pz, ) 1 S loguuez (L) —2 .
_\TRY T —9_ z 7 ) 7 1
Z Z 7 7 7 =
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Die anderen Losungen der Z Gleichungen (A.4) (und damit mogliche Maxima) sind analy-
tisch nicht trivial zu finden. Sie beinhalten wahrscheinlich die Produkt-Logarithmus-Funktion
W (z), die die Losung fiir w in z = we® ist. Eine andere Moglichkeit, den Abstand der beiden
Grofen zu erfassen, ist, die mittlere quadratische Abweichung

1 1
// A%d%p
0 0

der beiden Funktionen zu berechnen. Diese Rechnung ist fiir beliebige Z analytisch schwierig,
fiir Z = 2 ist sie im néchsten Abschnitt durchgefiihrt.

A.2.5 Stochastische Quellen als Beispiele

A.2.5.1 Bindre Quelle

Gegeben sei eine binére stochastische Quelle, die zwei Symbole bernoulliverteilt mit den Wahr-
scheinlichkeiten py = p und p; = 1 — p emittiert. Damit ist a = Z4/(Z=1) = 22/(2=1) — 4. Die
Entropie und die heifse relative Diversitét sind (siehe Abbildung A.1):

Hy = =" p.1ogi(p:) = —(pologs(po) + p1 1oga (p1))
4

= —(plog,(p) + (1 — p) log,(1 — p))

dy=1-= pi=1-p;—pi
z

=1-p°—(1-p)

1 Y 15(p)
\\\ e Is(l _ p)
0.8 —  H(p)
——  du(p)
0.6 ---- H(p) —dn(p)
0. 4 y = X
0.2 7 N
gl RN
0.2 0.4 0.6 0.8 1

Abbildung A.1: Die Shannon’sche Information I® fiir p und 1 — p, Entropy H, heifie relative Diversitiit
dp und die Differenz A = H — dy,. Wir sehen, daf die heifle relative Diversitit die
Entropie nach unten beschrankt.
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Die Fliache zwischen den beiden Kurven ist

1 1
P Adp:/o —(plogy(p) + (1 - p)logy(1 — p)) — (1 — g — (1 - p)?) dp
_[2p*  In(p)p? (p—2)In(1 —p)p P n(p—1)]"
- [T T 2m(4) P : 21n(4) T om@ T 2@ |,
1 1
= gy~ 3 = 0027404

Teilen wir die Flache F' durch die Integrationsstrecke, erhalten wir die mittlere 'Hohe’ der
Fléche zwischen den beiden Grofen. Hier ist also die heifse relative Diversitdt im Mittel F//1 =
0.0273404 kleiner als die Entropie.

A.2.5.2 Terndre Quelle

Um sich ein besseres Bild vom unterschiedlichen Verhalten der Entropie und der heiffen relativen
Diversitit machen zu konnen, sind hier Entropie und heifle relative Diversitét fiir eine ternére
Quelle mit den Wahrscheinlichkeiten pg, p;1 und ps in Abbildung A.2 und A.3 dargestellt.

1

1

0.8

0.6

0.4

0.4

0.2

0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1

Abbildung A.2: Links die Konturgraphik der Entropie, rechts die Konturgraphik der heifsen relativen
Diversitit. Die beiden Achsen entsprechen den Wahrscheinlichkeiten pg und p;. Die
Funktionen sind nur im Bereich pg + p; < 1 definiert. Die Werte der Funktionen steigen
zu helleren Grauwerten an. Man sieht, daft die beiden Grofen leicht verschiedene Formen
haben.
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A.3 Die Nettoinformation bei gleichen Riickschluiwahrscheinlichkeiten pro Zustand

0.6 0.8 1 0

0.2 0.4 0.6 0.8 1

Abbildung A.3: Links die Konturgraphik der Differenz A = H — d,, rechts die Linien A = 0 (durch-

A.3

Die Nettoinformation bei gleichen
RiickschluBwahrscheinlichkeiten pro Zustand

gezogen) und A = 0.0003 (gestrichelt). A hat bei p, = 1/3 Vz ein lokales Minimum.
Die Gerade p;y = 1 — pg im rechten Bild trennt die beiden Bereiche pg + p1 < 1 und
po + p1 > 1. Wir wie anhand der Nullstellenlinie von A sehen, durchdringen sich H

Gegeben sei ein Problem mit K Klassen, ein Knoten mit Z Zustdnden auf seinen riickgekop-
pelten Leitungen und gleichverteilter Statistik, d. h. die relativen Haufigkeiten der Klassen pro
Zustand sind in allen Zustidnden gleich. Im folgenden laufen die Summen iiber 4 immer von 0
bis Z — 1, und die Summen {iiber j immer von 0 bis K — 1. Mit den Bezeichnungen

Statistikmatrixelement :

Zeilensumme :

relative Haufigkeit in der Spalte j :

Zahl der Beobachtungen :

Sij

Z; = E Si]‘
J
Siq

T = "
Zi
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sehen wir aus folgender Rechnung, dafs die heife Nettoinformation null ist:
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A.4 Analytische kontinuierliche Optimierung

A.4 Analytische kontinuierliche Optimierung

A.4.1 Minimierung ohne Nebenbedingungen

Wir beginnen mit der analytischen Minimierung einer Funktion einer Variablen und ,steigern“
uns dann zur Minimierung einer Funktion mehrerer Variablen unter Gleichungs- und Unglei-
chungsnebenbedingungen (fiir weitergehende Literatur und die Herleitungen der Bedingungen
fiir ein lokales Minimum siehe Papageorgiou, 1991). Da sich jedes Maximierungsproblem mii-
helos in ein Minimierungsproblem umwandelt l4fst, ist die Beschrinkung auf Minimierungs-
probleme keine Einschrinkung der Allgemeinheit. Am Ende dieses Abschnitts werden wir ein
einfaches Beispiel besprechen.

Zunéchst besteht die Aufgabe darin, eine Funktion f(x) zu minimieren, wofiir wir kurz
min f(x) (A.5)
zeR

schreiben. Wir bezeichnen einen Punkt, der f(z) lokal minimiert, mit Z. Die Bedingungen fiir
ein lokales Minimum sind (wie aus der Schulmathematik bekannt):

Notwendige Bedingung 1. Ordnung : f'(Z) =0
Notwendige Bedingung 2. Ordnung : f'(z) = 0 und f”(z) >0
Hinreichende Bedingung : f'(#) = 0 und f” (%) > 0

i

(A.6)
(A7)
(A.8)
(A.9)

f'(z) bezeichnet die erste und f”(z) die zweite Ableitung von f(z) nach z. In Spezialféllen ist
es moglich fiir ein lokales Minimum zu zeigen, daf es ein globales Minimum ist.
Erweitern wir nun das Problem auf Funktionen f(z) von n Variablen, geht (A.5) in
i A.10
Inin f(z) (A.10)
iiber. Genau wie im eindimensionalen Fall gelten fiir ein lokales Minimum notwendige und
hinreichende Bedingungen, und zwar:

Notwendige Bedingung 1. Ordnung : fz(&)

0
Notwendige Bedingung 2. Ordnung : fz(&) = 0 und fgz(&) >0
0

und fzz() >0

Hinreichende Bedingung : fg (&)

fe(2) mit [fo(2)]; = Ou, f(2) bezeichnet den Gradienten und fae () mit [fez(®)]ij = 0,0, f(2)
die Hesse-Matrix von f(x). Die Notation M > 0 bezeichnet die Definitheit einer Matrix M:

M >0 : M ist positiv definit

M >0 : M ist positiv semidefinit

M =0 : M istindefinit

M <0 : M ist negativ semidefinit

M <0 : M ist negativ definit

A.4.2 Gleichungsnebenbedingungen
Nun nehmen wir m Gleichungsnebenbedingungen hinzu, so daf (A.10) in

ﬂrcnei/{/lf(w), mit X = {z|c(x) =0} (A.11)
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iibergeht. Die m Gleichungsnebenbedingungen sind in der vektorwertigen Funktion e(x) zu-
sammengefaflt. Fin Punkt, der die Nebenbedingungen erfiillt, nennt man zuldssigen Punkt.
Wir definieren nun zunéchst die Lagrange-Funktion, die die Formulierung der Bedingungen fiir
ein lokales Minimum erleichtert:

L(z,A\) = f(z) + AT c(z) (A.12)

A € R™ ist der Vektor der sogenannten Lagrange-Multiplikatoren. Die Bedingungen fiir ein
lokales Minimum lauten nun: Es existiert ein A € R™ so daf gilt

Notwendige Bedingung 1. Ordnung :

Notwendige Bedingung 1. Ordnung und
Notwendige Bedingung 2. Ordnung : L., (z, 5\) >0, mit der Restriktion
X = {0z |ce(x) dx =0}

Notwendige Bedingung 1. Ordnung und

Hinreichende Bedingung : .
Lz (2,A) >0, mit der Restriktion &

Eine Matrix unter einer Restriktion wie X auf Definitheit zu priifen, erfordert spezielle Krite-
rien. Diese iibergehen wir hier, da wir keine Definitheitspriifung unter Restriktion vornehmen
werden. Mit der notwendigen Bedingung 1. Ordnung erhalten wir also ein Gleichungssystem
mit n + m Variablen und n + m Gleichungen, welches wir 16sen miissen, um die Kandidaten
fiir lokale Minima zu finden.

A.4.3 Ungleichungsnebenbedingungen

Nun kommen wir zur eigentlichen Aufgabe, ndmlich zur Minimierung mit Gleichungs- und Un-
gleichungsnebenbedingungen. Die [ Ungleichungsnebenbedingungen werden, dhnlich wie die
Gleichungsnebenbedingungen, in einem Vektor h(x) zusammengefaft. In einem zuléssigen
Punkt teilt man nun die [ Ungleichungsnebenbedingungen in [? aktive Ungleichungsnebenbedin-
gungen h*(x) mit h(x)® = 0 und I inaktive Ungleichungsnebenbedingungen hi(x) mit h(z)' < 0
ein. Die folgenden Bedingungen gelten nur fiir Probleme, die die sogenannte Qualifikationsbe-
dingung erfiillen. Diese ist unter anderem dann erfiillt, wenn ¢(2) und h?(z) linear sind. Dies bei
unserer Problemstellung der Fall. Wir definieren nun die verallgemeinerte Lagrange-Funktion:

L(z, A\, p) = f(x) + AT c(x) + puT h(z) (A.13)
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p € R ist der Vektor der sogenannten Kuhn-Tucker-Multiplikatoren. Die Bedingungen fiir ein
lokales Minimum lauten nun: Es existieren A € R™ und ji € R!, so daR gilt

Lo(® A i) = fo(®) +eo" (&) A+ he (&) o =
(A.14a)
La(&, A 1) = ¢(&) =0 (A.14b)
Notwendige Bedingung 1. Ordnung : h(z) <0 (A.14c)
hT(&)jp=0 (A.14d)
p>0 (A.14e)
Notwendige Bedingung 1. Ordnung und
Notwendige Bedingung 2. Ordnung :  Lggz(&, A, t) >0, mit der Restriktion X =
(A.14f)

Hinreichende Bedingung : Notwendige Bedingung 1. Ordnung und
Laa (&, A, 1) >0, mit der Restriktion X (A.14g)

Wegen (A.14c) und (A.14e) ist h;(€) < 0 und j; > 0 und daraus folgt, dak h;(z) fi; < 0 Vi.
Daher enthélt (A.14d) ausschlieRlich nichtpositive Summanden und kann durch

hi(&) i; =0 Vi (A.15)
ersetzt werden. Wie wir sehen, werden die Bedingungen fiir ein lokales Minimum unter Gleichungs-

und Ungleichungsnebenbedingungen recht kompliziert.

A.4.4 Beispiel

Um zu sehen, wie man nun praktisch ein Minimum bestimmt, berechnen wir ein einfaches
Beispiel, das unserer Optimierungsaufgabe dhnlich ist. Das Problem sei wie folgt:

Minimiere die Funktion
f(@) = f(z1,m9) = —a7 — 23
unter der Gleichungsnebenbedingung
T1+x0=1
und den Ungleichungsnebenbedingungen

1 >0 und z9>0.
Da es nur eine Gleichungsnebenbedingung gibt, reduziert sich der Vektor ¢(x) zu einem Skalar:
c(r1,29) =11 4+220—1=0

Die Ungleichungsnebenbedingungen fiihren auf den Vektor

h(z1,29) = <‘$1> <0
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Wir erhalten also die Lagrange-Funktion

L(z, A p) = f(=) + Ac(@) + ' h(z)

9 o (A.16)
=—x7 — x5+ Mzy + 29 — 1) — prx1 — pazo
Aus der Nebenbedigung 1. Ordnung erhalten wir die Gleichungen
OL(xz, A
OL@ MNP g0 4 x— =0 (A.17a)
8x1
Lz, A
OL@ AR _ gpy 4 h—py =0 (A.17b)
6332
OL(x, A,
%:mﬁx?—l:o. (A.17c)
Addition von (A.17a) und (A.17b) ergibt
=2 (z1+z2) +2A—p1—p2=0
—_——
o= Mithe
2
Wir erhalten als Bestimmungsgleichungen fiir z; und x5
S VO e ) T
2 (A.18)
—2zy + % +1=0.

Nun untersuchen wir die Félle, in denen Ungleichungsnebenbedingungen aktiv bzw. inaktiv
sind.

Fall 1. : Beide Ungleichungsnebenbedingungen seien inaktiv, d. h. hy(2) < 0 und ho(Z) < 0,
daraus folgt wegen (A.15) p; = pg = 0. Dann erhalten wir fiir (A.18)

—2z1+1=0 — xz1=
(A.19)

N — N

—294+1=0 — x9=

Fall 2. : Die erste Ungleichungsnebenbedingung sei aktiv, die zweite inaktiv, d. h. hy (&) =
—z1 = 0 und hy(&) < 0, daraus folgt wegen (A.15) p1 > 0 und pg = 0. Dann erhalten wir fiir
(A.18)

—% F1=0 = =2

—2@—1—%4—1:0 S =1

(A.20)

Fall 3. : Die erste Ungleichungsnebenbedingung sei inaktiv, die zweite aktiv, d. h. hy (&) < 0
und hg(2) = —z9 = 0, daraus folgt wegen (A.15) g1 = 0 und po > 0. Dann erhalten wir fiir
(A.18)

“2i1-0 o =2

—2x1+%+1:0 S om=1

(A.21)
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Fall 4. : Beide Ungleichungsnebenbedingungen seien aktiv, d. h. hy(Z) = —z7 = 0 und
ho(&) = —z2 = 0. Dies verletzt aber die Nebenbedingung (A.17c), weswegen dieser Fall nicht
zuléssig ist.

Wir haben nun drei Kandidaten, die die Bedingung 1. Ordnung erfiillen. Sie haben die
Funktionswerte

F(1/2,1/2) = —1/2
F(0,1) = -1
F(1,0) = —1.

Da es keine weiteren Kandidaten gibt, sind die Punkte (0,1) und (1,0) globale Minima der
Funktion f(x) unter den gegebenen Nebenbedingungen. Die Untersuchung der Hesse-Matrix,
die wir hier tibergehen, ergibt, dal der Punkt (1/2,1/2) ein lokales (und damit eindeutiges
globales) Maximum ist.

Um die Kandidaten fiir mogliche Minima zu finden, muf man also alle Kombinationen
von aktiven und inaktive Ungleichungsnebenbedingungen iiberpriifen. Die Zahl der moglichen
Kombinationen wichst aber schon bei moderaten Problemgrofsen so schnell an, daf dann eine
Uberpriifung aller Kombinationen nicht mehr méglich ist. Betrachten wir als Beispiel eine 8 x 8
Hyperpermutationsmatrix H, die einem 3-Bit Knoten entspricht. Sie hat 64 Ungleichungs-
nebenbedingungen h;; > 0. Es gébe also allein fiir diese Ungleichungsnebenbedingungen 264
Fille wie im obigen Beispiel zu {iberpriifen, da jede Ungleichungsnebenbedingungen aktiv oder
inaktiv sein kann. Solche Probleme sind also auf diese Weise nicht zu 16sen.
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