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Zum Zweck der besseren Lesbarkeit wird auf eine geschlechterspezifische Schreib-

weise, sowie auf eine Mehrfachbezeichnung verzichtet. Alle Personenbezeichnungen 

sollen dennoch als geschlechtsneutral angesehen werden. 
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1 Einleitung 

1.1 Hintergrund 

Die mit dem technischen Fortschritt der letzten Jahrzehnte zunehmende Digitalisie-

rung im Gesundheitssystem hat dazu geführt, dass immer mehr Gesundheitsdaten di-

gital vorliegen.  Zusammen mit der Entwicklung auf dem Gebiet der künstlichen Intel-

ligenz (KI) ergeben sich hieraus neue Chancen und mögliche tiefgreifende Verände-

rungen für die Medizin und für die ärztliche Tätigkeit (Bures et al., 2023). 

Die digitalen Gesundheitsdaten sind in Umfang und Qualität dabei deutlich umfassen-

der, als es konventionelle Gesundheitsdaten bislang waren und beinhalten neue Infor-

mationen, die sich durch neue Datenquellen, z. B. Wearables, und eine bessere Ver-

knüpfung von bildgebenden, klinischen, biologischen und Forschungsdaten ergeben 

(Holderried et al., 2020). Die sich stetig verbessernde Rechenleistung und zunehmend 

ubiquitäre Verfügbarkeit von Computern ermöglicht es, die Daten schneller zu erfas-

sen, zu prozessieren und neue Erkenntnisse daraus zu gewinnen (Stallkamp et al., 

2022).   

Neben dem technischen und wissenschaftlichen Fortschritt treiben auch soziodemo-

grafische Faktoren die Entwicklung und den Einsatz von KI in der Medizin voran. Ein 

steigender Kostendruck, der demografische Wandel und der Fachkräftemangel bei 

gleichzeitig wachsenden Patientenzahlen, sind relevante Herausforderungen, für de-

ren Lösung die Entwicklung von KI in der Medizin beitragen könnte (Becker und Götz, 

2022). KI hat das Potential Ärzte bei einem Teil ihrer Aufgaben zu unterstützen und 

somit eine qualitative Behandlung auch bei hohem Patientenaufkommen und begrenz-

ten personellen Ressourcen zu ermöglichen (Reddy et al., 2019).  

Die Anwendungsmöglichkeiten von KI in der Medizin sind sehr vielfältig (Eckstein, 

2023). Ein bedeutender Bereich der medizinischen KI-Forschung liegt in der Analyse 

monomodaler Daten, wie Bilder oder elektrischer Signale. Anwendungen zur Detektion 

von Lungenrundherden oder Mamma-Karzinomen in bildgebenden Verfahren sind 

hierfür Beispiele (Chamberlin et al., 2021; Romero-Martín et al., 2021). Auch in ande-

ren Bereichen, die auf Auswertung von Bilddaten basieren, wird KI bereits angewandt. 

Beispiele sind die Detektion von Retinopathien in der Ophthalmologie oder von der-

malen Malignomen in der Dermatologie (Haenssle et al., 2020; Ipp et al., 2021). Wei-

tere Anwendungsgebiete für die Verarbeitung monomodaler Daten sind die Detektion 
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von Kardiomyopathien mittels KI-basierter EKG-Analysen oder die KI-basierte Früher-

kennung von Morbus Parkinson anhand von Sprachproben (Braun et al., 2020; Yokoi 

et al., 2023). Ein neueres Feld der medizinischen KI-Forschung besteht in der Nutzung 

bzw. Analyse multimodaler klinischer Daten für Entscheidungsunterstützungssysteme 

(Clinical decision support systems, CDSS), die Behandler in der Diagnostik und The-

rapie unterstützen sollen (Domingos, 2012, siehe Abschnitt 1.1.2.) 

1.1.1 Künstliche Intelligenz 

Erstmalig wurde der Begriff der künstlichen Intelligenz von Computerwissenschaftlern 

in den 1950er-Jahren eingeführt. Allgemein beschreibt er Verfahren, bei denen Com-

puter Aufgaben ausführen, die normalerweise menschliche Intelligenz erfordern 

(Brewka, 1996). Es gibt verschiedene spezifischere Definitionen.  Die Europäische 

Union definiert KI beispielsweise als „die Fähigkeit einer Maschine, menschliche Fä-

higkeiten wie logisches Denken, Lernen, Planen und Kreativität zu imitieren“ (Europä-

isches Parlament, 2020). Die Entwicklung, Evaluation, Reflektion und Implementie-

rung von KI erfordert die Expertise einer Vielzahl verschiedener Fachbereiche wie In-

formatik, Neurowissenschaften, Mathematik, Datenwissenschaften, Humanwissen-

schaften, Ethik und Psychologie (Mah und Corinne, 2019).  

In der Anfangsphase der KI-Forschung wurde überwiegend symbolische KI entwickelt, 

die auf Wissensdatenbanken und Regelsystemen basiert, die im Detail von Experten 

vorgegeben bzw. definiert werden. Es handelt sich dabei also nicht um lernende künst-

liche Intelligenz, sondern um ein primär statisches, kontrolliertes System. Symbolische 

KI kommt auch heute noch zur Anwendung (Garcez & Lamb, 2023). 

Das Level von KI lässt sich in schwache- (engl. narrow), allgemeine- (engl. general) 

und superintelligente-KI (engl. super-AI) einteilen. In den Bereich der schwachen KI 

fallen sämtliche Arten von KI, die heute existieren (Sufyan et al., 2023). Diese Anwen-

dungen sind auf die Lösung eines spezifischen Problems oder einer spezifischen Auf-

gabe beschränkt. Beispiele sind Sprach- und Bilderkennung (Steinwendner, 2022). 

Unter starker KI sind Systeme zu verstehen, die menschliche (general-AI) oder sogar 

übermenschliche (super-AI) intellektuelle Fähigkeiten haben. Ob die Entwicklung einer 

starken KI jemals möglich sein wird, ist unter Experten umstritten (Reinhart und Grei-

ner, 2021). 
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1.1.1.1 Maschinelles Lernen  

Der gegenwärtig Medien und Wissenschaft dominierende Teilbereich von KI ist das 

maschinelle Lernen (machine learning, ML). Bei dieser Art von KI werden computer-

basierte Algorithmen („Maschinen“) darauf trainiert, in großen Datenmengen Muster 

oder Regeln zu erkennen, bzw. zu erlernen (Lodde, 2022). ML lässt sich in drei Grund-

methoden unterteilen (vgl. Tabelle 1): Das überwachte Lernen (supervised learning) 

trainiert Algorithmen mithilfe von Beispielen, in denen ein Lernziel vorgegeben ist. Die 

Algorithmen lernen aus dem Vergleich ihrer Vorhersagen mit den tatsächlichen Ziel-

werten in den Beispielen und passen ihre internen Parameter entsprechend an. 

Die Algorithmen werden zu diesem Zweck mit Trainingsdaten angelernt und später an 

Validierungsdaten auf ihre Güte überprüft. Ein Beispiel für das überwachte Lernen ist 

das Erkennen von definierten Pathologien in Röntgenbildern (Roy et al., 2022).  

Im Gegensatz hierzu wird dem unüberwachten Lernen (unsupervised learning) kein 

definiertes Ziel vorgegeben. Die Algorithmen werden darauf trainiert inhärente Struk-

turen und Zusammenhänge in Datensätzen zu erkennen. Dies beinhaltet versteckte 

Strukturen oder Muster in den Daten zu entdecken, ohne dass externe Hinweise oder 

Kennzeichnungen vorhanden sind. Ein Beispiel hierfür ist die Identifikation von Patien-

tensubgruppen in Gen-Datensätzen, ohne dass die Funktion der Gene bekannt ist 

(Han und Pei j., 2018).  

Beim Verstärkungslernen (reinforcement learning) agiert die KI mit ihrer Umwelt, in-

dem sie durch diese belohnt oder bestraft wird. Die KI lernt, wie bei einem Spiel, ihre 

Handlungsstrategie zu optimieren. Beispiele sind die Optimierung des Blutzuckers 

durch Insulingaben (Hu et al., 2023).  
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Maschinelles Lernen 

Überwachtes Lernen Unüberwachtes Lernen Verstärkungslernen 

Die KI erkennt Zusammen-

hänge oder Auffälligkeiten, 

ohne dass ein definiertes 

Lernziel vorgegeben wird. 

Der KI werden Datensätze 

mit Beispielen als Lernziel 

vorgegeben. Dadurch kann 

die KI lernen, Entitäten, Ka-

tegorien oder Parameter zu 

erkennen oder vorherzusa-

gen. 

Die KI wird mit Belohnungen 

für ein bestimmtes Ziel im 

„trial and error“-  
Verfahren trainiert und lernt 

dieses immer besser zu er-

reichen. 

Beispiel:  

Erkennen von Melanom-

suspekten Hautveränderun-

gen anhand von beispielhaf-

ten Bildern. 

Beispiel: 

Erkennen von Zusammen-

hängen zwischen unbekann-

ten Genvariationen und un-

bekannten Erkrankungen in 

einem großen Datensatz 

Beispiel:  

Regulation des Blutglukose-

spiegels durch optimierte, 

an die/den individuelle/n Pa-

tientin/Patienten adaptierte, 

kontinuierliche Insulingabe 

Tabelle 1: Übersicht über die Formen des maschinellen Lernens.  

Quelle: Wehkamp et al., 2023 

1.1.1.2 Machine Learning-Zyklus und Bias 

1.1.1.2.1 Machine Learning-Zyklus 

Die Erstellung von ML-Anwendungen basiert prinzipiell auf einem einheitlichen Zyklus, 

dem Machine-Learning-Zyklus (ML-Zyklus; Suresh und Guttag, 2021). Der Zyklus be-

steht aus fünf aufeinander aufbauenden und stark voneinander abhängigen Schritten. 

Bei jedem dieser Schritte besteht das Risiko für Bias, Fehler und anderer Limitationen, 

die sich dann durch den Zyklus fortpflanzen können und somit die Güte der Anwen-

dung gefährden. Die Kenntnis des ML-Zyklus ist daher von großer Bedeutung für das 

Verständnis und die Bewertung von KI-Anwendungen (Abbildung 1). 
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Abbildung 1: Die fünf Schritte des ML-Zyklus. Abbildung: nach Wehkamp et al., 2023 

Der ML-Zyklus beginnt und endet mit der realen Lebenswelt, die auch die tatsächliche 

klinische Umgebung mit einschließt, in der die Patientenversorgung stattfindet. Diese 

ist Grundlage und Wirkbereich zugleich. Die reale Lebenswelt wird in Daten übersetzt, 

die den Ausgangspunkt des ML-Zyklus bilden. Das Ergebnis einer ML-Anwendung er-

zielt eine Wirkung auf die reale Lebenswelt und wirkt somit kontinuierlich auf diese ein. 

Die digitalen Daten müssen die reale Lebenswelt möglichst umfassend, genau und 

unverfälscht widerspiegeln, damit eine KI qualitative Ergebnisse erzielen kann. Feh-

lerhafte Datensätze können andernfalls zu verzerrten Ergebnissen führen. Die Grund-

lage für die Daten bilden dabei z. B. Bilddaten, Arztbriefe, medizinische Dokumentati-

onen und Labordaten. Die Komplexität der Realität lässt sich jedoch nur begrenzt in 

digitalen Daten abbilden. Beispielsweise lassen sich Intuition und Erfahrungswerte der 

Behandler nicht adäquat übertragen.  

Eine Voraussetzung für die Verarbeitung der digitalen Daten durch eine KI ist die De-

finition von Variablen. Variablen im Kontext des ML sind vordefinierte Daten, die von 

einer KI-Anwendung erkannt werden sollen. Zu diesem Schritt gehört die Datenselek-

tion, die darauf abzielt eine sinnhafte Vorauswahl zu treffen, um Performanz und Er-

gebnisqualität zu verbessern. Die Auswahl und die Definition einer Variable beeinflus-

sen maßgeblich die Funktion einer KI-Anwendung. 

2. Digitale Daten 

3. Vorbereitung 

Variablen 

5. Anwendung 

1. Reale Lebens-
welt 

4. Design KI-

Algorithmus 
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Im nächsten Schritt des ML-Zyklus erfolgt die Auswahl und das Design der zugrunde-

liegenden Algorithmen und des Software-Codes einer KI-Anwendung. Ein häufiger Al-

gorithmus im Bereich des ML sind z. B. neuronale Netze, die von biologischen neuro-

nalen Netzwerken inspiriert sind und sich besonders für Aufgaben wie Klassifikation, 

Mustererkennung und Clustering eignen.  

Der letzte Schritt des ML-Zyklus betrifft die praktische Anwendung. Zu diesem gehören 

einerseits die graphische Benutzeroberfläche, über die die Nutzer mit der KI interagie-

ren, andererseits die Prozessintegration einer KI-Anwendung, die nicht nur organisa-

torische Prozesse umfasst, sondern auch die technische Implementation einer Anwen-

dung. 

Durch den tatsächlichen Einsatz einer ML-basierten Anwendung wirkt diese wieder 

direkt auf die reale Lebenswelt, und somit auf den ersten Schritt des ML-Zyklus, ein.  

1.1.1.2.2 Bias 

Im Allgemeinen bezieht sich Bias auf die Tendenz aufgrund von unbewussten Neigun-

gen oder Einflüssen bestimmte Kollektive oder Merkmalsausprägungen zu bevorzu-

gen oder zu benachteiligen (Cho, 2021; Nelson, 2019).  Kommt es während der Ent-

wicklung oder Nutzung einer KI-Anwendung zu einem Bias, kann sich dies entlang des 

ML-Zyklus auf die jeweils folgenden Schritte auswirken und sich schließlich negativ in 

den Ergebnissen niederschlagen (Leslie et al., 2021; Suresh und Guttag, 2021). ML-

Anwendungen unterliegen einem hohen Bias-Risiko, da es in jedem Schritt des ML-

Zyklus zu Verzerrungen kommen kann und sich diese aufgrund der Opazität der KI-

Anwendungen nur schwer identifizieren lassen. Bias werden deshalb als eines der 

prägnantesten Risiken dieser Anwendungen betrachtet (Mittermaier et al., 2023; 

Schneider, 2021). 

Die Formen und Quellen der Bias können dabei sehr unterschiedlich sein. Im Folgen-

den werden die wichtigsten limitierenden Einflussfaktoren und potentiellen Quellen von 

Bias im ML-Zyklus beschrieben. In Tabelle 2 findet sich zudem eine Übersicht über 

verschiedene Formen von Bias. 

  



1 Einleitung 

  7 

1. Ungleichheiten in der realen Lebenswelt  
Die reale Lebenswelt unterliegt zahlreichen sozioökonomischen, biologischen, kultu-

rellen und weiteren Ungleichheiten, aus denen Benachteiligungen für bestimmte Be-

völkerungsgruppen und Individuen resultieren, die sich in unterschiedlichen Maßen 

gegenseitig beeinflussen. Diese Ungleichheiten in der realen Lebenswelt lassen sich 

als struktureller Bias bezeichnen (Suresh und Guttag, 2021). Im Rahmen der Daten-

erhebung für eine ML-Anwendung besteht die Gefahr, dass die Daten diese potenzi-

ellen Ungleichheiten widerspiegeln oder eine unreflektierte Nutzung zu einer Verstär-

kung führt, was eine unzureichende Validität der ML-Anwendung zur Folge haben 

kann, dem representation Bias (Mazure und Jones, 2015).  

 

2. Digitale Daten  
Die digitalen Daten, die einer KI-Anwendung zugrunde liegen, können die reale Le-

benswelt nur unzureichend abbilden, da sie eine abstrahierte und selektive Form der 

Komplexität der realen Lebenswelt darstellen. Um dennoch eine möglichst gute und 

umfassende Datengrundlage für eine KI-Anwendung zu generieren, muss die Daten-

erhebung möglichst genau und objektiv erfolgen. Messfehler können dazu führen, 

dass die digitalen Daten die reale Lebenswelt verzerrt widerspiegelt, es zu einem mea-

surement Bias kommt. Während der Datenerhebung muss daher stets versucht wer-

den, eine möglichst hohe Repräsentativität der realen Lebenswelt in den Daten zu er-

reichen (Shankar et al., 2017). 

 

3. Vorbereitung und Auswahl der Variablen  
Variablen sind Datenrepräsentationen, die für die ML-Anwendung genutzt werden um 

Aufgaben zu erfüllen oder Muster zu erkennen. Die zur Verfügung stehenden Daten 

werden in Eingabevariablen definiert. Diese werden von der ML-Anwendung verwen-

det um im nächsten Schritt Ausgabevariablen zu prädiktieren. Sowohl die Definition 

der Eingabevariablen als auch der Ausgabevariablen beeinflusst maßgeblich die Qua-

lität der Ergebnisse. Sind die Variablen unpräzise definiert, hat dies auch unpräzise 

Ergebnisse der ML-Anwendung zur Folge. Fehlende Präzision und Qualität in der De-

finition der Variablen, kann zudem zu verzerrten Ergebnissen führen und die Bevorzu-

gung oder Benachteiligung bestimmter Subgruppen zur Folge haben (Suresh und Gut-

tag, 2021).   
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4. Design der KI-Algorithmen  
Das Design und die Auswahl der Algorithmen, sowie die Definition von Labels, die die 

Lernziele definieren bzw. markieren, beeinflussen grundsätzlich die Funktionsweise 

einer ML-Anwendung. Dabei kann es durch fehlerhafte oder unzureichend genaue Al-

gorithmen zu Verzerrungen und Fehlern der KI-Anwendung kommen (Hooker, 2021). 

Eine weitere Fehlerquelle ist die Priorisierung einzelner Leistungswerte während der 

Lern- und Optimierungsphase, zulasten der Qualität unter realen Einsatzbedingungen. 

In der Folge können die Ergebnisse insgesamt fehlerhaft und unpräzise werden, in 

diesem Fall wird von Lern- und Evaluationsbias gesprochen.  

 

5. Anwendung in der realen Lebenswelt 
Der Einsatz von KI-Anwendungen in der Praxis birgt Risiken, die sich sowohl aus allen 

vorhergehenden Schritten des ML-Zyklus, als auch aus der unmittelbaren Anwendung 

ergeben können. Fehlende Kenntnisse über Funktionsmechanismen und Limitationen 

können zu einer leichtfertigen Nutzung führen, ohne die Ergebnisse kritisch zu hinter-

fragen. Dies wird auch als Automationsbias bezeichnet. Wenn sich die Daten oder 

Bedingungen, unter denen ein ML-Modell trainiert wurde von denen unterscheiden, 

unter denen es später eingesetzt wird, die Lern- und die Anwendungswelt einer ML-

Anwendung folglich nicht zusammenpassen, wird dies als Nutzungsbias (deployment 

bias) bezeichnet. Die Nutzung erfolgt dann ohne für den spezifischen Anwendungsfall 

validiert zu sein, was zu falschen und ungenauen Ergebnissen führen kann (Suresh 

und Guttag, 2021).  
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Trainings- und Entwicklungsbias 

Representation Bias 
Entsteht durch eine Unterrepräsentierung bestimmter Grup-

pen innerhalb eines Datensatzes 

Measurement Bias Falsche oder ungenaue Messinstrumente führen zu Fehlern 

Aggregation Bias 

Tritt auf, wenn Daten auf einer allgemeineren Ebene zusam-

mengefasst werden und keine adäquate Gewichtung von 

Subebenen erfolgt 

Learning Bias 

Bevorzugung bestimmter Arten von Mustern und Ergebnis-

sen während des Lernens gegenüber anderen Mustern und 

Resultaten 

Evaluation Bias 

Optimierung zugunsten bestimmter Benchmark-Werte unter 

Vernachlässigung der Ergebnisse unter realen Testbedin-

gungen 

Nutzungsbias 

Deployment Bias 

Differenz zwischen ursprünglich erdachter Funktionsweise 

und der Art, wie ein Werkzeug in der realen Lebenswelt tat-

sächlich angewendet wird 

Automation Bias 
Fälschliche Annahme von automatisierten Ergebnissen, 

ohne diese auf ihre Plausibilität zu überprüfen 

Tabelle 2: Übersicht über verschiedene Bias. Quelle: Suresh und Guttag, 2021  

1.1.2 Entscheidungsunterstützungssysteme  

Klinische Entscheidungsunterstützungssysteme (clinical decision support systems, 

CDSS) sind Softwareanwendungen, die auf Basis von Patientendaten Empfehlungen 

an die Behandler geben können. Die Empfehlungen können sowohl diagnostische als 

auch organisatorische und therapeutische Entscheidungen betreffen. Entwickelt wer-

den diese Anwendungen seit den 1970er-Jahren (Shortliffe und Buchanan, 1975). 

Klassische Beispiele für CDSS sind Anwendungen der elektronischen Arzneimittelver-

ordnung (computerized physician order entry, CPOE). In Verbindung mit einer elektro-

nischen Patientenakte (electronic health record, EHR) können z. B. doppelte Verord-

nungen und falsche Dosierungen erkannt werden. Weitere Beispiele umfassen An-

wendungen, die auf mögliche Einschlusskandidaten für Studien hinweisen, die Zeitin-

tervalle für Folgeuntersuchungen empfehlen und eine Risikoprädiktion für bestimmte 

Komplikationen und Krankheitsverläufe aufzeigen (Sutton et al., 2020). Die Implikation 

von CDSS umfasst sowohl eigenständige Softwareanwendungen, als auch in Kran-
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kenhaus-Informationssysteme (KIS) integrierte Anwendungen. Die Art der Empfehlun-

gen reicht von passiven Hinweisen bis hin zu Warnungen, die vom Anwender durch 

Signatur quittiert werden müssen (Osheroff et al., 2021).  

Klassische CDSS basieren in der Regel auf Datenbanken, in denen Behandlungs-

pfade in Form von Algorithmen hinterlegt sind. Diese Systeme werden als knowledge 

based bezeichnet, da sie auf bestehendem Wissen basieren. Diese Systeme fußen 

auf einer Wissensbasis, die Fakten und Regeln enthält, die von Fachleuten bereitge-

stellt werden. Es wird hierbei mit wenn-dann-Regeln gearbeitet, um aufgrund von Ein-

gaben eine Schlussfolgerung zu ziehen (Schneider, 2021). Zunehmend an Bedeutung 

gewinnen CDSS, die auf ML basieren. Diese Systeme sollen durch die Analyse von 

komplexen Daten wie EHR, Labor, Bildgebung und Vitalparametern Entscheidungs-

unterstützungsempfehlungen ausgeben (Eta S. Berner, 2007). In einigen Teilberei-

chen haben sich CDSS bereits als wirksame Instrumente zur Qualitätsverbesserung 

der Therapie erwiesen. Ein auf Expertensystemen und ML basierendes CDSS, das im 

Rahmen einer Studie getestet wurde, zeigte eine hohe diagnostische Genauigkeit bei 

der Detektion von Herzinsuffizienz (Choi et al., 2020). In der antimikrobiellen Therapie 

erwies sich ein nicht-KI basiertes CDSS als effektiv in der Verbesserung der Antibio-

tikaverschreibung und der Reduktion des Antibiotikagebrauchs insgesamt (Delory, 

2022).  

1.1.3 Reifegradmodelle 

Ein Reifegradmodell (RGM) ist ein Instrument zur Bewertung und Verbesserung von 

bestimmten Fähigkeiten eines Produktes oder einer Leistung (Ransbotham et al., 

2017). Reifegradmodelle stellen in vielen digitalen Bereichen ein etabliertes Instrument 

zur Bewertung und Optimierung digitaler Prozesse dar, insbesondere in der Software-

entwicklung, im Wirtschaftsingenieurwesen und im betriebswirtschaftlichen Bereich (J. 

Becker et al., 2009a). RGM bewerten mögliche und vorhersagbaren Verläufe eines 

Prozesses, einer Technologie oder eines Produktes (Poeppelbuss und Roeglinger, 

2011). Dabei wird die Reife eines Prozesses in aufeinanderfolgenden Stufen bewertet, 

wobei jeweils bestimmte Bedingungen erfüllt werden müssen, damit die nächste Rei-

fegradstufe erlangt werden kann (J. Becker et al., 2009a). 

Viele Reifegradmodelle gehen auf das capability maturity model (CMM) zurück, das in 

den 1990er-Jahren entwickelt wurde und die Optimierung bestehender Softwareent-
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wicklungsprozesse als Ziel hatte. Die Prozesse können mithilfe dieses Modells analy-

siert und in fünf Reifegradstufen eingeteilt werden, aus denen sich Möglichkeiten zur 

Optimierung ableiten lassen. Das Modell gilt als Prototyp eines Reifegradmodells 

(Paulk et al., 1993).  

Reifegradmodelle lassen sich in drei Kategorien unterteilen. Es werden deskriptive, 

präskriptive und vergleichende Reifegradmodelle differenziert (Poeppelbuss und Ro-

eglinger, 2011). Ein deskriptives Reifegradmodells dient dazu, den Ist-Zustand des 

betreffenden Prozesses zu erfassen. Die Weiterentwicklung des Reifegradmodells zu 

einem präskriptiven Modell zielt darauf ab, Leitfäden zur Verbesserung des Entwick-

lungsprozesses zu erstellen. Ein vergleichendes Reifegradmodell ermöglicht das Ver-

gleichen mehrerer Entwicklungs- und Organisationsprozesse, Produkte oder Struktu-

ren, und insbesondere den Vergleich dieser in verschiedenen Unterkategorien.   

Die Anwendung eines systematischen Reifegradmodells kann dazu beitragen ein Pro-

dukt, eine Technologie oder Prozesse zu optimieren, indem es eine kontinuierliche 

Verbesserungskultur fördert. 

1.2 Problemstellung 

Die Entwicklung von KI-Anwendungen schreitet rasant voran und der zukünftige Ein-

fluss von KI-Anwendungen in der Medizin, insbesondere von KI-basierten CDSS, wird 

signifikant zunehmen (Ahuja, 2019). Die Qualität und die Reife dieser Anwendung sind 

von vielen Faktoren abhängig. Dazu gehören unter anderem nicht repräsentative digi-

tale Daten, fehlende Transparenz oder eine ungünstige Integration der Anwendungen 

in die klinischen Prozesse (Hummel und Rimmele, 2021; Wehkamp et al., 2023). 

Ebenso spielen Datenschutz, Verantwortlichkeit und ethische Herausforderungen eine 

bedeutende Rolle und werden intensiv in der wissenschaftlichen Debatte diskutiert 

(Heinemann et al., 2020). Ein Grundverständnis über die komplexen Funktionsweisen 

von KI-Anwendungen ist erforderlich um KI-basierte Instrumente, wie KI-Entschei-

dungshilfen, kritisch prüfen und hinterfragen zu können (Mosch et al., 2021). Für die 

Ärzteschaft ist es aber sehr schwer, KI-basierte Anwendungen in ihren Stärken und 

Limitationen zu bewerten. Bedingt ist dies z. B. durch die hohe Opazität der Anwen-

dungen selbst, aber auch durch fehlende Transparenz der zugrunde liegenden Daten 

(Richter-Kuhlmann, 2021). Eine Einschätzung von Qualität, Nutzen, Limitationen und 

Risiken von KI-Anwendungen, wie den KI-CDSS, ist aber auch ohne diese Hindernisse 
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nicht leicht, da es keine standardisierten Werkzeuge gibt, die eine solche Einschätzung 

unter Berücksichtigung der Bedürfnisse der Ärzteschaft objektiv ermöglicht. Hinzu 

kommt ein oft unzureichendes Grundverständnis der meisten Ärzte über die komple-

xen Funktionsweisen von KI-Anwendungen (Mosch et al., 2021), da sowohl in der Aus-

bildung von Medizinern, als auch in der klinischen Praxis die Vermittlung von KI-Grund-

kenntnissen allenfalls eine untergeordnete Rolle spielt (Ruhaltinger, 2021). Diese be-

schränkt sich bislang lediglich auf einzelne unterschiedliche Projekte, während eine 

flächendeckende Ausbildung und ein verbindliches Curriculum fehlen (Johnson und 

Breitbart, 2023). 

1.2.1 Zielsetzung der Arbeit 

Das Ziel dieser Arbeit besteht darin, ein System für die Beurteilung der Stärken und 

Limitationen von KI-basierten CDSS in der Patientenversorgung zu entwickeln. Zentral 

hierfür ist die Frage, wie sich die Reife eines KI-basierten Entscheidungsunterstüt-

zungssystems im medizinischen Anwendungsbereich standardisiert beurteilen lässt, 

und welche Aspekte hierfür von besonderer Relevanz sind. 

Als Antwort auf diese Frage soll ein RGM entwickelt werden, das eine Beurteilung von 

Qualität, Nutzen, Limitationen und Risiken dieser Anwendungen ermöglichen soll. Die 

besonderen Aspekte der medizinischen Patientenversorgung und die Anforderungen 

der Ärzteschaft liegen dabei im Fokus des RGM. Für die medizinischen Anwender (in 

der Regel Ärzte) soll das RGM ein Werkzeug darstellen, um eine objektive Bewertung 

von KI-basierten CDSS und deren Implementation in den klinischen Alltag zu erstellen.  
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2 Methodik 

2.1 Methodisches Konzept 

Die methodische Konzeption orientiert sich an der Methode von Becker, die einen Rah-

men zur qualitativen Entwicklung und Dokumentation von Reifegradmodellen im IT-

Management beschreibt (Becker et al., 2009). Die Methode bezieht sich auf einen 

strukturierten Prozess, der aus acht Schritten besteht (siehe Abbildung 2).  

Zunächst erfolgt die Problemdefinition, in der die Ziele und der Anwendungsbereich 

des RGM festgelegt werden. Anschließend wird eine umfassende Analyse bestehen-

der RGM durchgeführt, um bewährte Praktiken zu identifizieren und potenzielle Lücken 

aufzudecken. Basierend auf diesen Erkenntnissen wird die Entwicklungsstrategie fest-

gelegt, die als Leitfaden für den gesamten Prozess dient. 

Eine iterative Entwicklung des RGM ermöglicht es, kontinuierlich Feedback zu integ-

rieren und das Modell entsprechend anzupassen. Die anschließende Evaluation stellt 

sicher, dass das Modell den Anforderungen entspricht und wirksam ist. Die Implemen-

tierung von Transfermitteln, wie Schulungen oder Richtlinien, erleichtert die praktische 

Anwendung. Basierend auf den Ergebnissen wird entschieden, ob das RGM weiter-

verfolgt oder verworfen werden soll. Dieser zyklische Prozess gewährleistet, dass das 

RGM kontinuierlich verbessert wird und einen Mehrwert für seine Anwender bietet. 

 
Abbildung 2: Schema der Reifegradentwicklung nach J. Becker et al., 2009 

Kern der vorliegenden Arbeit ist ein Delphi-Verfahren, das der Entwicklung eines Rei-

fegradmodells dient und viele der von Becker beschriebenen Schritte vereint. Dieses 

Delphi-Verfahren gliedert sich in sieben Abschnitte. Zunächst erfolgt eine Literatur-
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recherche. Anschließend werden Interviews mit Medizinern durchgeführt, um die spe-

zifischen Anforderungen an ein KI-gestütztes Clinical Decision Support System 

(CDSS) zu evaluieren. Zusätzlich werden Experten aus verschiedenen Fachbereichen 

ausgewählt und in Experteninterviews zu wichtigen Aspekten der Reife von CDSS be-

fragt. 

Basierend auf den gesammelten Erkenntnissen wird ein Prototyp des RGM entwickelt. 

Dieser Prototyp wird dann durch eine Delphi-Befragung weiter optimiert und einem 

Konsens über die Struktur und Inhalte des RGM unterzogen (siehe Abbildung 3).  

 
Abbildung 3: Schema des Delphi-Verfahrens zur Entwicklung des Reifegradmodells 

2.2 Literaturrecherche 

Zu Beginn der Entwicklung dieses RGM wurde eine zielgerichtete Literaturrecherche 

durchgeführt. Diese half einen Überblick über den aktuellen Forschungsstand zu ge-

winnen und zentrale Probleme der Thematik zu identifiziert. Die Recherche erfolgte 

über die Plattform Pubmed. Es wurde ein Zeitraum von 2015 bis Juli 2022 gewählt. 

Schlagwörter waren maturity model, artificial intelligence, bias, risk, implementation 

und quality. Dazu wurden die booleschen Operatoren AND und OR in verschiedenen 

Kombinationen verwendet. Aufgrund der großen Anzahl an Publikationen erfolgte eine 

Eingrenzung der Arbeiten mit einem Fokus auf mögliche Qualitätsindikatoren für KI-

CDSS.  

Das Screening der Literatur wurde nach der ersten Recherche regelmäßig bis zur Fer-

tigstellung des Modells aktualisiert, um eine kontinuierliche Anpassung an aktuelle For-

schungsergebnisse zu gewährleisten. Neben Pubmed wurden auch Reifegradmodelle 

über Google/Google-scholar recherchiert. 
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2.3 Experteninterviews 

Bei den durchgeführten Interviews handelt es sich um leitfadenbasierte, halbstruktu-

rierte, qualitative Interviews. Die Interviews dienten der Erkenntnisgewinnung, der Ex-

ploration neuer Themenaspekte und der Ableitung von Bestandteilen des Reifegrad-

modells. Das methodische Vorgehen erfolgte in Analogie an die von Meuser und Kol-

legen beschriebene Methode des Experteninterviews. Dieses umfasst mehrere 

Schritte. Zunächst werden relevante Experten identifiziert und kontaktiert. Anschlie-

ßend wird ein strukturierter Interviewleitfaden entwickelt, der offene Fragen enthält. 

Die Interviews werden durchgeführt und aufgezeichnet, bevor die Daten transkribiert 

und analysiert werden. Die Analyse konzentriert sich auf Schlüsselaussagen und Mus-

ter (Meuser und Nagel, 2009). 

Als Basis für die Befragungen wurde nach vorangegangener Recherche ein Leitfaden 

erstellt, der die Bereiche abdeckt, die für KI-Anwendungen in der Medizin von Rele-

vanz sind. Die Interviews basierten auf wenigen Basisfragen, um den Teilnehmern die 

Gelegenheit zu geben, möglichst offen und in unterschiedlicher Detailtiefe auf die Fra-

gen zu antworten. Die Interviews wurden durch ergänzende Fragen individuell erwei-

tert.  

2.3.1 Auswahl der Experten 

Ein zentraler Fokus dieser Arbeit liegt auf der speziellen ärztlichen Perspektive auf KI-

basierte Entscheidungsunterstützungssysteme und Anwendungen.  

Um dieser Ansicht gerecht zu werden wurden als Experten ärztliche Vertreter unter-

schiedlicher Ausbildungsstufen, sowohl der ambulanten als auch der klinischen Pati-

entenversorgung ausgewählt. Zudem wurden Experten augewählt, die die verschiede-

nen Bereiche von eHealth repräsentieren. Das Ziel bestand darin, möglichst verschie-

dene Perspektiven auf das Thema zu gewinnen. 

Die medizinischen Interviewteilnehmer setzen sich wie folgt zusammen: 

(1) Hausarzt und Mitglied der Hausärztekammer Schleswig-Holstein, als Vertreter 

der ambulanten Patientenversorgung 

(2) Oberarzt der Geriatrie einer Universitätsklinik, als Vertreter der klinischen Pati-

entenversorgung 

(3) Assistenzärztin der Fachrichtung Onkologie  
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(4) Assistenzarzt der Fachrichtung Kardiologie 

Aus folgenden Bereichen wurde Interviewteilnehmer für den Querschnittsbereich 

eHealth ausgewählt: 

(a) Professor und Lehrstuhlinhaber für Technologiemanagement an einer Univer-

sität 

(b) Entwickler und wissenschaftlichen Mitarbeiter am MOIN CC der CAU-Kiel 

(c) Geschäftsführer und Leiter des Bereichs maschinelles Lernen in einem deut-

schen Unternehmen für Krankenhaussoftware 

(d) Professor für Digital Health Management an einer Universität 

(e) Clinical Scientist für digitale Gesundheitsanwendungen am Berlin Institute of 

Health  

(f) Chief Information Officer einer deutschen Universitätsklinik 

2.3.2 Interviewleitfäden 

Ziel war es zu Beginn der RGM-Entwicklung einen Eindruck über den Wissensstand 

der Mediziner hinsichtlich KI-CDSS und Vorbehalte zu bekommen, sowie Bedürfnisse 

zu erfragen. Schlüsselthemen, die hier behandelt werden, sind bisherige Erfahrungs-

werte, die Integration einer KI-CDSS, Erklärbarkeit der Anwendungen und Vertrauen 

in die KI-Anwendung.  

Der Interviewleitfaden für die eHealth-Experten basiert auf neun Themengebieten.  

Diese sind Datenschutz, Datengrundlage, Bias, Transparenz, Performance, Organisa-

tion, Technik, Fehlermanagement und Erklärbarkeit. Diese wurden nach vorangegan-

gener Literaturrecherche identifiziert. Zudem flossen bereits die Ergebnisse der Inter-

views mit Medizinern in die Erstellung des Leitfadens ein. 

Die Interviewleitfäden wurden jeweils in einem Pilotversuch innerhalb der eigenen Ar-

beitsgruppe erprobt. Der Fokus lag hierbei neben dem Interviewfluss auch auf dem 

Zeitmanagement. Nachfolgend finden sich die eingesetzten Interviewleitfäden: 

 

Interviewleitfaden für medizinische Interviewteilnehmer: 

(1) Haben Sie Erfahrung mit KI-Anwendungen an Ihrem Arbeitsplatz, z. B. mit Ent-

scheidungsunterstützungssystemen? 
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(2) Können Sie die ideale KI-Entscheidungsunterstützung an Ihrem Arbeitsplatz 

skizzieren?  

(3) Wie würde für Sie die ideale Integration einer KI-Entscheidungsunterstützung 

in Ihrem Berufsalltag aussehen? (z. B. in Form eines digitalen Assistenten, ei-

nes Alarm-Systems im KIS oder einer eigenen Softwareanwendung) 

(4) Bis zu welchem Grad muss eine KI-Anwendung, konkret eine Entscheidungs-

unterstützung, für Sie erklärbare Ergebnisse liefern, damit Sie der Empfehlung 

der Anwendung folgen würden? 

(5) Wenn ein KI-basiertes Entscheidungsunterstützungssystem an Ihrem Arbeits-

platz eingeführt werden sollte, welche Kriterien müssten für Sie transparent 

sein? 

(6) Was müsste eine KI-Entscheidungsunterstützung leisten, damit Sie dieser voll-

kommen vertrauen würden? 

(7) Welche Punkte sind für Sie noch nicht genannt, was sollte Ihrer Meinung nach 

noch ergänzt werden? 

 

Im Folgenden ist der Interviewleitfaden für die eHealth-Experten-Interviews im Wort-

laut aufgeführt.  

Interviewleitfaden für eHealth-Experten: 

(1) Datenschutz: Wie lässt sich Datenschutz mit dem Einsatz von KI in der Medizin 

vereinen? 

(2) Datengrundlage: Was sind geeignete Kriterien und Anforderungen an eine Da-

tengrundlage für eine KI-Anwendung? 

(3) Bias: (Bias – Befangenheit, Vorurteil oder Voreingenommenheit, die durch KI 

verstärkt wird) Wie lässt sich das Risiko eines Bias reduzieren bzw. wie sollte 

mit dem Problem des Bias umgegangen werden? 

(4) Transparenz: Welche Aspekte sollten bzgl. des Einsatzes von KI in der Medizin 

allgemein zugänglich und transparent sein? 

(5) KI-Performance: Wie sollte die Leistung einer KI-Anwendung gemessen wer-

den? Wie lassen sich die Sensitivität und Spezifität einer KI messen und opti-

mieren? 

(6) Prozess/Organisation: Welche Anforderungen stellt der Einsatz von KI-Anwen-

dungen an eine Organisationseinheit, z. B. ein Krankenhaus? 
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(7) Technische Ebene: Welche speziellen technischen Anforderungen stellt der 

Einsatz von KI-Anwendungen in Bezug auf Interface, IT-Sicherheit und techni-

sche Systemintegration? 

(8) Fehlermanagement: Welche Art des Feedbacks hinsichtlich Optimierung, Up-

dateprozessen und Fehlermanagement ist für KI-Anwendungen sinnvoll oder 

erforderlich? 

(9) Nachvollziehbarkeit/Explainability: Inwieweit müssen/sollten Ergebnisse von KI-

Anwendungen für die Anwender und Patienten nachvollziehbar und erklärbar 

sein? Wie sollte mit „Blackbox“-Ergebnissen umgegangen werden? 

(10) Offengebliebene Aspekte: Welche Frage ist aus Ihrer Sicht noch nicht gestellt 

worden? Ist Ihnen ein Punkt aufgefallen, der aus Ihrer Sicht noch bedacht wer-

den sollte? 

2.3.3 Durchführung und Dokumentation   

Die Befragungen der medizinischen Experten wurden im September 2022 geführt, die 

Befragungen der eHealth Experten zwischen September 2022 und Februar 2023. Zu-

nächst wurden die Interviewteilnehmer über den Zweck der Studie informiert und um 

eine Einwilligung zur Auswertung der Interviews gebeten. Die Interviews wurden tele-

fonisch, per Videotelefonie oder im direkten Kontakt geführt. Zwei Befragungen wur-

den aus Praktikabilitätsgründen schriftlich, mittels Fragebogen, geführt. Die Art der 

Durchführung richtete sich nach den organisatorischen und technischen Bedürfnissen 

der Interviewteilnehmer. Im Schnitt dauerten die Interviews 15-30 Minuten für die In-

terviews mit den Medizinern und 30-60 Minuten für die Interviews mit den eHealth Ex-

perten. Von den Interviews wurde nach einem Einverständnis der Beteiligten ein Au-

diomitschnitt angefertigt. Die Transkription erfolgte manuell und im Anschluss an die 

Gespräche. Hierbei wurden die Interviews stichpunktartig auf ihre inhaltlich relevanten 

Aussagen gekürzt. Aufgrund der geringen Anzahl der Interviews liegt keine Repräsen-

tativität vor.  

2.3.4 Auswertungskonzept 

Die Experteninterviews wurden inhaltlich analysiert und als Stichpunkte zusammenge-

fasst. Hierzu wurde eine Matrix erstellt, in der die Stichpunkte grob in zusammenhän-

gende Themengebiete gruppiert wurden (siehe Anhang Tabelle 23: Zuordnung der 
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Items). Zwecks tiefergehender Ordnung wurden die Stichpunkte in kleinteiligere und 

inhaltlich passende Gruppen eingeteilt. Für diese Gruppen wurde jeweils ein inhaltlich 

passender Überbegriff gewählt.  

2.4 Struktur des Reifegradmodells 

Ein Reifegradmodell besteht typischerweise aus vier Elementen, deren Bezeichnun-

gen häufig variieren (Egeli, 2016). Dieses Reifegradmodell setzt sich aus Dimensio-

nen, Subdimensionen, Items und Reifegraden zusammen. In Tabelle 3 sind die vier 

Elemente kurz beschrieben.  

 

Eigenschaften Allgemeine Definition Methodische Anwendung 

Dimension 

Die Dimension be-

schreibt ein Themenfeld 

des Reifegradmodells. 

Die Dimensionen dieses RGM wurden in 

Anlehnung an den ML-Zyklus und auf Ba-

sis der Experteninterviews erstellt. 

Subdimension 

Eine Subdimension be-

schreibt ein Themenfeld 

innerhalb einer Dimen-

sion. 

Die Subdimensionen wurden so erstellt, 

dass sich die Inhalte der Experteninter-

views inhaltlich sinnvoll den Dimensionen 

des RGM zuordnen lassen.  

Item 

Ein Item beschreibt ein 

Kriterium innerhalb einer 

Subdimension. 

Die Items wurden mithilfe der Expertenin-

terviews und Literaturrecherche ermittelt 

und nach dem oben beschriebenen Prin-

zip Subdimensionen und Dimensionen zu-

geordnet.  

Reifegrad 

Ein Reifegrad beschreibt 

eine Ordnungsstruktur 

innerhalb einer Dimen-

sion.  

Die Reifegrade wurden allgemein definiert. 

Ziel des RGM ist es, KI-Anwendungen be-

züglich ihrer Reife so einzuteilen, dass die 

AnwenderInnen die Anwendung bezüglich 

ihrer Stärken und Defizite erfassen kön-

nen.  

Tabelle 3: Elemente des Reifegradmodells. 

Quelle: Nach Egeli, 2016  

2.4.1 Reifegrade 

Es existieren unterschiedliche Definitionen zu Reifegraden. Für diese Arbeit wird die 

Definition von Becker verwendet:  

„Ein Reifegrad ist durch festgelegte Merkmale des zu untersuchenden Objekts und 

durch die jeweils zur Erreichung des Reifegrads erforderlichen Merkmalsausprägun-

gen definiert.“ (J. Becker et al., 2009).  
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Die Einteilung der Reifegrade dient vorrangig einer allgemeinen Strukturierung. Hier-

bei werden für jedes Item des RGM Mindestkriterien pro Reifegrad aufgezählt, die er-

füllt sein müssen, um den jeweiligen Reifegrad zu erreichen. Die Einteilung sieht drei 

Reifegrade vor: 

R1 = Kriterien nicht erfüllt 

R2 = Kriterien teilweise erfüllt 

R3 = Kriterien erfüllt 

 

Die Einteilung orientiert sich an einem möglichen Mehrwert, der sich durch das jewei-

lige Bewertungskriterium für die medizinischen Anwender ergibt. Der Reifegrad R3 be-

deutet, dass die Kriterien erfüllt sind und es zum aktuellen Zeitpunkt kein Entwicklungs-

potential für das entsprechende Item gibt. Der Reifegrad R2 bedeutet, dass das Be-

wertungskriterium teilweise erfüllt wird, es aber noch ein Potential zur Entwicklung und 

Optimierung gibt. R1 stellt den niedrigsten Reifegrad dar und bedeutet, dass das Be-

wertungskriterium nicht erfüllt ist. Aus dem Reifegrad R1 resultiert folglich der größte 

Entwicklungsbedarf.  

2.5 Delphi-Verfahren 

Das Delphi-Verfahren ist eine strukturierte, iterative Befragungsmethode mit dem Ziel 

der Konsensfindung (Niederberger und Renn, 2019). In diesem Verfahren werden Ex-

perten aus einem bestimmten Fachgebiet in mehreren Runden zu einem Thema be-

fragt. In jeder Runde erhalten die Experten Fragebögen, in denen sie ihre Meinungen 

oder Einschätzungen zu bestimmten Themen abgeben können. Nach jeder Runde 

werden die Ergebnisse zusammengefasst und den Experten erneut, aber anonymi-

siert, präsentiert. So besteht die Möglichkeit, die Antworten in Anbetracht der anderen 

zu überdenken. Dieser Prozess wird so lange wiederholt, bis ein Konsens erreicht wird 

oder bis keine wesentlichen Veränderungen oder neuen Einsichten mehr auftreten 

(Cuhls, 2019) (siehe Abbildung 4). Das Delphi-Verfahren wurde in den 1950er-Jahren 

von der RAND-Corporation, einem Think-Tank zur Zukunftsforschung, entwickelt (Am-

mon, 2009). Inzwischen ist die Methode eines der weitverbreitetsten Modelle zur wis-

senschaftlichen Konsensfindung und wird unter anderem für die Entwicklung von S2K- 

oder S3-Leitlinien in der Medizin genutzt (AWMF, 2023). 
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Abbildung 4: Schematische Darstellung der Delphi-Befragung 

2.5.1 Erstellung eines Delphi-Fragenkataloges 

Die Begriffe Delphi-Verfahren und Delphi-Befragung werden häufig synonym verwen-

det. Im Folgenden wird die Delphi-Befragung als ein Schritt des übergeordneten Del-

phi-Verfahren betrachtet (siehe Abbildung 3). Für die Delphi-Befragung wurde ein Fra-

gebogenkatalog erstellt. Dieser besteht aus dem RGM-Prototyp, dem für jedes Item 

zwei jeweils fünfstufige Likert-Skalen, sowie ein Kommentarfeld hinzugefügt wurde. 

Diese erfragen die inhaltliche Zustimmung zum jeweiligen Item und die Zustimmung 

zur Einteilung der Reifegrade. Zusätzlich konnte jedes Item frei kommentiert werden. 

Der Fragenkatalog wurde als editierbares Microsoft-Word-Document-Format an die 

Teilnehmer verschickt. Abbildung 5 zeigt exemplarisch einen Ausschnitt des Delphi-

Fragenkatalogs. 

Abbildung 5: Exemplarische Darstellung des Delphi-Fragenkatalogs 

2.5.2 Fragenkatalog gestützte Delphi-Befragung  

Zunächst wurde eine Test-Befragung zur Sicherstellung der Praktikabilität innerhalb 

der Arbeitsgrupper durchgeführt. Anschließend erfolgten zwei Delphi-Befragungen. 

Der Delphi-Fragenkatalog wurde an die Teilnehmer der Experten-Interviews sowie 

weitere Experten verschickt (siehe Abschnitt 3.3.2). Nach 14 Tagen wurde jeweils eine 

Erinnerungsemail versendet, nach insgesamt vier Wochen wurden die Befragungen 

beendet. 

Erstellung 
eines Delphi-
Fragebogens

1. Delphi-
Befragung 

Auswertung 
und 

Überarbeitung 
des 

Fragebogens

2. Delphi-
Befragung

Auswertung 
und ggf. 
erneute 

Überarbeitung 
des 

Fragebogens
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Die Ergebnisse der Befragungsrunden wurden jeweils in einer Tabelle zusammenge-

fasst. Der RGM-Prototyp wurde anschließend nach zwei Faktoren bearbeitet, den Li-

kert-Skalen und den Kommentaren. Anhand der Likert-Skalen wurden die Items in vier 

Klassen eingeteilt: 

(1) „Item und Reifegrad (RG) fertig“ 

(2) „Item bearbeiten“ 

(3) „RG bearbeiten“ 

(4) „Item und RG bearbeiten“ 

 

Als Zustimmung zu einem Item oder einem Reifegrad wurde angenommen, dass min-

destens die Hälfte der Teilnehmer einen Wert von 3 von 5 oder höher auf der Likert-

Skala ausgewählt hat. Zudem wurde ein Item oder RG abgelehnt, sobald mindestens 

ein Teilnehmer 1 von 5 ausgewählt hat (siehe Tabelle 27). Die Items wurden anschlie-

ßend entsprechend ihrer Klasse inhaltlich oder die Reifegradabstufung betreffend 

überarbeitet. Die Bearbeitung orientierte sich hierbei maßgeblich an den Kommenta-

ren der Teilnehmer. Zusätzlich wurden auch die Erläuterungen der Items angepasst, 

wenn dies aus den Anmerkungen der Teilnehmer hervorging. Der überarbeitete RGM-

Prototyp wurde anschließend nach gleichem Schema erneut um die Bewertungs- und 

Kommentarelemente ergänzt. Zusätzlich wurden für die nächste Befragungsrunde 

auch die anonymisierten Kommentare für alle Teilnehmer dargestellt.  Von der Anony-

misierung ausgenommen waren die jeweils eigenen Antworten der Anwender.  
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3 Ergebnisse 

3.1 Ergebnisse der zielgerichteten Literaturrecherche 

Die zielgerichtete Literaturrecherche erfolgte zur Identifikation von zentralen Aspekten 

hinsichtlich der Nutzung von KI-CDSS. Es wurden 150 Arbeiten identifiziert, die inhalt-

lich detaillierter analysiert wurden. Hierbei wurde der Fokus daraufgelegt, bestehende 

Reifegradmodelle zu identifizieren, die bisherigen Erfahrungen in der klinischen An-

wendung von KI zu erfassen und für die Anwender relevante Aspekte herauszufiltern. 

In den Arbeiten wurden verschiedene Reifegradmodelle in der medizinischen Patien-

tenversorgung referenziert, die spezielle Fragestellungen behandeln. Hierzu gehören 

das electronic medical record adoption model (EMRAM), das die Reifegrade hinsicht-

lich der Digitalisierung und Nutzung von vollständig digitalen Patientenakten bewertet 

(Mangiapane und Bender, 2020). Das NHS Digital maturity assessment (DMA) ermög-

licht eine Beurteilung der technischen Infrastruktur einer Gesundheitseinrichtung (NHS 

England). Das Healthcare Analytics Adoption Model (HAAM) ermöglicht eine Bewer-

tung der Datennutzung im Gesundheitswesen (Sander et al., 2016).  Ein Reifegrad-

modell dient der Beurteilung der organisationellen Reife von Kliniken hinsichtlich der 

Nutzung von KI (Pumplun et al., 2021). Dabei werden sieben Dimensionen gebildet, 

die für die Implementierung von KI-Anwendung innerhalb einer Organisation relevant 

sind. Die Anwendung selbst wird hierbei lediglich innerhalb von einzelnen Dimensio-

nen berücksichtigt. Der Fokus des RGM liegt insgesamt auf der Fähigkeit der Organi-

sation eine KI-Anwendung zu implementieren und zu nutzen.  

Es wurde zudem ein RGM identifiziert, dass die Nutzung von CDSS bewertet. Der 

Fokus des RGM liegt auf der Optimierung von organisatorischen Prozessen einer Kli-

nik, um CDSS sinnvoll und nachhaltig nutzen zu können (Orenstein et al., 2019). Es 

werden dabei drei Hauptdimensionen beurteilt. Diese umfassen die Bereiche „Entwick-

lung von Inhalten“, „Analyse und Berichterstattung“ und „Verwaltung und Manage-

ment“. Diese Hauptdimensionen werden jeweils in fünf Reifegrade eingeteilt. Aus den 

höchsten Entwicklungsstufen resultiert die Möglichkeit zur Nutzung von fortschrittli-

chen Technologien, um lernende CDSS zu nutzen. 
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3.1 Ergebnisse der semistrukturierten Interviews  

3.1.1 Ergebnisse der semistrukturierten Interviews mit Ärzten  

Im Folgenden werden die Ergebnisse der Experteninterviews zusammengefasst. Eine 

ausführliche Dokumentation der Interviews findet sich im Anhang in Tabelle 25.  

(1) Haben Sie Erfahrung mit KI-Anwendungen an Ihrem Arbeitsplatz, z. B. mit Ent-

scheidungsunterstützungssystemen? 

Zum Zeitpunkt der Befragung hatte keiner der Gesprächspartner Erfahrungen mit 

KI-Anwendungen am Arbeitsplatz oder im beruflichen Umfeld.  

(2) Können Sie die ideale KI-Entscheidungsunterstützung an Ihrem Arbeitsplatz skiz-

zieren?  

Die Frage, wie eine ideale KI-basierte Entscheidungsunterstützung am Arbeits-

platz aussehen könnte, wurde unterschiedlich beantwortet und spiegelte die ver-

schiedenen Fachrichtungen und Erfahrungswerte der ärztlichen Kollegen wider. 

Die skizzierten Entscheidungsunterstützungsanwendungen zeigten eine große 

Bandweite, die von komplexen klinischen Entscheidungen bis zu eher einfachen 

Funktionen im ambulanten und stationären Alltag reichte. Beispielhaft genannt 

wurden die KI-basierte Erstellung eines Chemotherapieplans oder Prognose des 

medizinischen Verlaufs, die bei der Indikationsstellung besonderer Therapien von 

Nutzen sein kann. Weitere Vorschläge betrafen die Integration von Patienten in 

die Entscheidungsfindung, ähnlich dem verbreiteten „Arriba-Tool (Norbert Donner-

Banzhoff et al., 2022)“ oder einer Unterstützung im Alltag durch automatisierte und 

KI-basierte Laborkontrollen.  

(3) Wie würde für Sie die ideale Integration einer KI-Entscheidungsunterstützung in 

Ihrem Berufsalltag aussehen? (z. B. in Form eines digitalen Assistenten, eines 

Alarm-Systems im KIS oder einer eigenen Softwareanwendung) 

Während einerseits eine enge Einbindung in ein KIS als gute Möglichkeit der In-

tegration beschrieben wurde, wurde von anderen Gesprächspartnern eine isolierte 

Anwendung als bessere Integration gesehen. Einig waren sich alle Gesprächs-

partner, dass unnötige Warnungen unbedingt zu vermeiden seien und bei Bedarf 

die Anwendung auch ausblendbar sein sollte. 
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(4) Bis zu welchem Grad muss eine KI-Anwendung, konkret eine Entscheidungsun-

terstützung, für Sie erklärbare Ergebnisse liefern, damit Sie der Empfehlung der 

Anwendung folgen würden? 

Was die Nachvollziehbarkeit oder Erklärbarkeit der Ergebnisse einer KI-basierten 

Anwendung angeht, so war diese aus Sicht der Gesprächspartner vor allem von 

der Konsequenz der entsprechenden Entscheidung abhängig. Handele es sich 

hierbei um eine weitreichende Entscheidung, etwa das Erstellen eines Chemothe-

rapieplans, wäre es wichtig, die Entscheidung nachvollziehen und erklären zu kön-

nen. Handele es sich um weniger weitreichende Entscheidungen, wäre dies nicht 

unbedingt erforderlich. Allerdings wurde ebenfalls berichtet, dass Ärzte grundsätz-

lich ihr Handeln erklären können sollten und dies für das Vertrauen der Patienten 

von großer Bedeutung sei.  

(5) Wenn ein KI-basiertes Entscheidungsunterstützungssystem an Ihrem Arbeitsplatz 

eingeführt werden sollte, welche Kriterien müssten für Sie transparent sein? 

Hinsichtlich der Transparenz von KI-basierten Anwendungen in der Medizin gab 

es vonseiten der Gesprächspartner grundsätzlich die gleichen Anforderungen wie 

an andere medizinische Produkte. Konkret wurden grobe Einblicke in die Daten 

und Datenströme sowie die Funktionsweise der Anwendungen gefordert. Darüber 

hinaus wurden offizielle Zertifizierungen als transparenzfördernd erwähnt.  

(6) Was müsste eine KI-Entscheidungsunterstützung leisten, damit Sie dieser voll-

kommen vertrauen würden? 

Um Vertrauen in die KI-basierten Anwendungen zu generieren, wurden von den 

Gesprächspartnern drei wesentliche Punkte erwähnt. Zum einen sei hierfür die 

Erklärbarkeit der Ergebnisse der Anwendung wichtig, zum anderen aber auch eine 

Kenntnis über die Funktionsweise der Anwendung. Ein weiterer Aspekt sei es, 

Kontrolle über die Anwendung zu haben. Letztlich spielten besonders die Erfah-

rungen von Kollegen und anderen Kliniken eine entscheidende Rolle für das Ver-

trauen in eine solche Anwendung.  
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(7) Welche Punkte sind für Sie noch nicht genannt, was sollte Ihrer Meinung nach 

noch ergänzt werden? 

Ein weiterer Punkt, der von den Gesprächspartnern aufgebracht wurde, bestand 

darin, transparent mit den Grenzen und Risiken einer KI-basierten Entscheidungs-

unterstützung umzugehen und diese aktiv zu kommunizieren.  

3.1.2 Ergebnisse der semistrukturierten Experten-Interviews 

Die Resultate der Experteninterviews sind im folgenden Abschnitt zusammengefasst. 

Eine ausführliche Dokumentation der Ergebnisse findet sich im Anhang in Tabelle 26.  

(1) Datenschutz: Wie lässt sich Datenschutz mit dem Einsatz von KI in der Medizin 

vereinen? 

Hinsichtlich der Vereinbarkeit von Datenschutz mit KI-Anwendungen in der Medi-

zin wurden von den Gesprächspartnern folgende Aspekte angebracht: Der Daten-

schutz in Deutschland werde aktuell als eines der größten Hemmnisse für die Ent-

wicklung von KI-Anwendungen angesehen, da die Daten nur äußerst schwer für 

Entwickler zugänglich seien. Um die Nutzung und Entwicklung von KI-Anwendun-

gen in der Medizin unter Wahrung des Datenschutzes zu vereinen, seien sowohl 

technische Lösungen als auch regulative Schritte erforderlich. Aufgezählt wurden 

verschiedene Verfahren der Anonymisierung und Pseudonymisierung, aber auch 

die Nutzung von künstlich erzeugten Patientendaten. Hierbei seien besonders Ab-

wägungen zwischen der medizinischen Qualität der Daten einerseits und dem Ri-

siko der Re-Identifikation der Daten andererseits zu nennen. Je mehr originale Da-

ten zur Verfügung stünden, desto besser ließen sich diese verwenden. Gleichzeitig 

stelle dies eine Herausforderung an den Datenschutz dar. In dieser Hinsicht wären 

nicht zurückverfolgbare Daten zu bevorzugen. Letztlich gelte es, aus Sicht der Ge-

sprächspartner, hier eine Abwägung zu treffen.   

Ein technischer Ansatz, der einen hohen Standard setzen könnte, sei das federa-

ted learning, bei dem Daten dezentral und datenschutzfreundlich verarbeitet wer-

den.  

Regulativ wurde gefordert, die Daten in Risikoklassen zu differenzieren und ange-

messene Datenschutzanforderungen zu stellen. Außerdem wurde ein breiter ge-

neral consent gefordert, über den in die Nutzung von KI-Anwendungen eingewilligt 

werden kann. Einig waren sich die Gesprächspartner, dass es einer einheitlichen 
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und internationalen Gesetzgebung bedarf, die eine sichere und transparente Nut-

zung von KI in der Medizin ermöglicht, sowie eine zuverlässige Überwachung von 

Datenschutzmaßnahmen fördert. 

(2) Datengrundlage: Was sind geeignete Kriterien und Anforderungen an eine Daten-

grundlage für eine KI-Anwendung? 

Die Datengrundlage wurde von den Gesprächspartnern als ein zentraler Aspekt 

für die Qualität einer KI-basierten Anwendung betrachtet.  

Es wurde der Unterschied zwischen Trainings- und Anwendungsdaten aufgeführt, 

wobei an beide Datensätze hohe Anforderungen gestellt wurden. Die Diskrepan-

zen der Datensätze müssten gering, die Daten also möglichst repräsentativ für die 

Population sein, in der die KI-Anwendung zum Einsatz kommt. Dies stelle eine 

wichtige Anforderung dar, um eine sichere Funktionsweise zu gewährleisten und 

das Risiko von Verzerrungen zu reduzieren.  

Des Weiteren wurde betont, dass die Qualität der Daten wichtig sei. Hierbei seien 

Faktoren wie die enthaltenen Parameter der Daten, deren Aktualität und Vollstän-

digkeit nennenswert, die in hohem Maße gegeben sein muss. Es wurden zudem 

die Möglichkeiten von automatisierten Datenhomogenisierungs- und Strukturie-

rungsstufen aufgebracht, die die Datensätze mithilfe statistischer Methoden an-

passen könnten. Weitere Anforderungen waren die Zeitverläufe der erhobenen 

Parameter, sowie eine hohe technische und semantische Interoperabilität der Da-

tensätze.  

Während die qualitativen Anforderungen an die Datengrundlage übereinstimmend 

beantwortet wurden, ließ sich dies nicht für quantitative Anforderungen erreichen. 

Hier wurde auch auf seltene Erkrankungen hingewiesen, die eine Herausforderung 

an die Datengrundlage stellten und internationale Lösungen erforderten.  

 

(3) Bias: (Bias – Befangenheit, Vorurteil oder Voreingenommenheit, die durch KI ver-

stärkt wird) Wie lässt sich das Risiko eines Bias reduzieren bzw. wie sollte mit dem 

Problem des Bias umgegangen werden? 

Die Betrachtung von Bias wurde von den Gesprächspartnern als sehr relevanter 

Schritt hervorgehoben. Es wurde betont, dass das Bewusstsein für Bias im Um-

gang mit KI-basierten Anwendungen in der Medizin essenziell sei. Insbesondere 

das Bewusstsein über mögliche Diskrepanzen zwischen dem Trainingsdatensatz 
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und der Anwendungspopulation müsse geschaffen werden. Es wurden zudem 

mögliche Ansätze zur Detektion von Bias diskutiert, z. B. nearest neighbour em-

bedding, eine Methode, die Abweichungen von Individuen aus dem Gesamtkollek-

tiv identifizieren kann. Weitere Maßnahmen könnten Over- und Undersampling der 

jeweils benachteiligten Kollektive sein, also ein Ausgleichen der Gewichtung in den 

Datensätzen. Außerdem wurden klar definierte Fragestellungen sowie Handlungs-

empfehlungen für die Anwender gefordert, um durch einen eng definierten Rah-

men einer Fehlnutzung entgegenzuwirken.  

Betont wurde in den Gesprächen auch die Bedeutung von Transparenz. Nur durch 

eine transparente Kommunikation möglicher Bias könne diesem Risiko aktiv ent-

gegengewirkt werden. Die Gesprächspartner waren sich einig, dass in letzter In-

stanz die Nutzung einer KI-basierten Anwendung nicht erfolgen dürfe, solange die 

Risiken des Bias nicht hinreichend adressiert und beherrschbar wären.  

 

(4) Transparenz: Welche Aspekte sollten bzgl. Des Einsatzes von KI in der Medizin 

allgemein zugänglich und transparent sein? 

Bezüglich der Transparenz von KI-basierten Anwendungen forderten die Ge-

sprächspartner einhellig, dass wichtige Eigenschaften der Datengrundlage einseh-

bar sein müssten. Zudem sollten die Datenströme und Zugriffe auf diese nicht ver-

borgen werden, um Missbrauch vorzubeugen. Weitere Aspekte, die transparent 

sein sollten, betrafen Eigenschaften der KI-Modellarchitektur, Erklärungsstatisti-

ken und Leistungsmetriken sowie Maßnahmen und Regeln des Datenschutzes. 

Zudem sollten die FAIR-Regeln als übergeordnetes Prinzip dienen. Diese bezie-

hen sich auf Grundsätze für den Umgang mit wissenschaftlichen Daten, um si-

cherzustellen, dass sie auffindbar (findable), zugänglich (accessible), interopera-

bel (interoperable) und wiederverwendbar (reusable) sind. Um die Anforderungen 

hinsichtlich Transparenz zu gewährleisten wurde vorgeschlagen, eine Gover-

nance-Struktur zu etablieren. Über diese könnte Wissenschaftlern ein Zugang zu 

den benötigten Informationen über Datengrundlage, KI-Modellarchitektur und 

Leistungsmetriken gewährt werden. Auch Informationen für Nutzer und Patienten 

könnten über eine solche Struktur gezielt zur Verfügung gestellt werden.  

 

(5) KI-Performance: Wie sollte die Leistung einer KI-Anwendung gemessen werden? 

Wie lässt sich die Sensitivität und Spezifität einer KI messen und optimieren? 



3 Ergebnisse 

  29 

In den Gesprächen zeigte sich, dass die Messung der Leistung eines KI-basierten 

CDSS eine Herausforderung darstellt. Die Ansätze und betrachteten Aspekte der 

Gesprächspartner unterschieden sich in Teilen deutlich.  

Es wurden einzelne etablierte Metriken aufgeführt, speziell die AUCROC, Sensiti-

vität, Spezifität, Precision und F1-Scores. Zwar wurden die Werte als relevant be-

trachtet, jedoch wurde mehrfach betont, dass es nicht sinnvoll sei, diese Werte 

isoliert wahrzunehmen. Die Berechnung dieser Werte unterliege vielen Freiheits-

graden und eine sinnvolle Interpretation der Werte sei nur im Kontext des Evalua-

tionsprozesses und der konkreten Label-Definition möglich. Angaben zu den ge-

nannten Leistungswerten sollten daher zwar bewertet werden, jedoch nur im Zu-

sammenhang mit den genannten Prozessen, wodurch die Bewertung deutlich 

komplexer wird.  

Große Einigkeit herrschte unter den Gesprächspartnern hinsichtlich der Bewer-

tung des tatsächlichen medizinischen und allgemeinen Nutzens. Dieser sollte nach 

wissenschaftlichen Kriterien durch retrospektive und prospektive Studien nachge-

wiesen werden. Zudem wurde betont, dass auch negative Ergebnisse und nicht 

erfolgreiche KI-Anwendungen transparent veröffentlicht werden sollten, um daraus 

zu lernen.  

(6) Prozess/Organisation: Welche Anforderungen stellt der Einsatz von KI-Anwendun-

gen an eine Organisationseinheit, z. B. ein Krankenhaus? 

Der Einsatz von KI-Anwendungen sei eine Herausforderung für eine Organisation, 

wie z. B. ein Krankenhaus, darin waren sich die Gesprächspartner einig. Um eine 

effektive und sichere Nutzung von KI-basierten Anwendungen zu gewährleisten, 

gelte es, einige strukturelle und organisationelle Punkte zu erfüllen. Es wurde be-

tont, dass es standardisierte Anweisungen zur Nutzung der Anwendungen braucht 

und eine Implementierung in Leitlinien – sowohl der Fachgesellschaften als auch 

der organisationsinternen Leitlinien. Hierdurch sollte für die Anwender eine Hand-

lungssicherheit erzeugt werden, wie mit den Ergebnissen der KI-Anwendungen 

umzugehen sei. Darüber hinaus sollten die KI-Anwendungen in geschlossene di-

gitale Prozesse integriert werden. Dadurch könne einem Arbeitsmehraufwand ent-

gegengewirkt und der potenzielle Nutzen einer KI-basierten Anwendung besser 

ausgeschöpft werden. Die Möglichkeit zur Kompetenzerweiterung, z. B. durch 

Fortbildungen, müsse für die Nutzer gegeben sein.  
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Neben den organisationalen Punkten müssten sich die Organisationen, also Kran-

kenhäuser und andere medizinische Einrichtungen, auch strukturell an die Imple-

mentierung von KI-Anwendungen anpassen. Das Datenmanagement, also Daten-

extraktion, -annotation, -speicherung und -verarbeitung, müsse gewährleistet wer-

den. Um die genannten Punkte umzusetzen, sei eine entsprechende Personal-

struktur erforderlich. Hier wurde einhellig die Bedeutung der Interdisziplinarität her-

vorgehoben, also die Zusammenarbeit von IT-Entwicklern, Nutzern, Forschung 

und Management. Es wurden gemeinsame Räume und Zeit gefordert, um unter 

umfassender Einbindung aller Berufsgruppen einer Organisationseinheit beste-

hende Prozesse neu zu gestalten und das größte Entwicklungspotenzial zu nut-

zen.    

 

(7) Technische Ebene: Welche speziellen technischen Anforderungen stellt der Ein-

satz von KI-Anwendungen in Bezug auf Interface, IT-Sicherheit und technische 

Systemintegration? 

Mit Blick auf die technischen Anforderungen, die der Einsatz von KI-Anwendungen 

in der Medizin stellt, wurde in den Interviews ein flexibler und schneller Zugriff auf 

die Daten betont. Diese Flexibilität sei eine Voraussetzung für eine schnelle und 

effektive KI-Anwendung und könne z. B. durch cloudbasierte Modelle ermöglicht 

werden. Zudem müsse eine Skalierung der technischen Infrastruktur entspre-

chend den Anforderungen an die Anwendung möglich sein. Als Grundvorausset-

zung wurde auch die Kompatibilität der IT-Systeme und Schnittstellen angesehen. 

Hinsichtlich der IT-Sicherheit wurden keine speziellen Anforderungen gestellt, die 

über die von normalen IT-Systemen im Gesundheitsbereich hinausgehen. Die Da-

tenströme und Schnittstellen einer KI-basierten Anwendung sollten jedoch gut ge-

sichert und überwacht sein. 

Betonung fand schließlich auch die Benutzeroberfläche einer Anwendung. Diese 

müssw grafisch ansprechend sein und einen effektiven Arbeitsablauf fördern, um 

die Akzeptanz der Nutzer zu erhöhen.  

 

(8) Fehlermanagement: Welche Art des Feedbacks hinsichtlich Optimierung, Up-

dateprozessen und Fehlermanagement ist für KI-Anwendungen sinnvoll oder er-

forderlich? 
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Die Gesprächspartner waren sich einig, dass ein effektives Fehlermanagement 

ausschließlich durch Interdisziplinarität umgesetzt werden könnte. Nur durch ein 

hohes Maß an Interdisziplinarität und Fachexpertise könnten Fehler erkannt und 

nachhaltig verhindert werden. Dies beträfe sowohl technische als auch inhaltliche 

Fehler. Zudem wurden klare Regeln zur Fehleranalyse und Prozessverbesserung 

gefordert. Langfristig könnten auch KI-basierte Prozesse eine in hohem Maße au-

tomatisierte Fehleranalyse gewährleisten.  

Als essenziell wichtig und ein gleichzeitig großes Problem wurde von einigen Ge-

sprächspartnern angesehen, dass für ein Fehlermanagement die IT-Entwickler Zu-

gang zu den Outcome-Daten benötigten. Andernfalls sei es nicht möglich, sinnvoll 

die Prozesse zu analysieren und zu verbessern. Der Zugriff auf die Outcome-Da-

ten stelle aber eine Herausforderung für den Datenschutz dar. Als mögliche Lö-

sung wurden Rückkopplungsschleifen, „Feedback-Loops“, betrachtet. Diese könn-

ten manuell durch die Nutzer oder automatisiert in Einzelfällen einen Analyse-Pro-

zess in Gang setzen, in dem auch die Outcome-Daten für die IT-Entwickler zu-

gänglich würden. Eine weitere technische Lösung könnte federated-learning sein, 

um den Datenschutz und die KI-Entwicklung besser zu vereinen.  

 

(9) Nachvollziehbarkeit/Explainability: Inwieweit müssen/sollten Ergebnisse von KI-

Anwendungen für die Anwender und Patienten nachvollziehbar und erklärbar 

sein? Wie sollte mit „Blackbox“-Ergebnissen umgegangen werden? 

Dass es sinnvoll sei, die Ergebnisse von KI-basierten Anwendungen erklären zu 

können, diesbezüglich waren sich die Gesprächspartner einig. Über das Ausmaß 

gingen die Meinungen jedoch auseinander. So wurde betont, dass es vertrauens-

fördernd sei, wenn es verständliche Erklärungsansätze für die Nutzer einer medi-

zinischen KI-Anwendung gäbe, was auch die Akzeptanz für diese Anwendungen 

fördern könne. Es wurde jedoch gerade von den nicht medizinischen Gesprächs-

partnern ergänzt, dass ärztliche Entscheidungen oft auf Erfahrungen basierten und 

längst nicht immer erklärbar seien. Vor diesem Hintergrund wurde ein adaptiver 

Ansatz gefordert, der es den Nutzern einer KI-basierten Anwendung ermögliche, 

Erklärungsansätze zu erhalten. Diese könnten Konfidenzintervalle beinhalten, die 

einen Rückschluss geben würden, wie sicher sich die KI-Anwendung in ihrer Emp-

fehlung sei. Kritisch wurde erwähnt, dass Erklärungsansätze selbst falsch sein 

könnten. Eine KI-Anwendung könne sich in ihrer Entscheidung sicher sein und 
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dies erklären, aber trotzdem falsch liegen. Zudem könnten zu viele Informationen 

die Nutzer verunsichern und die Effizienz einer KI-Anwendung reduzieren. Einig-

keit herrschte unter den Gesprächspartnern, dass Transparenz ein entscheiden-

der Aspekt in der Entwicklung und Nutzung von medizinischen KI-Anwendungen 

sein müsse. Da es möglicherweise nicht immer möglich sein würde, Ergebnisse 

einer KI-Anwendung vollständig nachvollziehbar und erklärbar zu machen, müss-

ten zukünftige Ergebnisse vor allem an den Resultaten gemessen werden, unter 

größtmöglicher Transparenz und sorgfältiger Abwägung der Risiken und des mög-

lichen Mehrwertes.  

 

(10) Weitere Aspekte: Welche Frage ist aus Ihrer Sicht noch nicht gestellt worden? Ist 

Ihnen ein Punkt aufgefallen, der aus Ihrer Sicht noch bedacht werden sollte? 

Es wurde erwähnt, dass hinsichtlich der Entwicklung eines Reifegradmodells 

keine lineare Logik angewandt werden sollte. Grundsätzlich sollten die Konse-

quenzen der Anwendung bedacht werden und nicht ausschließlich die Ausprä-

gungen der Dimensionen des RGM.  

Außerdem wurde auf die anfallenden Kosten hingewiesen. Gerade mit Blick auf 

die Entwicklung und Erprobung der KI-Anwendungen wurden Lösungen gefor-

dert.  

3.2 Endgültiges RGM 

Das Reifegradmodell wurde auf den Experteninterviews und der Literaturrecherche 

aufbauend entwickelt. Hierfür wurde zunächst ein vorläufiges RGM entwickelt und die-

ses durch eine Delphi-Befragung weiter entwickelt. Die Entwicklungsschritte werden 

in diesem Kapitel erläutert. 

3.2.1 Dimension, Subdimension und Items des Reifegradmodells 

Aus der Strukturierung der zusammengefassten Experteninterviews (siehe Kapitel 

2.3.4) ergeben sich die Hauptdimensionen, Subdimensionen und Items für das vorläu-

fige RGM. Dieses basierte auf sieben Hauptdimensionen, die sich in insgesamt 18 

Subdimensionen untergliedern. Abbildung 6 zeigt eine Übersicht der sieben Hauptdi-

mensionen des RGM. Die sieben Hauptdimensionen bestehen jeweils aus einzelnen 

Items, die die konkreten Anforderungskriterien des RGM darstellen.  In einer Reihe 
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von Iterationen wurden anschließend Elemente zusammengefasst um Redundanzen 

zu reduzieren. Anschließend wurden die sieben Hauptdimensionen mit dem ML-Zyk-

lus abgeglichen.  Hierbei wurden auch Elemente ergänzt, wenn sich zeigte, dass As-

pekte des ML-Zyklus noch unzureichend abgedeckt waren. Dieser Abgleich ist in Ta-

belle 4 dargestellt.   

 
Abbildung 6: Schematische Darstellung der sieben Hauptdimensionen des RGM 
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Dimensionen Bezug zum ML-Zyklus 

Reale Le-

benswelt 

Digitale 

Daten 

Vorbereitung 

Variablen 

Design KI-

Algorith-

mus 

Anwendung 

Daten und Modell-

generierung 
x x x   

Datenschutz und 

Transparenz 
x x   x 

Infrastruktur  x  x x 

Risiken und Bias x x x x x 

Medizinischer Nut-

zen 
x    x 

Ethik x x x x x 

Anwendung und 

Prozessintegration 
x    x 

Tabelle 4: Bezug der Hauptdimensionen zum ML-Zyklus.   

 

3.2.2 Ergebnisse der Delphi-Befragung  

Das vorläufige RGM wurde durch das Delphi-Verfahren evaluiert und angepasst. Die 

erste Befragungsrunde wurde von Mai bis Juni 2023 durchgeführt. Von zehn kontak-

tierten Personen nahmen fünf an der Befragung teil. Eine zweite Befragungsrunde 

wurde im August und September 2023 vorgenommen, hier wurden die Teilnehmer der 

ersten Befragung, sowie vier weitere Experten kontaktiert. Insgesamt gab es fünf 

Rückmeldungen, wobei eine Befragung mittels Videotelefonat stattfand.  

In jeder Runde der Delphi-Bfragung wurden alle Items und Reifegrade von mindestens 

fünf Experten anhand von Likert-Skalen und über die Kommentarfunktion bewertet. 

Die erste Runde führte zu einer Überarbeitung von 43 der insgesamt 44 Items und der 

Streichung von zwei Subdimensionen, sowie fünf Items. Auf Grundlage der zweiten 

Delphi-Runde wurden 37 von 39 Items kommentiert und überarbeitet. Das endgültige 

Reifegradmodell basiert auf 7 Hauptdimensionen und 16 Subdimensionen mit insge-

samt 39 Items, welche jeweils in drei Reifegrade eingeteilt sind. Diese sind in Tabelle 

5 dargestellt. Das vollständige RGM ist im Anhang in der Tabelle 28 aufgeführt.  

1. Daten und Modellgeneierung: Diese Dimension umfasst die Datenqualität 

der Datengrundlage, die einer KI-Anwendung zugrunde liegt.  
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Die Hauptdimension gliedert sich in zwei Subdimensionen: 

1.1 Datenqualität: Diese Subdimension beinhaltet vier Items, über die sich die 

Qualität der Datengrundlage maßgeblich beurteilen lässt.  

1.1.1 Repräsentativität des Trainingsdatensatzes: Hier wird die Beschreibung der 

Unterschiede zwischen Trainingsdaten und der tatsächlichen Anwendungspo-

pulation bewertet. Eine präzise Beschreibung dieser Unterschiede kann dazu 

beitragen, Bias und Ungenauigkeiten der KI-Anwendung zu vermeiden. 

1.1.2 Vollständigkeit der Daten: Dieses Item bewertet, ob ein Datensatz alle benö-

tigten Informationen für die KI-Anwendung enthält, bzw. ob dies analysiert ist 

und in welchem Maße Anpassungen in Form von Ergänzungen oder Bereini-

gungen vorgenommen wurden. 

1.1.3 Aktualität der Trainingsdaten: Die Trainingsdaten müssen den aktuellen Stand 

der Medizin widerspiegeln. Veränderungen in Diagnosekriterien oder medizi-

nischen Verfahren können ältere Daten unbrauchbar machen. 

1.1.4 Medizinische Qualität der Label: Im Falle von supervised learning basierten 

Anwendungen definieren Label die medizinischen Zielstrukturen auf deren Er-

kennung das KI-Model trainiert wird. Die Definition dieser Label beeinflusst die 

Performanz und Ergebnisqualität. 

1.2 Validierung: Validierung beschreibt den Prozess, bei dem die Leistungsfähig-

keit, Genauigkeit und Zuverlässigkeit einer KI-Anwendung überprüft und be-

stätigt wird. Diesen Prozess bilden zwei Items ab: 

1.2.1 Training und Evaluation: Es wird bewertet wie das Training der Anwendung 

erfolgt und anschließend unter realen Bedingungen auf ihre Funktionalität 

überprüft wird (Evaluation).  

1.2.2 Kontinuierliches Lernen und Validierung: Die Kontinuität des Lern-und Validie-

rungsprozesses der KI-Anwendungen wird bewertet. KI-Anwendungen kön-

nen im Laufe der Zeit durch Training und selbst Optimierung immer besser 

werden. Das initial validierte Produkt entspricht daher nicht mehr dem der Zu-

lassung.  

2. Datenschutz und Transparenz: Der Schutz der Patientendaten, der Umgang 

mit Datenschutzvergehen und die Transparenz einer KI-Anwendung werden 

unter der Hauptdimension zusammengefasst.  

2.1 Patientendaten: Subdimension, die den Schutz der Patientendaten erfasst.   
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2.1.1 Schutz der Patientendaten: Bewertung des Schutzes der Patientendaten, ins-

besondere der Art der Pseudonymisierung.  

2.1.2 Mechanismen bei Datenschutz-Verletzung: Es sollten Mechanismen in Kraft 

sein, die im Falle von Datenschutzverletzungen greifen.  

2.2 Transparenz: Bewertung der Transparenz einer KI-basierten Anwendung. 

2.2.1 Transparenz und Governance-Struktur: Informationen zu Ansprechpartnern, 

Funktionsweise, Sicherheit, Datenschutz und Datengrundlage der KI-Anwen-

dung sollten leicht zugänglich sein. Dies könnte z. B. im Rahmen einer Gover-

nance-Struktur erfolgen. 

3. Infrastruktur: Unter dieser Hauptdimension werden die technischen Anforde-

rungen an die Systemintegration und die IT-Sicherheit erfasst. 

3.1 Systemintegration: Systemintegration beschreibt in diesem RGM die techni-

sche Integration und Bereitstellung einer KI-Anwendung in die vorhandene Inf-

rastruktur. 

3.1.1 Datenintegration: Es wird die Integration einer KI-Anwendung in die Daten-

ströme einer Organisationseinheit, bewertet. Es wird ein Fokus auf eine kom-

patible Semantik zwischen den verschiedenen Datenquellen gelegt. Zudem 

wird die Aktualität der Datenströme bewertet. 

3.1.2 Verfügbarkeit der Anwendung: Das Item erfasst die Flexibilität in der Verfüg-

barkeit einer KI-Anwendung. Abhängig vom Zweck der Anwendung kann eine 

hohe Flexibilität einen Zusatznutzen bedeuten. 

3.2 IT-Sicherheit: Die IT-Sicherheit spielt eine bedeutende Rolle, um den Schutz 

der Patientendaten und die Integrität einer KI-Anwendung zu sichern. 

3.2.1 IT-Sicherheit, Verschlüsselung und Schnittstellen: Das Arbeiten mit medizini-

schen Patientendaten erfordert ein hohes Maß an IT-Sicherheit. Diese muss 

stets gewährleistet sein und über die aktuellen Industriestandards hinausge-

hen, da ein IT-Angriff auf eine tief integrierte KI-Anwendung ein erhebliches 

Sicherheitsrisiko darstellt. 

3.2.2 Schutz vor missbräuchlicher Nutzung: Bewertet wird das Schutzkonzept, das 

sowohl technische und strukturelle Komponenten verbindet und dem Schutz 

vor Missbrauch der Daten und der Anwendung dient. 

3.2.3 Ort der Datenverarbeitung und -speicherung: Es konkurrieren verschiede Kon-

zepte zu Datenverarbeitung und -speicherung von KI-Anwendungen. Wichtige 
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Kriterien, die beurteilt werden, sind die Flexibilität im Datenzugriff, die Sicher-

heit der Daten und der Datenschutz 

4 Ethik: Die Dimension beinhaltet die ethischen Aspekte wie die Patientenauto-

nomie und die Gerechtigkeit einer KI-Anwendung.  

4.1 Autonomie: Die Subdimension basiert auf drei Items, über die der Schutz und 

Förderung der Patientenautonomie erfasst wird. 

4.1.1 Patientenpartizipation und -integration: Die Berücksichtigung von Patienten-

präferenzen sowie die Förderung der Patientenpartizipation in die KI-basierten 

Entscheidungsprozesse wird als wichtiger Faktor angesehen. 

4.1.2 Datensouveränität: Datensouveränität grenzt sich vom Datenschutz dadurch 

ab, dass die Patienten die Kontrolle über ihre eigenen Daten behalten. 

4.1.3 Arzt-Patient Beziehung (Informationsanspruch): Eine patientenzentrierte Auf-

klärung über die Art und den Umfang der KI-Nutzung in der Behandlung des 

Patienten ist erforderlich, um das Vertrauen zwischen Patienten und Ärzten zu 

erhalten und die Arzt-Patient-Beziehung zu schützen. 

4.2 Fairness und Justice: Diese Subdimension bewertet den beeinträchtigungsun-

abhängigen Zugang zu KI-Anwendungen und den Schutz vor Diskriminierung 

durch die Anwendungen. 

4.2.1 Gleichberechtigung (non-discrimination): Beurteilung des konzeptionellen 

Schutzes vor Diskriminierung durch die KI-Anwendung. Der Fokus liegt auf 

der generellen Konzeption der Gleichberechtigung, nicht auf spezifischen 

Maßnahmen.  

4.2.2 Zugang für alle Patientengruppen (accessibility): Sofern eine Nutzung für Pa-

tienten möglich ist, sollte diese unabhängig von körperlichen, geistigen oder 

sozialen Beeinträchtigungen realisierbar sein. Diese Zugänglichkeit wird be-

wertet. 

5. Medizinischer Nutzen: Leistungswerte sowie der medizinische Nutzen und 

der nicht medizinische Nutzen werden in dieser Dimension gewertet. 

5.1 Metrik: Metrik beschreibt Maßeinheiten, um die Leistungsfähigkeit einer KI-

Anwendung quantitativ darzustellen. 

5.1.1 Angaben zur metrischen Güte: Die Metriken selbst sind von verschiedenen 

Einflussfaktoren abhängig und müssen in einem weiteren Kontext interpretiert 
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werden. Bewertet werden daher die Angaben, die zur metrischen Güte einer 

KI-Anwendung gemacht werden. 

5.2 Nutzen: Die Beurteilung des Nutzens erfolgt nach drei Kriterien, die in eigenen 

Items abgebildet sind. 

5.2.1 Medizinischer Nutzen: Der medizinische Nutzennachweis sollte, analog zu an-

deren diagnostischen und therapeutischen Verfahren, nach wissenschaftli-

chen Kriterien transparent dargelegt werden. 

5.2.2 Aufwandsentlastung: Es ist wichtig sicherzustellen, dass der Arbeitsaufwand 

für die Anwender durch KI-Anwendungen nicht zunimmt und idealerweise so-

gar reduziert wird, um mehr Zeit für qualitativ hochwertige medizinische Tätig-

keiten zu schaffen. 

5.2.3 sonstiger Nutzen: Die Anwendung von KI in der Medizin kann neben medizi-

nischen Vorteilen auch positive Auswirkungen in anderen Bereichen, wie der 

Behandlungseffizienz, haben. Analog zum Nachweis des medizinischen Nut-

zens, sollten diese Vorteile transparent und nach wissenschaftlichen Kriterien 

nachgewiesen werden. 

6. Risiken und Bias: Bias und die allgemeinen und spezifischen Risiken von KI-

basierten CDSS werden in einer Dimension bewertet.  

6.1 Risiken – allgemein: Diese Subdimension umfasst allgemeine Aspekte hin-

sichtlich der Risiken von KI-Anwendungen. 

6.1.1 Risikomanagement: Beurteilt wird, ob eine Analyse, der aus der KI-Anwen-

dung möglicherweise resultierenden Risiken und ein strukturiertes Riskma-

nagement besteht. 

6.1.2 Transparenz der Risiken: Bestehen Risiken durch den Einsatz von KI-Anwen-

dungen, müssen diese analysiert und transparent für die Anwender einsehbar 

sein. 

6.2 Risiken – spezifisch: Die Subdimension beinhaltet spezifische Risiken, die aus 

der Nutzung von KI-basierten Anwendungen in der Medizin resultieren und 

adressiert werden müssen. 

6.2.1 Wartung der KI-Anwendung: Ähnlich einer technischen Gerätschaft, muss 

eine KI-Anwendung regelmäßig gewartet werden. Die Wartung muss dabei die 
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Algorithmen, Interfaces, Schnittstellen und die technische Infrastruktur umfas-

sen. Insbesondere müssen auch aktuelle Entwicklungen in der Medizin Be-

rücksichtigung finden.   

6.2.2 Anwendungsfehler und Feedback-Loops: Feedback-Loops können wichtige 

Werkzeuge darstellen, um Fehler schnell und systematisch anzugehen, indem 

sie strukturierte, interdisziplinäre Prozesse initiieren, um Anwendungs- und 

Prozessfehler zu analysieren und entsprechende Maßnahmen zu ergreifen. 

6.3 Bias: Ein Bias kann in verschiedenen Formen auftreten und stellt eine große 

Herausforderung in der Nutzung von KI-Anwendungen dar (siehe Kapitel 

1.1.1.2.2). Die Subdimension 6.3 besteht aus drei Items. Diese bewerten, in-

wieweit die Formen des Bias adressiert werden und Maßnahmen zur Minimie-

rung des Bias ergriffen werden. 

6.3.1 Trainings-und Entwicklungsbias: In diesem Item werden Bias zusammenge-

fasst, die im Rahmen der Entwicklung und des Trainings einer KI-Anwendung 

auftreten. Bewertet wird, inwieweit diese nach den Prinzipien der Bias Awar-

ness, Bias Detection und Bias Avoidance erfasst und die Auswirkungen redu-

ziert werden. 

6.3.2 Deployment Bias: Diese Form des Bias tritt auf, wenn sich aus der erdachten 

Funktionsweise und tatsächlichen Nutzung eine Verzerrung der Ergebnisse 

ergibt. Bewertet werden die Maßnahmen, die eine enge Abstimmung zwi-

schen Entwicklung und Nutzung der Anwendung gewährleisten sollen. 

6.3.3 Automation Bias: Ein automation Bias beschreibt die Tendenz, dass Men-

schen sich auf automatisierte Systeme verlassen, ohne diese ausreichend kri-

tisch zu hinterfragen. Dieses Item beurteilt, ob und in welchem Maße die An-

wender für diese Form des Bias sensibilisiert werden. 

7. Anwendung und Prozessintegration: Diese Dimension erfasst die großen 

Teilbereiche der organisationstheoretischen Aspekte einer KI-Anwendung, der 

Prozessintegration sowie der grafischen Benutzeroberfläche. 

7.1 Organisation: Unter dieser Subdimension werden Aspekte der Implementie-

rung in eine Organisationseinheit erfasst. 

7.1.1 Kompetenzentwicklung: Es werden die Möglichkeiten der Kompetenzentwick-

lung für die Anwender einer KI beurteilt. 
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7.1.2 Interprofessionalität: Die Zusammenarbeit der vielen beteiligten Fachbereiche, 

die an der Entwicklung und Nutzung von KI in der Medizin mitwirken wird be-

urteilt.  

7.1.3 Ansprechpartner und Support: Abhängig von der Komplexität und den Anfor-

derungen einer KI-Anwendung ist ein entsprechender Support hilfreich. Aus-

maß und Erreichbarkeit sollten für die Anwender umfassend und nieder-

schwellig sein.  

7.1.4 Qualitätssicherung: Eine regelmäßige und strukturierte Qualitätssicherung ist 

fester Bestandteil der medizinischen Versorgung und sollte folglich auch für 

KI-Anwendungen in der Medizin gelten. 

7.2 Prozess: Diese Subdimension beinhaltet Aspekte, die mit der Integration einer 

KI-Anwendung in bestehende Arbeitsprozesse zu tun haben. 

7.2.1 klinische Prozessintegration: Dieses Item spielt eine besonders wichtige Rolle, 

da viele Aspekte, die im RGM erfasst werden, in dieses Item einfließen. Die 

KI-Anwendungen müssen in die bestehenden Arbeitsprozesse integriert wer-

den. Dafür sollte die Nutzung der KI-Anwendungen in die bestehenden Hand-

lungsempfehlungen (SOP) aufgenommen werden. So kann sichergestellt wer-

den, dass die richtigen Konsequenzen aus dem Einsatz einer KI-Anwendung 

gezogen werden. 

7.2.2 Integration in bestehende digitale Anwendungen: Eine möglichst tiefe Integra-

tion einer KI-Anwendung in bestehende digitale Systeme und Prozesse kann 

die Effizienz und Sicherheit einer KI-Anwendung steigern. Anwender sollten 

die Möglichkeit haben, Empfehlungen einer KI-Anwendung direkt im selben 

geschlossenen Prozess umzusetzen, ohne die Anwendung verlassen zu müs-

sen. Die digitale Prozessintegration wird in diesem Item bewertet. 

7.2.3 Explainability/Interpretability: Dieses Item adressiert einen wichtigen Kritik-

punkt an KI-basierten Anwendungen. Die Opazität der KI-Anwendungen 

macht deren Entscheidungen nicht oder nur bedingt erklär- und interpretierbar. 

In diesem Item wird erfasst, ob Ansätze zur Erklär- und Interpretierbarkeit vor-

liegen. 

7.3 Interface: Unter diesem Stichwort wird in der Subdimension die grafische Nut-

zerfläche hinsichtlich der Nutzerbedürfnisse bewertet und das Interaktionsma-

nagement mit den KI-Anwendungen. 
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7.3.1 Graphical-User-Interface: Das graphical user Interface (GUI) sollte optisch an-

sprechend sein und sich an die Bedürfnisse des Einsatzszenarios anpassen. 

Bewertet wird die Adaptation und Anpassbarkeit des GUI an die Nutzerbedürf-

nisse. 

7.3.2 Interaktionsmanagement: Die Art und Weise der Anwendungsmitteilungen 

(Warnhinweise, Informationen und Empfehlungen) müssen individuell anpass-

bar sein, um einer Ermüdung vorzubeugen. Ein Fokus liegt auf der Vermei-

dung von „Alarm-fatigue“. 

 

1. Daten & Modellgenerierung 
1.1 Datenqualität 1.1.1 Repräsentativität des  

Trainingsdatensatzes 
1.1.2 Vollständigkeit der Daten 
1.1.3 Aktualität der Trainingsdaten 
1.1.4 Medizinische Qualität der Label 

1.2 Validierung 1.2.1 Training und Evaluation 
1.2.2 Kontinuierliches Lernen und  

 Validierung 
2. Datenschutz & Transparenz 
2.1 Patientendaten 2.1.1 Schutz der Patientendaten 

2.1.2 Mechanismen bei DS-Verletzung 
2.2 Transparenz 2.2.1 Transparenz & Governance-Struk-

tur 
3. IT-System & IT-Sicherheit 
3.1 Systemintegration 3.1.1 Datenintegration 

3.1.2 Verfügbarkeit der Anwendung 
3.2 IT-Sicherheit 3.2.1 IT-Sicherheit, Verschlüsselung  

und Schnittstellen 
3.2.2 Schutz vor missbräuchlicher  

Nutzung 
3.2.3 Ort der Datenverarbeitung und  

-speicherung 
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4. Ethik 
4.1 Autonomie 4.1.1 Patientenpartizipation und  

 -integration 
4.1.2 Datensouveränität 
4.1.3 Arzt-Patient-Beziehung 

(Informationsanspruch) 
4.2 Fairness und Gerechtigkeit  4.2.1 Gleichberechtigung  

(Non-discrimination) 
4.2.2 Zugang für alle Patientengruppen 

(accessibility) 
5. Medizinischer Nutzen 
5.1 Metrik 5.1.1 Angaben zur metrischen Güte  
5.2 Nutzen 5.2.1 medizinischer Nutzen der  

Anwendung 
5.2.2 Aufwandsentlastung 
5.2.3 sonstiger Nutzen 

6. Risiken & Bias 
6.1 Risiken – allgemein 6.1.1 Risikomanagement 

6.1.2 Transparenz der Risiken 
6.2 Risiken – spezifisch 6.2.1 Wartung der KI-Anwendung 

6.2.2 Anwendungsfehler und  
Feedback-Loops 

6.3 Bias 6.3.1 Trainings- und Entwicklungsbias 
6.3.2 Deployment Bias 
6.3.3 Automation Bias  

7. Anwendung & Prozessintegration 
7.1 Organisation 7.1.1 Kompetenzerweiterung 

7.1.2 Interprofessionalität 
7.1.3 Ansprechpartner und Support 
7.1.4 Qualitätssicherung 

7.2 Prozess 7.2.1 Klinische Prozessintegration 
7.2.2 Integration in bestehende digitale 

Anwendungen 
7.2.3 Explainability/Interpretability 

7.3 Interface 7.3.1 Grafische Benutzeroberfläche 
7.3.2 Interaktions-Management 

Tabelle 5: Struktur des RGM  

Farbige Zeilen: Hauptdimensionen; Linke Spalte: Subdimensionen; Rechte Spalte: Items 
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4 Diskussion 

Ziel und Motivation für die vorliegende Arbeit war es, KI-basierte Entscheidungsunter-

stützungssysteme objektiv in ihrer Güte und Reife für medizinische Anwender beurtei-

len zu können. Die vielschichtigen Aspekte dieser Thematik sollen für die Anwender 

übersichtlich erfassbar und beurteilbar werden. Die Aspekte betreffen sowohl techni-

sche und regulative Faktoren, als auch organisatorische und ethische Faktoren, die 

das Berufsbild der Mediziner beeinflussen. Die Bedürfnisse der Mediziner sollen daher 

im Fokus stehen und sich in der Beurteilung der KI-Anwendungen widerspiegeln. Zu 

diesem Zweck wurde ein Reifegradmodell entwickelt. Das RGM ging aus einem Del-

phi-Verfahren hervor, das ein gängiges Mittel in der Erstellung von S2K-Leitlinien dar-

stellt. Als Teilnehmer des Delphi-Verfahrens wurden Experten aus den Bereichen der 

Medizin und eHealth gewählt, womit bereits durch diese Auswahl ein medizinischer 

Fokus gelegt wurde.   

Die Perspektive der Anwender, also des medizinischen Personals, wurde neben der 

Auswahl von Experteninterviews ebenfalls gezielt berücksichtigt. Das RGM kann somit 

in der gesamten Konzeption als ein intraprofessionelles Werkzeug für die Reifebeur-

teilung von KI-CDSS betrachtet werden. Die prinzipiell mit dem Modell beurteilten As-

pekte sind aber nicht nur für Mediziner relevant, sondern bilden für alle Berufsgruppen, 

und letztlich auch die interessierte Öffentlichkeit oder Politik, wichtige Fragen ab. 

4.1 Einordnung des Reifegradmodells 

In der Literatur existiert eine Vielzahl an RGM, die sich mit KI-Anwendungen in ver-

schiedenen Bereichen befassen (Liebe et al., 2022). Auch in der Medizin existieren 

eine Reihe von Reifegradmodellen, die sich meist auf bestimmte Fragestellungen spe-

zialisieren (Carvalho et al., 2016). Ein RGM, das KI-basierte CDSS hinsichtlich ihrer 

Reife und Güte bewertet, existiert bislang nicht (siehe Kapitel 2.1). Dabei ergeben sich 

hier besondere Herausforderungen. Diese betreffen den Schutz der besonders sen-

siblen Gesundheitsdaten der Patienten, die für die KI-Anwendungen verwendet wer-

den.  Zudem gilt es, das Vertrauensverhältnis zwischen Patienten und Behandlern zu 

schützen und jegliche Risiken, die mit der Nutzung von KI-Anwendungen in der Medi-

zin einhergehen können, konsequent entgegenzutreten (siehe Kapitel 1.2). Neben ver-

schiedenen Risiken und Herausforderungen, stellen KI-basierte Anwendungen aber 
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auch ein großes Potential zur Verbesserung der Patientenversorgung dar und ihr Ein-

satz sollte den Patienten daher nicht vorenthalten werden (Deutscher Ethikrat, 2023). 

Dabei ist der Arbeitsalltag der Mediziner bereits heute sehr verdichtet und lässt oft nur 

wenig Raum um sich mit neuen Technologien ausreichend auseinanderzusetzen 

(Krumm und Dwertmann, 2019).  

Das Reifegradmodell von Orenstein zur Bewertung der Nutzung von CDSS (Maturity 

Model for Clinical Decision Support Operations) analysiert organisatorische Funktio-

nen und Prozesse, um Kliniken dabei zu unterstützen, CDSS sinnvoll und nachhaltig 

einzusetzen (Orenstein et al., 2019). Im Gegensatz zum RGM der vorliegenden Arbeit 

werden die Bedürfnisse der Anwender dabei aber nur allgemein erfasst und die CDSS 

selbst werden nur indirekt bewertet. Der Fokus liegt auf der Schaffung einer Basis, auf 

der KI-basierte Anwendungen aufbauen können. Als höchste Entwicklungsstufe ergibt 

sich die Fähigkeit, fortgeschrittene Technologien für CDSS nutzen zu können (siehe 

Kapitel 3.1). Trotz der unterschiedlichen Konzeption des Maturity Models for Clinical 

Decision Support Operations konnten dessen Items im Rahmen der Entwicklung des 

vorliegenden RGM bestätigt werden und finden sich in ihren Grundzügen auch im 

neuen RGM in den Hauptdimensionen 1. Daten und Modellgenerierung, 5. Medizini-

scher Nutzen und 7. Anwendung und Prozessintegration wieder.  

Ein thematisch verwandtes RGM ist das ML-maturity-clinics, das der Beurteilung der 

Reife einer Organisation in Bezug auf die Nutzung und Implementierung von KI-An-

wendungen dient (Pumplun et al., 2021). Es umfasst sieben Dimensionen, welche die 

Nutzung und Fähigkeit zur Nutzung von KI in einer Klinik bewerten. Einige dieser Di-

mensionen decken sich mit denen des in der vorliegenden Arbeit entwickelten RGM, 

wie der Schutz der Patientendaten und die Integration der vorhandenen Softwarean-

wendungen. Darüber hinaus werden Ressourcen einer Klinik betrachtet, sowie insbe-

sondere auch das finanzielle Budget und die Unterstützung durch das Klinikmanage-

ment für die KI-Nutzung. Aspekte wie Risikobewertung, medizinische Ethik und an-

wenderorientierte Prozessintegration sind jedoch kein Fokus des Models. Das ML-ma-

turity-clinics-Modell ermöglicht somit eine Einschätzung der Nutzung und der Fähigkeit 

zur Nutzung von KI-Anwendungen einer Klinik.  

Die Reifebewertung und Güte einer spezifischen KI-Anwendung selbst ist jedoch nicht 

vorgesehen.  
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Thematisch behandelt der KI-Prüfkatalog des Fraunhofer-Instituts für Intelligente Ana-

lyse- und Informationssysteme einige der für die Medizin relevanten Bereiche (Po-

retschkin et al., 2021). Der Prüfkatalog stellt einen Leitfaden dar, anhand dessen Hoch-

risiko-KI-Systeme, wie z. B. medizinische KI-Anwendungen, auf ihre Vertrauenswür-

digkeit geprüft werden können. In einem mehrstufigen Prozess hilft der KI-Prüfkatalog 

dabei, KI-spezifische Risiken im Hinblick auf die Aspekte Fairness, Autonomie, Trans-

parenz, Verlässlichkeit, Sicherheit und Datenschutz zu identifizieren. Anschließend 

bietet der KI-Prüfkatalog eine Hilfe, um entsprechende Prüfkriterien für eine KI-Anwen-

dung zu formulieren und Maßnahmen zur Abschwächung der identifizierten Risiken, 

entlang des Lebenszyklus der KI-Anwendung, zu treffen (Poretschkin et al., 2021). Der 

KI-Prüfkatalog dient der anwendungsspezifischen Analyse von Risiken und der Ablei-

tung zur Verbesserung von KI-Systemen in Hochrisiko-Bereichen, wie z. B. der Medi-

zin. Allerdings lassen sich keine vergleichbaren Bewertungen aus dem KI-Prüfkatalog 

ableiten, wie bei einem RGM. Ebenso fehlt dem KI-Prüfkatalog der spezielle Fokus auf 

die klinische Anwenderperspektive in der Medizin.  

Einen großen Einfluss auf die Entwicklung des in dieser Arbeit entwickelten RGM hat-

ten die Ethik-Leitlinien für eine vertrauenswürdige KI der Europäischen Union. Diese 

enthalten Prinzipien und Empfehlungen für den ethischen Einsatz von KI-Anwendun-

gen in Hochrisiko-Bereichen, zu denen auch die Medizin zählt (Commission und Di-

rectorate-General for Communications Networks, 2019). Von ebenso großer Relevanz 

ist die Stellungnahme Mensch und Maschine des deutschen Ethikrates. Diese befasst 

sich auch explizit mit dem Einsatz von KI-Anwendungen in der Medizin und gibt Emp-

fehlungen für deren Einsatz (Deutscher Ethikrat, 2023). Insbesondere die Dimensio-

nen Ethik, Transparenz und Datengrundlage sind durch die Empfehlungen der Exper-

tengruppen der EU und des deutschen Ethikrates geprägt. Elemente der Empfehlun-

gen 2 und 4 des deutschen Ethikrates aus seiner Stellungnahme Mensch und Ma-

schine finden sich in mehreren Items der Bereiche Datenschutz sowie Daten- und Mo-

dellgenerierung wieder (Deutscher Ethikrat, 2023):   

„Empfehlung Medizin 2: Bei der Auswahl der Trainings-, Validierungs- und Testda-

tensätze sollte über bestehende Rechtsvorgaben hinaus mit einem entsprechenden 

Monitoring sowie präzise und zugleich sinnvoll umsetzbaren Dokumentationspflichten 

sicher- gestellt werden, dass die für die betreffenden Patientengruppen relevanten 

Faktoren (…) hinreichend berücksichtigt werden.“  
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„Empfehlung Medizin 4: Bei der Sammlung, Verarbeitung und Weitergabe von gesund-

heitsbezogenen Daten sind generell strenge Anforderungen und hohe Standards in 

Bezug auf Aufklärung, Datenschutz und Schutz der Privatheit zu beachten. In diesem 

Zusammenhang verweist der Deutsche Ethikrat auf seine (…) formulierten Empfeh-

lungen, die sich am Konzept der Datensouveränität orientieren (...).“  

Der deutsche Ethikrat fordert in seinen Empfehlungen darüber hinaus, der Opazität 

von KI-Anwendungen entgegenzuwirken. Auch wird vor der Gefahr der Automation in 

der Patientenversorgung gewarnt und Maßnahmen gefordert, die die ärztliche Sorgfalt 

und Kompetenz in Bereichen aufrechterhalten, in denen KI in besonders hohem Maße 

eingesetzt werden kann.  

4.2 Methodische Einordnung 

Das Reifegradmodell basiert auf einer zweistufigen Methode, bei der zunächst ein Rei-

fegradmodell aus Basis von Literaturrecherche und semistrukturierten Experteninter-

views entwickelt und dann mittels Delphi-Verfahren konsentiert wurde.  

Die orientierende Literaturrecherche diente der Übersichtsgewinnung über den aktu-

ellen Forschungsstand. Die Erkenntnisse der Literaturrecherche stellten die empiri-

sche Grundlage für die Konzeption der Experteninterviews dar.  

Semistrukturierte Experteninterviews stellen eine Forschungsmethode dar, die es er-

möglicht, tiefe Einsichten in die Expertenmeinungen zu komplexen Themen zu erhal-

ten, sowie auf dieser Basis Lösungen zu entwickeln (Meuser und Nagel, 2009). Durch 

die Fächerung der Fachgebiete der befragten Experten ist eine Vielfalt von Perspekti-

ven in die Konzeption des Reifegradmodells eingeflossen. Fast alle befragten Exper-

ten haben einen engen Bezug zu den Bereichen Medizin und eHealth, was sich in 

einem hohen Praxisbezug in den Interviews äußerte. Einschränkend ist jedoch die ge-

ringe Anzahl der Teilnehmer zu berücksichtigen, weshalb auf eine quantitative Aus-

wertung der Interviews verzichtet wurde. Ebenso ist keine Repräsentativität gegeben.  

Das Delphi-Verfahren ist besonders in den Bereichen der Zukunftsforschung, Wirt-

schaftsinformatik, aber auch der Medizin zur Konsensbildung etabliert, in der Medizin 

besonders zur Konsensierung von Leitlinien. In der vorliegenden Arbeit wurde das Del-

phi-Verfahren zur Validierung des Reifegradmodells angewandt. Das Delphi-Verfah-

ren ermöglicht hier eine breite und kritische Beurteilung durch ein Expertengremium. 

Durch die Anonymität wird jeglicher Gruppendruck reduziert und die Experten können 
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ohne Zeitdruck ihre Einwände und Gegenargumente anbringen (Häder, 2009). Wäh-

rend das Delphi-Verfahren zu diesem Zweck Anwendung findet, kann es die Validie-

rung durch den praktischen Einsatz nicht vollständig ersetzen (Beiderbeck et al., 

2021). Wie bei den Experteninterviews ist auch beim Delphi-Verfahren die geringe An-

zahl der Experten anzumerken. Auf eine quantitative Auswertung wurde aus diesem 

Grund verzichtet. Wegen des sehr hohen Arbeitsaufwandes der Beantwortung des 

Delphi-Fragebogens wurde von der klassischen Arbeitsweise eines Delphi-Verfahrens 

abgewichen. Die Dauer, die zur Beantwortung des Fragebogens erforderlich war, lag 

im Bereich von zwei bis drei Stunden. Daher wurde auch die Möglichkeit gegeben 

anstelle des vollständigen Delphi-Fragebogens, das vorläufige Reifegradmodell allge-

mein oder in Teilaspekten zu beurteilen.  

Trotz dieser Limitationen stellt das Delphi-Verfahren eine breite und valide Basis zur 

Entwicklung des Reifegradmodells dar (siehe auch Diskussion weiterer Limitationen in 

Abschnitt 4.5). 

4.3 Das Reifegradmodell 

Die sieben Hauptdimensionen des Reifegradmodells umfassen die Themengebiete, 

die im Rahmen des Delphi-Verfahrens als relevant für medizinische Anwender identi-

fiziert wurden. Andere Perspektiven wurden zugunsten des ärztlichen Fokus weniger 

ausführlich herausgearbeitet. Die medizinische Perspektive ist dabei allgemein gehal-

ten, sodass eine Anpassung des Modells für spezielle Fachrichtungen der Medizin 

sinnvoll sein kann (Vgl. auch Kapitel 4.6). Nachfolgend werden die Hauptdimensionen 

des RGM näher betrachtet. 
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4.3.1 Hauptdimension 1: Daten und Modellgenerierung 

4.3.1.1 Datenqualität 

Repräsentativität des Trainingsdatensatzes 

R1 R2 R3 

Eine Analyse zu Differenzen 
zwischen Trainingsdaten-
satz und Anwendungspopu-
lation liegt nicht vor. 

Es liegt eine Analyse der Diffe-
renzen zwischen den Datens-
ätzen vor und die Anpassun-
gen des Trainingsdatensat-
zes sind darin dokumentiert. 
Die analysierten Differenzen 
müssen demografische, sozio-
ökonomische und kulturelle Ei-
genheiten erfassen sowie klini-
sche Daten (z.B. Laborpara-
meter und Vitalzeichen). 

Es liegt eine Analyse der Differen-
zen zwischen den Datensätzen vor, 
die Anpassungen des Trainingsda-
tensatzes nachverfolgbar 
macht. Der Trainingsdatensatz ist 
repräsentativ für die Anwendungs-
population in sozioökonomischen, 
demografischen, kulturellen Eigen-
heiten und klinische Daten. Gesund-
heitsdaten werden in die Analyse 
eingeschlossen. 

Vollständigkeit der Daten 

R1 R2 R3 

Keine Analyse der Voll-
ständigkeit der Daten vor-
handen, keine Anpassung 
der Datensätze, z.B. mittels 
Cleaning, manueller- oder 
KI-basierter Vervollständi-
gung. 

Analyse der Daten auf Voll-
ständigkeit und sofern erfolgt, 
Dokumentation der Anpassun-
gen der Trainingsdatensätze, 
z.B. durch Cleaning von unvoll-
ständigen Daten, manueller- 
oder KI-basierter Vervollständi-
gung. 

Analyse der Daten auf Vollstän-
digkeit und sofern erfolgt, Doku-
mentation der Anpassungen so-
wohl der Trainings-als auch der 
Anwendungsdatensätze, z.B. 
durch Cleaning von unvollständigen 
Daten oder KI-basierter Vervollstän-
digung.  

Aktualität der Trainingsdaten 

R1 R2 R3 

keine Analyse auf Aktuali-
tät der Datengrundlage. 

intermittierende Analyse der 
Aktualität der Datengrund-
lage. Diese muss die Daten-
grundlage selbst umfassen und 
beschreiben ob sich die Krite-
rien der betreffenden Funktion 
(z.B. Prädiktion einer Erkran-
kung) geändert haben, z.B. 
durch neuartige Diagnosever-
fahren.  

kontinuierliche Analyse und Doku-
mentation über die Aktualität der Da-
tengrundlage. 
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Medizinische Qualität der Label 

R1 R2 R3 

Surrogat Label (z.B. ICD-
Codes), nicht zeitsensitiv. 
Es wird nur die Wahrschein-
lichkeit für ein Surrogat-La-
bel (z.B. ICD-10 Diagnose) 
vorhergesagt, nicht aber 
das klinische Ereignis mit ei-
nem Zeitbezug (z.B. Blut-
druckabfall aufgrund einer 
sich ausbreitenden systemi-
schen Infektion innerhalb ei-
nes bestimmten Zeitraums). 
 
*Surrogat-Label: allgemeine 
Label ohne klinische Defini-
tion. Hierzu zählen auch 
ICD-10 Diagnosen. 

Surrogat-Label und klinische 
Ereignisse (z.B. Risikoprädik-
tion mit Zeitbezug, also das Ri-
siko für ein ICD-10 Label in ei-
nem bestimmten Zeitraum). 
Klinische Ereignisse müssen 
mit einer definierten Terminolo-
gie definiert werden, z.B. mit-
hilfe von Codes wie LOINC 
oder SNOMED und die Diag-
nosekriterien müssen stets den 
aktuellsten Definitionen unter-
liegen. 

anwendungsspezifische und zeit-
sensible Label (z.B. eine Risikoprä-
diktion für ein klinisches Ereignis, 
das nicht durch ein allgemeines La-
bel, sondern klinische Parameter 
definiert ist. Z.B. Prädiktion von spe-
zifischen Organminderfunktionen 
und folgenden Medikamenteninter-
aktionen). Klinische Ereignisse müs-
sen mit einer definierten Terminolo-
gie definiert werden, z.B. mithilfe 
von Codes wie LOINC oder SNO-
MED und die Diagnosekriterien 
müssen stets den aktuellsten Defini-
tionen unterliegen. 

Tabelle 6: Übersicht der Items und deren Reifegrade der Subdimension Datenqualität  

Die Hauptdimension Daten und Modellgenerierung des Reifegradmodells teilt sich in 

die Subdimensionen Datenqualität und Validierung auf. Die Datengrundlage einer KI-

Anwendung besteht aus den Trainingsdatensätzen sowie den Anwendungsdatensät-

zen, mit denen die Anwendungen auf die Erkennung spezifischer Muster trainiert wer-

den (Trainingsdatensatz) und in denen die KI-Anwendungen letztlich angewandt wer-

den (Anwendungsdatensatz). Die Leistungsfähigkeit, die Performanz und das Ausmaß 

von Risiken wie Bias und Fehlempfehlungen der KI-Anwendungen sind maßgeblich 

durch die Qualität der Datengrundlage bestimmt (Arora et al., 2023; Challen et al., 

2019).  

Die Datenqualität ist darüber hinaus eine wichtige Voraussetzung, um die in Testbe-

dingungen erzielten Ergebnisse unter realen Einsatzbedingungen zuverlässig repro-

duzieren zu können (Suresh und Guttag, 2021).  

Für die Beurteilung der Datenqualität wurden vier Items identifiziert: Repräsentativität 

des Trainingsdatensatzes, Vollständigkeit der Daten, Labelqualität und Aktualität der 

Trainingsdaten (siehe Tabelle 6). Diese sind als Umsetzungsvorschlag passend zur 

„Empfehlung 2 – Medizin“ des deutschen Ethikrates: „Bei der Auswahl der Trainings-, 

Validierungs- und Testdatensätze sollte über bestehende Rechtsvorgaben hinaus mit 

einem entsprechenden Monitoring sowie präzise und zugleich sinnvoll umsetzbaren 
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Dokumentationspflichten sichergestellt werden, dass die für die betreffenden Patien-

tengruppen relevanten Faktoren (wie z. B. Alter, Geschlecht, ethnische Einflussfakto-

ren, Vorerkrankungen und Komorbiditäten) hinreichend berücksichtigt werden.“ (Deut-

scher Ethikrat, 2023). 

Einschränkend für die Subdimension Datenqualität ist hervorzuheben, dass die jewei-

ligen Ausprägungen der Reifegrade im Kontext der spezifisch zu beurteilenden An-

wendung zu betrachten sind. Zur Verdeutlichung der Limitationen sei auf sehr seltene 

Erkrankungen (engl. orphan diseases) hingewiesen. Für diese Erkrankungen ist es 

äußerst schwierig, ausreichende Daten zu generieren, sodass bezüglich der Daten-

qualität nicht die gleichen Maßstäbe angelegt werden könnten (Decherchi et al., 2021). 

4.3.1.2 Validierung 

Training und Evaluation 

R1 R2 R3 

Training und Evaluation lokal, 
z.B. an einem Klinikstandort 

weiteren Einrichtungen mit 
ähnlichen Grundvoraussetzun-
gen, also technische Ausstat-
tung, Dokumentationssysteme 
und Patientenkohorten (z.B. in-
nerhalb eines Forschungsver-
bundes). Performance Metriken 
mit guten Ergebnissen (AU-
CROC, Sensitivität, Spezifität, 
Precision). 

Training und Evaluation erfol-
gen an unterschiedlichen 
Standorten, die andere Grund-
voraussetzungen haben. Z.B. 
eine andere technische Infra-
struktur.   
Performance Metriken mit gu-
ten Ergebnissen (AUCROC, 
Sensitivität, Spezifität, Preci-
sion). 

Kontinuierliches Lernen und Validierung 

R1 R2 R3 

Training und Validierung ein-
malig zum Zeitpunkt der Zulas-
sung 

Training und Validierung In-
termittierend, in regelmäßigen 
Abständen, z.B. im Rahmen 
von Software-Updates. 

kontinuierliches Training und 
Validierung. 
Eine Validierung muss mög-
lichst zeitnah, also ebenfalls 
kontinuierlich erfolgen.  
Nach aktueller MDR wären ein 
kontinuierliches Training und 
Validierung nicht möglich. Per-
spektivisch und im Rahmen 
von prospektiven Studien ist es 
aber zu fordern. 

Tabelle 7: Übersicht der Items und deren Reifegrade der Subdimension Validierung  

Die zweite Subdimension betrifft die Validierung einer KI-Anwendung. Validierung be-

schreibt das Bestätigen der intendierten Funktionsweise einer KI-Anwendung, sowie 
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die Bestätigung deren Zuverlässigkeit (Siontis et al., 2015). In dieser Subdimension 

wird der Fokus auf ein multizentrisches Training und Evaluation der KI-Anwendung 

gelegt. Tabelle 7 zeigt eine gekürzte Übersicht der Subdimension. Durch ein Trainieren 

an unterschiedlichen Standorten soll sichergestellt werden, dass die Ergebnisse un-

abhängig von technischen und standortspezifischen Faktoren reproduzierbar sind 

(Sun et al., 2022; Wu et al., 2021). Eine Besonderheit der KI-Anwendungen ist die 

Fähigkeit zu lernen und sich zu optimieren. Hieraus resultiert, dass die Validierung 

nicht nur einmalig erfolgen sollte, sondern möglichst kontinuierlich, um dem jeweiligen 

Stand der KI im Nachweis der Validität gerecht zu werden. Die KI-CDSS unterliegen 

in der Europäischen Union dabei der Medizinprodukteverordnung (engl.: Medical de-

vice regulation, MDR) und müssen nach dieser vor der breiten Nutzung getestet und 

geprüft werden. Eine kontinuierliche Validierung ist nach heutigem Stand durch die 

aktuelle Gesetzgebung nicht gedeckt (Pechmann et al., 2022).  
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4.3.2 Hauptdimension 2: Datenschutz und Transparenz 

4.3.2.1 Patientendaten 

Schutz der Patientendaten 

R1 R2 R3 

keine Anonymisierung oder 
Pseudonymisierung der Trai-
nings-oder Anwendungsdaten. 
Verwenden der Originaldaten 
ermöglicht eine hohe Qualität 
der Auswertung, jedoch ist der 
Datenschutz nicht gewährleis-
tet. 

schwache Pseudonymisie-
rung der Trainings-und An-
wendungsdaten. Die medizini-
schen Daten bleiben unverän-
dert. Eine Re-Identifikation ist 
schwer.  
 

starke Pseudonymisierung 
der Trainingsdaten nach aktu-
ellen Standards (z.B. Verschlüs-
selung von Fallnummern und 
Patientennummern). Ein syste-
misches und großflächiges 
Rückverfolgen von Patienten-
daten ist nicht möglich.  
Ältere Datensätze müssen re-
gelmäßig auf die Qualität der 
Pseudonymisierung überprüft 
werden und ggf. nachträglich 
den aktuellen Standards ange-
passt werden. 

Mechanismen bei DS-Verletzung 

R1 R2 R3 

keine definierten Regeln, kein 
verbindlicher Ansprechpartner 
für DS-Verletzungen. 

Es gibt allgemeine Regeln und 
verbindliche Ansprechpartner 
bei DS-Verletzungen. 

es existieren definierte, transpa-
rente und strukturierte Mecha-
nismen bei DS-Verletzungen 
und Strukturen zu deren Durch-
setzung (Governancestruktu-
ren). Diese beinhalten auch für 
die Kommunikation von mögli-
chen DS-Verletzungen, z.B. den 
betroffenen Patienten gegen-
über. 

Tabelle 8: Übersicht der Items und deren Reifegrade der Subdimension Patientendaten  

Datenschutz spielt eine große Rolle für die Entwicklung und die Nutzung von KI-An-

wendungen, weshalb innerhalb dieser eine wichtige Rolle innerhalb des RGM ein-

nimmt. In den Experteninterviews zeigte sich, dass der Datenschutz für die Entwick-

lung von KI-Anwendungen oft als eine große Hürde gesehen wird, da die Anforderun-

gen für das Erheben und Auswerten von Gesundheitsdaten sehr anspruchsvoll sind. 

Dennoch besteht Konsens, dass Patientendaten einem besonderen Schutz unterlie-

gen, da sie hochsensible Informationen beinhalten, z. B. Diagnosen, die mit einer ge-

sellschaftlichen Stigmatisierung einhergehen (Price und Cohen, 2019). Rechtlich ist 

für die Erhebung von Gesundheitsdaten und die Nutzung dieser für KI-Anwendungen 
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das Erfüllen der Datenschutz-Grundverordnung gesetzliche Voraussetzung (Weichert, 

2021). Um den Datenschutz zu gewähren, werden verschiedene Pseudonymisie-

rungs- und Anonymisierungsverfahren angewandt. Pseudonymisierung bezeichnet 

den Prozess, bei dem bestimmte Identifikationsmerkmale durch Codierung oder Erset-

zen verändert werden, wodurch Patientendaten nur mithilfe zusätzlicher Informationen 

oder einem Codeschlüssel identifizierbar sind. Im Gegensatz dazu zielt Anonymisie-

rung darauf ab, jegliche Verbindung zwischen dem Patienten und den Patientendaten 

zu entfernen, um eine vollständige Unkenntlichmachung der personenbezogenen In-

formationen zu erreichen (Bertram, 2020). Das RGM bewertet dabei, ob die Trainings- 

und Anwendungsdaten nach einem starken oder schwachen Verfahren pseudonymi-

siert werden. Die Differenzierung zwischen Trainings- und Anwendungsdaten ist dabei 

relevant, da eine Rückverfolgung der Trainingsdaten zur Fehleranalyse erforderlich 

und dies nur im Falle der Pseudonymisierung möglich ist (Olatunji et al., 2022). Die 

Anwendungsdaten hingegen sollten so pseudonymisiert sein, dass eine Rückverfolg-

barkeit für Nicht-Befugte weitestgehend unmöglich ist. Tabelle 8 zeigt eine Übersicht 

der Subdimension Patientendaten und die Reifegradeinteilungen der beinhalteten 

Items. Im Umgang mit medizinischen Daten ist zu berücksichtigen, dass eine vollstän-

dige Anonymisierung erschwert ist, da sich der Kombination einzelner Bestandteile 

eines Datensatzes, die für sich genommen wenig Informationsgehalt haben, Rück-

schlüsse auf den individuellen Patienten ziehen lassen (Engl, 2023). 

Ein weiterer wichtiger Aspekt in der Bewertung von KI-Anwendungen stellt der Um-

gang mit Daten-Sicherheitslücken bzw. dem Umgang mit Datenschutzverletzungen 

dar. Bewertet wird hier, ob es strukturierte, verbindliche Regeln und Mechanismen gibt, 

wie im Falle von Datenschutzverletzungen zu handeln ist, sowie Funktionen um ent-

sprechende Verletzungen zu erkennen und zu kommunizieren. Derartige Mechanis-

men werden zudem vom deutschen Ethikrat in seiner Stellungnahme von 2017 explizit 

gefordert (Deutscher Ethikrat, 2017). 
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4.3.2.2 Transparenz 

Transparenz & Governancestruktur 

R1 R2 R3 

keine strukturierte Bereitstel-
lung von Informationen. 

Strukturierte Bereitstellung 
von Informationen zur Funkti-
onsweise, Risiken und Daten-
grundlage (Datenumfang, Ana-
lysen der Datenstrukturen, Art 
der Erhebung). Zuständige An-
sprechpartner für PatientInnen, 
Anwender, Wissenschaftler, 
Presse etc. sind niederschwel-
lig erreichbar. 

Strukturierte Bereitstellung 
von Informationen im Rahmen 
einer Governancestruktur. 
Neben der Information (wie in 
R2) übernimmt diese auch pro-
aktive Funktionen wie ein "Bug-
Bounty-Programm" und ist in 
interdisziplinärer Zusammenar-
beit auch für Überwachung und 
Handhabung von DS-Verlet-
zungen und Missbrauch zu-
ständig. 

Tabelle 9: Übersicht der Items und deren Reifegrade der Subdimension Transparenz  

Transparenz wird im RGM aus verschiedenen Perspektiven beurteilt.  Einerseits ist z. 

B. die institutionelle Transparenz den Patienten gegenüber wichtig. Diese sollten über 

den Einsatz von KI-Anwendungen informiert sein und die Möglichkeit haben, ausführ-

liche Informationen über die KI-Anwendungen und den Einfluss auf die Behandlung zu 

erhalten – eine Forderung, die auch von der WHO hinsichtlich KI-Anwendungen ge-

stellt wurde (World health Organization, 2021). Andererseits sollten auch und beson-

ders die Anwender, also die Ärzteschaft, Einblick in die Funktionsweisen, Datengrund-

lagen, Risiken und beteiligte Interessengruppen erhalten können (Kiseleva et al., 

2022). Auch für Wissenschaft und Öffentlichkeit sollten Informationen zu medizini-

schen KI-Anwendungen zugänglich sein, gerade vor dem Hintergrund, dass die meis-

ten KI-Anwendungen noch in der Erprobung oder im Ersteinsatz sind und deren Ein-

fluss auf die Medizin nicht umfassend absehbar ist. Im RGM wird die strukturierte Be-

reitstellung von Informationen zur Funktionsweise, Risiken und Datengrundlage der 

KI-Anwendung gefordert. Dies ist in der Tabelle 9 als Zusammenfassung der Subdi-

mension dargestellt. Die genaue Art der Informationen wird dabei nicht vorgegeben. 

Hier existieren verschiedene Standards zur Erfassung und Dokumentation spezifi-

scher Aspekte, z. B. der PROBAST-AI-Standard, der Empfehlungen zur Dokumenta-

tion von Risiken durch KI-Anwendungen in der Medizin vorschlägt (Collins et al., 2021). 

Durch ein hohes Maß an Transparenz kann ein offener und produktiver Diskurs einen 

Beitrag zur qualitativen Fortentwicklung der KI-Anwendungen leisten (Barton und Pöp-

pelbuß, 2022). 
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4.3.3 Hauptdimension 3: IT-System und IT-Sicherheit 

4.3.3.1 Systemintegration 

Datenintegration 

R1 R2 R3 

Keine vollständige Integration 
der Datenströme gegeben. 

Teilintegration der Datenströme 
durch Schnittstellen. Kein 
Echtzeit Zugriff auf die Daten 
möglich. Mindestens ein rele-
vantes System oder Daten-
strom fehlt. Dies ist anwen-
dungsspezifisch zu betrachten, 
da je nach Zweck einer einer 
Anwendung zu definieren ist 
welche Datenströme integriert 
sein müssen (z.B. CDSS in der 
Pädiatrie vs. CDSS in der Strah-
lentherapie). 
Als Mindestkrieterien dürfen La-
bor, Radiologie, klinische Doku-
mentation und allgemeine Pati-
entendaten angesehen werden. 

alle Datenströme sind in Echt-
zeit in die Anwendung inte-
griert. Das bedeutet, dass alle 
von der KI-Anwendung verar-
beitbaren Daten auch zugäng-
lich sind. Diese können ggf. 
durch die Anwendung auch be-
einflusst werden. 

Verfügbarkeit der Anwendung 

R1 R2 R3 

statische Verfügbarkeit der 
Anwendung, dass heißt die An-
wendung ist nur über bestimmte 
Endgeräte verfügbar, z.B. an 
bestimmten Arbeitsplätzen. 

flexible Verfügbarkeit. Die An-
wendung kann an jedem Ar-
beitsplatz einer Organisations-
einheit genutzt werden (POC-
Nutzung). 

Verfügbarkeit außerhalb des 
Arbeitsplatzes, z.B. über mo-
bile Endgeräte. Funktionen kön-
nen anwendungsspezifisch un-
abhängig von der Infrastruktur 
einer Organisationseinheit ge-
nutzt werden. (…) 

Tabelle 10: Übersicht der Items und deren Reifegrade der Subdimension Systemintegration  

Eine Voraussetzung für die Implementation von künstlicher Intelligenz in der medizini-

schen Patientenversorgung ist ein hoher Grad an Digitalisierung. Um diesen zu be-

messen, existieren erprobte Reifegradmodelle, wie zum Beispiel das Electronic Medi-

cal Record Adoption Model (EMRAM, Pettit, 2013) oder das Digitalradar Krankenhaus 

(Vgl. auch Kapitel 4.1, Amelung et al., 2021). Eine Beurteilung der Digitalisierung oder 

allgemeiner technischer Voraussetzungen für den Einsatz von KI ist daher nicht Be-

standteil der vorliegenden Arbeit. Einige Aspekte haben sich in der Entwicklung des 
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RGM jedoch als besonders einflussreich erwiesen und werden unter der Hauptdimen-

sion Infrastruktur speziell berücksichtigt. Tabelle 10 zeigt eine Übersicht der Subdi-

mension, mit den Reifegradeinteilungen der entsprechenden Items. 

Die IT-Landschaft von Krankenhäusern und medizinischen Versorgungseinheiten be-

steht häufig aus vielen verschiedenen einzelnen IT-Systemen, die auf verschiedenen 

Servern laufen und über Schnittstellen miteinander verknüpft sind (Henke et al., 2022). 

Hinsichtlich des Einsatzes von KI-Anwendungen, wie der KI-CDSS, ist es vorteilhaft, 

wenn der KI-Anwendung möglichst alle klinischen Daten zur Verfügung stehen, das 

heißt wenn die KI-Anwendung in alle entsprechenden Datenströme integriert ist und 

diese gegebenenfalls auch beeinflussen kann. Wird beispielsweise von der KI-CDSS 

eine Empfehlung zu einer laborchemischen Diagnostik gegeben, ist es in Abhängigkeit 

der Anwendung sinnvoll, wenn diese Empfehlung in einem geschlossenen digitalen 

Prozess umgesetzt werden kann und somit die KI die Datenströme beeinflusst. Die 

erforderliche Tiefe der Datenintegration hängt dabei von der konkreten Anwendung 

ab. Für ein KI-basiertes CDSS im ambulanten Bereich kann eine Datenintegration in 

Form von täglichen Aktualisierungen ausreichend sein, während auf einer Intensivsta-

tion eine kontinuierliche Datenintegration notwendig sein kann, da hier eine hohe Da-

tendichte vorherrscht und kontinuierlich Daten erhoben werden z. B. der Vitalparame-

ter.  

Ein weiterer Aspekt, der unter der Hauptdimension Infrastruktur beurteilt wird, ist die 

Verfügbarkeit der KI-Anwendung. Unter Verfügbarkeit wird die Plattform- und Geräte-

bindung beurteilt, und in welchem Maße eine örtlich gebundene oder ungebundene 

Nutzung möglich ist. Hierbei wird eine möglichst hohe Flexibilität in der Verfügbarkeit 

gefordert. Flexibilität ist hinsichtlich der Verfügbarkeit besonders deshalb notwendig, 

da die Arbeitsplätze in der medizinischen Patientenversorgung sehr unterschiedlich 

sind. Eine hohe Verfügbarkeit einer KI-Anwendung erhöht dabei deren Akzeptanz und 

Nutzen (Tokgöz et al., 2023). 
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4.3.3.2 IT-Sicherheit 

IT-Sicherheit, Verschlüsselung und Schnittstellen 

R1 R2 R3 

unvollständige Verschlüsse-
lung der Daten. Keine ausrei-
chende Sicherung aller Sys-
temschnittstellen. 

vollständige Verschlüsselung 
der Daten und Datenströme 
nach Industriestandards. Es 
müssen alle Schnittstellen be-
kannt und sicher sein. 

Vollständige Verschlüsselung 
aller Daten, Datenströme und 
Schnittstellen über Industrie-
standards hinausgehend. 

Schutz vor missbräuchlicher Nutzung 

R1 R2 R3 

Ein konzeptioneller Schutz 
der Patientendaten vor uner-
wünschtem Zugriff und nicht 
medizinischer Nutzung der Da-
ten ist nicht vorhanden. 

Die Anwendung beinhaltet Me-
chanismen, die bei uner-
wünschtem Zugriff auf die Pati-
entendaten oder Nutzung zu 
nicht medizinischen Zwecken 
Warnen kann. 

Die Anwendung ist grundle-
gend so konzipiert, dass die 
Patientendaten vor uner-
wünschtem Zugriff geschützt 
sind und zu keinem Zweck au-
ßer der medizinischen Behand-
lung oder der Forschung ge-
nutzt werden können. 

Ort der Datenverarbeitung und- Speicherung 

R1 R2 R3 

Ort der Datenverarbeitung-und 
Speicherung nicht bekannt. 
Z.B.: Cloud-Lösung oder Sys-
tem-as-a-Service, bei der der 
Ort der Datenverarbeitung 
nicht bekannt ist. Eine Verar-
beitung auf EU-Servern kann 
nicht gewährleistet werden. 

Ort der Datenverarbeitung-und 
Speicherung bekannt oder 
nachvollziehbar. Einge-
schränkte Flexibilität im Zugriff 
auf die Daten. 
Z.B.: lokale Datenverarbeitung, 
bei der der Zugriff auf die Da-
ten nur innerhalb eines lokalen 
Netzwerks möglich ist.  

Ort der Datenverarbeitung-und 
Speicherung bekannt oder 
nachvollziehbar, hohe Flexibi-
lität im Zugriff auf die Daten. 
Z.B.: Lokale- oder Cloud-Lö-
sung, die eine Verarbeitung auf 
EU-Servern sicherstellen kann 
und eine hohe Flexibilität im 
Datenzugriff gewährleistet. Z.B. 
Datenzugriff auch außerhalb 
des lokalen Netzwerkes, z.B. 
für Dienstärzte. 

Tabelle 11: Übersicht der Items und deren Reifegrade der Subdimension IT-Sicherheit  

Aus dem Einsatz von KI-Anwendungen ergeben sich zudem besondere Anforderun-

gen an die IT-Sicherheit. So konnte gezeigt werden, dass ML-Anwendungen für Cy-

berangriffe ein potenzielles Risiko darstellen, um an Patientendaten zu gelangen 

(Yeom et al., 2017).  

Eine vollständige Verschlüsselung aller Daten und Schnittstellen zwischen KI-Anwen-

dung und Datenbanken ist daher unverzichtbar (Müller-Quade et al., 2020) und wird 

im RGM explizit eingefordert. Neben dem Schutz der KI-Anwendung vor Cyberkrimi-

nalität wird im RGM auch ein konzeptioneller Schutz vor missbräuchlicher Nutzung 
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gefordert. Dieser sollte aus einer Kombination von technischen und strukturellen Maß-

nahmen bestehen, die eine nicht medizinische Nutzung verhindern, sofern diese nicht 

erwünscht ist. Als Beispiel für derartige Maßnahmen kann eine Rückverfolgbarkeit von 

Zugriffen auf die Funktionalität der KI-Anwendung dienen (Volovici et al., 2022). Ta-

belle 11 zeigt eine Übersicht der Subdimension, mit den Reifegradeinteilungen der 

entsprechenden Items. 

Hinsichtlich der Art und des Ortes der Datenspeicherung und -verarbeitung einer KI-

Anwendung konkurrieren verschiedene Konzepte: einerseits die lokale Speicherung 

und Verarbeitung der Daten, was eine hohe Kontrolle über den Zugriff und die Spei-

cherung der Daten ermöglicht, und andererseits die cloudbasierte Speicherung und 

Verarbeitung, was eine sehr hohe Flexibilität im Zugriff auf die Daten ermöglicht und 

den Austausch von Datenströmen erleichtern kann. Dazu kommen kombinierte Lösun-

gen, die als Edge-Computing bezeichnet werden und einen Kompromiss aus beiden 

Ansätzen bieten (Rieke et al., 2020; Wang et al., 2023). Im RGM werden drei Punkte 

bewertet, die Spielraum für technisch unterschiedliche Ansätze lassen. Zum einen ist 

eine Datenspeicherung und-verarbeitung innerhalb der Europäischen Union gefordert 

und zum anderen auch ein möglichst hohes Maß an Sicherheit bei gleichzeitig hoher 

Flexibilität im Zugriff auf die Daten.  

4.3.4 Hauptdimension 4: Ethik 

Als Grundlage zur Herleitung der Dimension des RGM dienten die klassischen bioethi-

schen Prinzipien Autonomie des Patienten, Schadensvermeidung, Fürsorge und Ge-

rechtigkeit von Beauchamp und Childress (Beauchamp und Childress, 1979; Vieth, 

2010).  

In der Literatur existiert zum Thema Ethik und medizinischer KI mittlerweile eine Reihe 

von Leitfäden. Wie Barton und Pöppelbuß zeigten, stellen dabei die Punkte Transpa-

renz, Gerechtigkeit, Fairness, Nicht-Schaden, Verantwortlichkeit und Privatsphäre die 

Hauptaspekte dar (Barton und Pöppelbuß, 2022). Grundsätzlich lassen sich zu fast 

allen Bereichen der Medizin ethische Aspekte in Bezug setzen. Dies gilt auch für die 

meisten Dimensionen des entwickelten RGM, da sich die Beurteilung vieler Aspekte 

auch über eine moralische Ebene begründen lassen. Auf Ebene der Daten- und Mo-

dellgenerierung soll versucht werden, Diskriminierung, Minderrepräsentation und Da-

tenmissbrauch entgegenzuwirken. Technische Anforderungen sollen die Patientenda-

ten schützen und ein zuverlässiges Arbeiten ermöglichen. Risiken müssen analysiert 



4 Diskussion 

  59 

und reduziert, sowie die verschiedenen Bias adressiert werden. Durch Handlungsan-

weisungen soll eine sichere Nutzung gefördert und die notwendige ärztliche Sorgfalt 

in der Patientenversorgung gewahrt werden. Tabelle 12 zeigt eine Zuordnung der 

Items des RGM zu den vier bioethischen Prinzipien. Der Tabelle lässt sich entnehmen, 

dass viele Items anderen Dimensionen des RGM zugeordnet sind. Um hier Redun-

danzen zu den anderen Dimensionen des RGM zu vermeiden, wurden die betreffen-

den Items aus der Zuordnung entfernt.  Aus diesem Vorgehen resultiert, dass die bio-

ethischen Prinzipien Schadenvermeidung und Fürsorge keine Subdimensionen bilden, 

sondern indirekt in verschiedenen anderen Dimensionen bzw. Items aufgehen.  

Aus dem Vorgehen wird deutlich, dass die Dimension Ethik zwar einen besonderen 

Fokus auf die ethischen Herausforderungen setzt und deren Bedeutung im RGM be-

tont wird. Gleichzeitig lassen sich die ethischen Implikationen nicht auf eine isolierte 

Dimension des RGM begrenzen, sondern müssen als Grundlage für das gesamte 

RGM gesehen werden. 

 

Autonomie des Pa-

tienten 

Schadenvermei-

dung 

Fürsorge Gerechtigkeit 

- Transparenz 

- Transparenz der  

Risiken 

- Partizipation 

- Informationsan-

spruch 

- Datensouveränität 

- Erklärbarkeit 

- Datengrundlage 

- IT-Sicherheit 

- Risikomanagement 

- Schutz vor miss-

bräuchlicher Nut-

zung 

- Medizinischer Nut-

zen 

- Reproduzierbarkeit 

- Mechanismen bei 

DS-Verletzungen 

- Vermeidung von - -

--Bias 

- Zugang zu Anwen-

dungen 

- Datengrundlage 

- Gleichberechtigung 

Tabelle 12: Zuordnung der bioethischen Prinzipien 
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4.3.4.1 Autonomie 

Patientenpartizipation- und Integration 

R1 R2 R3 

Die Anwendung reduziert die 
Integration der Präferenzen des 
Patienten. 

Die Anwendung hat keinen 
Einfluss auf die Integration der 
Präferenzen des Patienten. 

Die Anwendung unterstützt die 
Integration der Präferenzen 
des Patienten im Sinne eines 
Shared-Decision-Makings (z.B. 
durch explizite Integration der 
Patientenpräferenzen in den di-
gitalen Entscheidungsunterstüt-
zungsprozess). 

Datensouveränität 

R1 R2 R3 

keine ausreichende Datensou-
veränität. Einwilligung in Daten-
erhebung und Verarbeitung 
weist nicht ausreichend auf Ver-
arbeitung und Anwendung von 
KI hin (Gesetztes widrig). 

Teilsouveränität Einwilligung 
und Kontrolle über Datenverar-
beitung (Wiederspruchsrecht). 
Aktuell Standard. 

Volle Datensouveränität. Ein-
willigung in Datenerhebung und 
Verarbeitung. Nachverfolgbar-
keit der Datenströme und Zwe-
cke. Kontrolle über diese und 
Widerspruchsmöglichkeit.  
Zum heutigen Zeitpunkt ist dies 
kaum umsetzbar und verdeut-
licht den Anspruch eine maxi-
male Datensouveränität zu er-
zielen. 

Arzt-Patient Beziehung (Informationsanspruch) 

R1 R2 R3 

Keine Patientenorientierte Auf-
klärung über KI-Anwendung. 

Patientenorientierte Aufklä-
rung über KI-Anwendung. (Die 
Patienten werden darüber auf-
geklärt, dass KI-Anwendungen 
während ihrer Behandlung ver-
wendet werden. Darüber hinaus 
muss Informationsmaterial für 
die Patienten zu Verfügung ste-
hen, siehe Item 2.2.1. 

Zusätzlich zu R2 erfolgt eine de-
taillierte Aufklärung/Information 
über spezielle Anwendungen, 
die im individuellen Fall einge-
setzt werden.  
Hier sind z.B. Anwendungen mit 
besonderer Therapiekonse-
quenz zu nennen. Beispiels-
weise ein CDSS, das Empfeh-
lungen für Chemotherapien 
ausspricht oder in der Entschei-
dungsfindung zwischen konser-
vativen und interventionellen 
Therapien unterstütz. 

Tabelle 13: Übersicht der Items und deren Reifegrade der Subdimension Autonomie 
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Das Prinzip der Patientenautonomie fordert ein medizinisches Vorgehen, das sich an 

den Wünschen, Wertvorstellungen und Bedürfnissen der Patienten orientiert und de-

ren aktive Partizipation in der Entscheidungsfindung fördert (Marckmann, 2022;Dierks 

und Schaeffer, 2012). Die Integration der Patienten in die Behandlung und Entschei-

dungsfindung muss auch im Kontext von KI-unterstützter Therapie gegeben sein, wo-

bei verschiedene Ansätze möglich sind. So können sich durch die KI-Anwendungen 

sinnvolle Schnittstellen ergeben, die für die Patienten nutzbar sind und eine aktive Par-

tizipation in der direkten Interaktion mit einer KI-Anwendung ermöglichen (Wisniowski 

Clarissa, 2023). Ist eine direkte Interaktionsmöglichkeit nicht gegeben, sollte eine KI-

unterstützte Therapie trotzdem den Bedürfnissen der Patienten folgen, z. B. durch die 

Berücksichtigung von Patientenverfügungen oder religiösen Wertvorstellungen. Das 

RGM lässt die Art und Weise der Patientenpartizipation und -integration offen, bewer-

tet aber, ob diese generell gefördert wird. Eine Zusammenfassung der Subdimensin 

mit den Reifegradeinteilungen der Items ist in Tabelle 13 dargestellt.     

Eine Bedingung zur Partizipation, und auch förderlich für die Therapieadhärenz, ist es, 

dem Informationsbedürfnis der Patienten gerecht zu werden. Dies gilt für die Medizin 

im Allgemeinen, aber auch für den Einsatz von KI in der Medizin im Speziellen (Leoni-

Fuchs und Schauerhofer, 2023; Tretter et al., 2023). Die Patienten sollten, den indivi-

duellen Bedürfnissen nachkommend, über den Einsatz von KI-Anwendungen aufge-

klärt und informiert werden (Lysaght et al., 2019). Außerdem darf der Einsatz von KI 

und KI-CDSS nicht das Vertrauen in die Ärzteschaft schmälern, insbesondere da Ver-

trauen für die Arzt-Patient-Beziehung wichtig ist. Vertrauen kann einer KI aber nur ein-

geschränkt entgegengebracht werden, wie Ryan gezeigt hat (Eckstein, 2023; Ryan, 

2020). Durch organisationelle Strukturen sollte versucht werden, den Anwendern die 

Möglichkeit zu geben, dem Informationsbedürfnis der Patienten hinsichtlich des Ein-

satzes von KI umfänglich gerecht zu werden. 

Der Patientenautonomie lässt sich auch die Datensouveränität zuordnen. Das zugrun-

deliegende Konzept geht über den Datenschutz hinaus und fordert die Nachvollzieh-

barkeit von Datenverarbeitung sowie die Kontroll- und Interventionsmöglichkeit des 

Datengebers, also des Patienten, hinsichtlich seiner Daten (Bretthauer et al., 2021). In 

der Umsetzung bedeutet dies eine Kombination von vielen technischen und regulati-

ven Maßnahmen, die auf der einen Seite eine hohe Nutzbarkeit der Patientendaten, 

auf der anderen Seite aber auch die individuelle Kontrolle über die eigenen Daten er-
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möglichen soll (Deutscher Ethikrat, 2017). Das RGM orientiert sich hier an einer nor-

mativ begründeten theoretischen Lösung. Diese ist nach heutigem Stand zwar nur 

schwer umsetzbar, unterstreicht aber den hohen Stellenwert der Datensouveränität. 

Langfristig sind hier neben technischen Weiterentwicklungen auch regulative Lösun-

gen notwendig. 

4.3.4.2 Fairness und Gerechtigkeit 

Gleichberechtigung (Non-discrimination) 

R1 R2 R3 

ein grundlegendes Konzept zur 
Vermeidung von Diskriminie-
rung und Verzerrungen liegt 
nicht vor. 

Es ist ein Konzept mit Mecha-
nismen in Kraft, die Diskrimi-
nierung durch die Anwendung 
erkennen und hiervor rechtzei-
tig warnen können. 

Es kann ein weitgehend diskri-
minierungsfreier Einsatz der 
Anwendung zuverlässig und 
dauerhaft gewährleistet wer-
den. Die Anwendung ist kon-
zeptionell auf das Erkennen 
und Vermeiden von Verzerrun-
gen jeglicher Art ausgelegt. 

Zugang für alle Patientengruppen (accessibility) 

R1 R2 R3 

Zugang und Teilhabe an der 
Anwendung sind an körperli-
che oder seelische Fähigkeiten 
(z.B. durch Nutzung von digita-
len Endgeräten) geknüpft. 

Zugang und Teilhabe sind un-
abhängig vom körperlichen 
oder seelischen Hintergrund 
niederschwellig möglich (z.B. 
Unterstützung von Patienten, 
die durch Beeinträchtigungen 
Schwierigkeiten im Umgang mit 
einer Anwendung haben).  

Die Anwendung ist für alle Pati-
enten zugänglich. Eine nahezu 
barrierefreie Nutzung ist mög-
lich. Einschränkungen durch 
mangelnde elektronische Teil-
habe oder geistige-oder körper-
liche Einschränkungen werden 
durch Hilfestellungen umfas-
send adressiert. 

Tabelle 14: Übersicht der Items und deren Reifegrade der Subdimension Fairness und Ge-

rechtigkeit  

Die zweite Subdimension, die sich mit ethischen Aspekten befasst, beinhaltet die Items 

Gleichberechtigung und Zugang für alle Patientengruppen. Die Reifegradeinteilung 

der Items ist in Tabelle 14 dargestellt. 

Das Item Gleichberechtigung (Non-discrimination) prüft, ob Mechanismen zur Detek-

tion und Verhinderung von Ungleichberechtigung in Kraft sind, und fordert eine grund-

legend diskriminierungsfreie Konzeption von KI-Anwendungen. Damit folgt das RGM 

der prominenten Forderung einer Vielzahl von ethischen Leitfäden für KI in der Medi-

zin, nämlich dass KI gerecht und frei von Diskriminierung sein muss (Deutscher Ethik-

rat, 2023; Landau et al., 2022; World health Organization, 2021). Diese Forderung 
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spiegelt sich auch an anderen Stellen des RGM wider, wie der Repräsentativität des 

Datensatzes oder Bias (siehe auch Kapitel 4.3.1 und 4.3.6). Während diese Items aber 

spezifische Teilaspekte der Problematik behandeln, ist das Item Gleichberechtigung 

(Non-discrimination) allgemeiner gefasst und fordert die konzeptionelle Berücksichti-

gung in allen Entwicklungsschritten des RGM.  

Das Item Zugang für alle Patientengruppen (accessibility) beurteilt die Zugänglichkeit 

von medizinischen KI-Anwendungen unabhängig von möglichen körperlichen, seeli-

schen oder sozialen Beeinträchtigungen. Diese ist dann erforderlich, wenn eine Nut-

zung auch direkt für die Patienten vorgesehen ist, andernfalls wird die Anwendung 

durch die Behandler bedient. Selbiges gilt für soziale Beeinträchtigungen, wie fehlende 

digitale Teilhabe. Mit zunehmender Bedeutung von KI für die medizinische Versorgung 

sollten diese Aspekte jedoch berücksichtigt und gegebenenfalls aktiv Unterstützung 

für die betroffenen Patienten gegeben werden (Wolf, 2020).   

4.3.5 Hauptdimension 5: Medizinischer Nutzen 

4.3.5.1 Metrik 

Angaben zur metrischen Güte 

R1 R2 R3 

Keine Angaben zu Metriken 
und Thresholds. Keine Erklä-
rungsstatisticken. 

Teilangaben zur Metrik und 
Erklärungsstatistik.  
Teilangaben beinhaltet die An-
gaben von einzelnen wichtigen 
metrischen Werten, wie z.B. 
Spezifität und Sensitivität. Die 
Erklärungsstatistik kann auf 
unspezifischen Mustern basie-
ren. 

Detaillierte Angaben zur Metrik 
und Erklärungsstatistick. Hierzu 
gehören AUCROC, Sensitivität, 
Spezifität, Precision und 
Thresholds. Die Erklärungssta-
tistik muss auf überwiegend 
spezifischen Mustern basieren. 
Falls vorhanden sollten Top 
Muster von Experten angege-
ben 

Tabelle 15: Übersicht der Items und deren Reifegrade der Subdimension Metrik  

Die technische Leistung einer KI-Anwendung, wie eines KI-CDSS, wird in der Regel 

durch Metriken angegeben, die darstellen, wie zuverlässig die künstliche Intelligenz 

Entitäten erkennt bzw. vorhersagt bzw. hieraus passende Empfehlungen ableitet. 

Hierzu gehören vor allem Angaben zur Sensitivität, Spezifität, AUCROC (Area under 

the Receiver Operating Characteristic Curve) und Präzision. Diese Metriken erlauben 

eine Einschätzung der Leistung einer Anwendung. Für sich genommen sind die Metri-

ken aber schwer vergleich- und interpretierbar, da es keine Standardisierung in der 
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Bewertung gibt und ihre Bedeutung kontextabhängig zum spezifischen Anwendungs-

fall ist (Coiera, 2019; Kovalchuk et al., 2022). Im RGM werden daher weniger die Er-

gebnisse der Metrik selbst bewertet, sondern vielmehr die Transparenz der Angaben 

zur metrischen Güte. Gefordert werden hier zusätzliche Informationen zur Validierung 

und Erhebung der Metrik, um eine bessere Interpretation und Vergleichbarkeit der Da-

ten zu gewährleisten (Hicks et al., 2022). Die genaue Reifegradeinteilung der Items ist 

Tabelle 15 zu entnehmen. Eine Veröffentlichung solcher wissenschaftlicher Daten als 

Zulassungsstudien ist für Arzneimittelzulassungen in Deutschland verpflichtend, wäh-

rend diese Vorgabe nicht für KI-Produkte gilt. Deren Metriken sind also bislang häufig 

nicht wissenschaftlich veröffentlicht oder anderweitig transparent gemacht (Institut für 

Qualität und Wirtschaftlichkeit im Gesundheitswesen). 

4.3.5.2 Nutzen 

medizinischer Nutzen der Anwendung 

R1 R2 R3 

kein evidenzbasierter medizini-
scher Nutzennachweis. Ggf. 
Nachweise mit niedriger Evi-
denz wie z.B. Nutzerbefragun-
gen. 

medizinischer Nutzennachweis 
im Rahmen von retrospekti-
ven Studien. 

medizinischer Nutzennachweis 
mit sehr hoher Güte durch 
Prospektive Studien.  

Aufwandsentlastung 

R1 R2 R3 

Der Arbeitsaufwand für die An-
wenderInnen nimmt zu. 

Der Arbeitsaufwand für die An-
wenderInnen bleibt gleich 
oder verbessert sich geringfü-
gig. Geringfügig bedeutet, dass 
trotz eines etwas verminderten 
Arbeitsaufwandes nicht signifi-
kant mehr Zeit für die qualita-
tive medizinische (ärztliche) 
Tätigkeit gegeben ist. 

Der Arbeitsaufwand für die An-
wenderInnen wird reduziert. 
Es steht signifikant mehr Zeit 
für die qualitative medizinische 
(ärztliche) Tätigkeit zur Verfü-
gung. 
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sonstiger Nutzen 

R1 R2 R3 

kein Nutzen Nachweisbar.  Nachweise von nicht medizini-
schem Nutzen im Rahmen von 
retrospektiven Studien oder 
Instrumenten wissenschaftlich 
vergleichbarer Güte (Steige-
rung der Effizienz, ökonomi-
scher Nutzen, Nutzerzufrieden-
heit 

nicht medizinischer Nutzen-
nachweis durch Prospektive 
Studien.  

Tabelle 16: Übersicht der Items und deren Reifegrade der Subdimension Nutzen  

Metriken beschreiben quantitative Messgrößen, mit denen sich die Leistung eines Sys-

tems, Produkts oder eines Prozesses bemessen lassen. In Abgrenzung hierzu be-

zeichnet Nutzen im Allgemeinen den Wert oder die Vorteile, die aus einer bestimmten 

Handlung oder Maßnahme resultieren. Im medizinischen Kontext bezieht sich der Nut-

zen speziell auf die positiven Auswirkungen einer medizinischen Intervention oder Be-

handlung auf die Gesundheit eines Individuums oder einer Population (Institut für Qua-

lität und Wirtschaftlichkeit im Gesundheitswesen).  

Obwohl in anderen Bereichen der Medizin prospektive Studien als evidenzbasierter 

Nutzenbewertung erforderlich sind, fehlen diese noch auffallend häufig in der medizi-

nischen KI-Forschung (Topol, 2020). Vor dem Hintergrund des zunehmenden Einsat-

zes von KI-basierten Anwendungen sollte die medizinische KI-Forschung aber quali-

tativ höherwertige Nutzenbewertungen erbringen, weshalb im RGM retrospektive so-

wie prospektive Studien gefordert werden (Caliebe et al., 2019). In Tabelle 16 sind die 

Reifegrade der Items dieser Subdimension als Übersicht dargestellt.  

Neben des rein medizinischen Nutzens können KI-Anwendungen, wie die KI-CDSS, 

aber auch weitere Nutzen haben. Große Bedeutung kommt hier eine Steigerung der 

Effizienz, die zum Beispiel mit einer Reduktion der für bestimmte Prozesse nötigen 

Arbeitslast oder eine Erhöhung der Leistungsfähigkeit einhergeht.  Diese kann zum 

Beispiel dadurch zustande kommen, dass KI-Anwendungen bestimmte ärztliche Auf-

gaben übernehmen könnten (K. Becker und Götz, 2022). Dies wird als ein Treiber für 

den Einsatz von KI in der Medizin betrachtet und daher als eigenständiges Item im 

RGM bewertet.  
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Neben dem medizinischen Nutzen und der Reduktion der Arbeitslast, werden der Nut-

zung von KI vielfältige potentielle Nutzen zugerechnet. Zu diesen gehören insbeson-

dere mögliche wirtschaftliche Vorteile, die sich aus einer möglichen Effizienzsteigerung 

von bestehenden Arbeitsprozessen ergeben (Mahadevaiah et al., 2020).  

Aufgrund der vielen möglichen Nutzen einer KI wurde ein allgemeines Item sonstiger 

Nutzen aufgenommen. Unter diesem lassen sich die jeweiligen Vorteile zusammen-

fassen, ohne diese auf rein ökonomische Aspekte zu reduzieren. Im Rahmen der Rei-

febewertung durch das RGM liegt hier der Fokus darauf, den jeweiligen Nutzen nach 

wissenschaftlichen und qualitativen Methoden nachzuweisen. 

4.3.6 Hauptdimension 6: Risiken und Bias 

Um ein umfassendes Verständnis für die vielfältigen Risiken zu erlangen, die sich aus 

dem Einsatz KI-basierter CDSS in der Medizin ergeben können, und um die Wechsel-

wirkungen dieser Risiken zu erfassen, ist der ML-Zyklus von Bedeutung. Durch diesen 

Zyklus lassen sich die Risiken ableiten und verdeutlichen, wie sie sich gegenseitig be-

einflussen können (siehe auch auch Kapitel 1.1.1.2.1 und Abbildung 1). 

Einige dieser Risiken werden in anderen Dimensionen erfasst, die thematisch passen, 

wie z.B. die Herausforderungen des Datenschutzes und der IT-Sicherheit. Die Dimen-

sion Risiken und Bias ist daher keine vollständige Abbildung aller potenziellen Risiken, 

sondern fokussiert sich auf den Umgang mit Risiken und die Reduzierung der Risiken. 

Hierzu wird in allgemeine Aspekte unterteilt, zu denen die transparente Darstellung 

der Risiken und das grundlegende Risikomanagement gehören. Die spezifischen As-

pekte umfassen Maßnahmen zur Risikoreduzierung, die sich auf bestimmte Maßnah-

men im Zusammenhang mit der entsprechenden KI-Anwendung beziehen. 
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4.3.6.1 Risiken - allgemein 

Risikomanagement 

R1 R2 R3 

Kein Risikomanagement. Es 
liegt keine Analyse zur potenti-
ellen Patientengefährdung vor, 
die aus dem Einsatz einer KI-
CDSS resultiert. 

Es liegt eine Analyse zur po-
tentiellen Patientengefährdung 
vor, die aus dem Einsatz einer 
KI-CDSS resultiert. Diese Risi-
ken werden durch bestimmte 
Maßnahmen adressiert und re-
duziert. 
Risiken werden unsystema-
tisch erfasst und adressiert. 

Es liegt eine Analyse zur po-
tentiellen Patientengefährdung 
vor, die aus dem Einsatz einer 
KI-CDSS resultiert. Diese Risi-
ken werden systematisch er-
fasst und durch ausschöpfen 
sämtlicher technischer Möglich-
keiten reduziert und durch ein 
Sicherheitskonzept weiter 
adressiert. 

Transparenz der Risiken 

R1 R2 R3 

Keine transparente Auflistung 
von Risiken für die Anwende-
rInnen und PatientInnen vor-
handen. 

allgemeine Informationen über 
Risiken der KI-Anwendung und 
deren Einsatz für die Anwende-
rInnen und PatientInnen. 

Strukturierte spezifische Infor-
mationen über die Risiken der 
KI-Anwendung und deren Ein-
satz (umfassende Risikoana-
lyse) für die AnwenderInnen 
und PatientInnen vorhanden. 
Transparente (zugängliche) 
Dokumentation über die Ent-
wicklung, z.B. über wissen-
schaftliche Überlegungen, die 
der Entwicklung zugrunde lie-
gen (z.B. über Governentstruk-
tur). 

Tabelle 17: Übersicht der Items und deren Reifegrade der Subdimension Risiken – allgemein  

Hinsichtlich der KI-assoziierten Risiken ist es zunächst wichtig, ein Bewusstsein für 

diese zu schaffen und diese auch systematisch zu erfassen. Im RGM wird dies in Form 

eines Risikomanagements gefordert. Unter Risikomanagement versteht man einen 

Prozess, zu dessen Aufgaben die Identifikation, Quantifizierung, Aggregation, Bewer-

tung, Kommunikation und Bewältigung von Risiken zählen (Euteneier, 2015; Schmitt 

und Pfeifer, 2015). Wie in Tabelle 17 dargestellt wird im RGM bewertet, ob es generell 

eine Form des Risikomanagements gibt, ohne dabei konkrete Vorgaben zur Umset-

zung zu machen. Es werden dadurch Freiräume gelassen um das Risikomanagement 

an die jeweilige Anwendung angepasst umzusetzen. Zu berücksichtigen ist, dass KI-

CDSS nicht generell Entscheidungen oder Empfehlungen mit Risikopotential treffen 
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und das Risikomanagement daran flexibel anpassbar sein sollte.  Vergleichbare For-

derungen nach einem organisationalen Risikomanagement finden sich auch in der Li-

teratur unter den Stichwörtern Qualitätsmanagement und Qualitätskontrolle (Matheus 

und Barzani Den, 2021).  

Unmittelbar mit dem Risikomanagement einhergehend bewertet das RGM, ob mögli-

che Risiken transparent gemacht, sowie den Anwendern und Patienten gegenüber 

kommuniziert werden. Wie bereits erwähnt ist Transparenz ein wichtiger Baustein um 

Vertrauen zu generieren und eine qualitative Entwicklung der KI-Anwendungen zu för-

dern (Borycki und Kushniruk, 2022; Wolff et al., 2019).  

4.3.6.2 Risiken - spezifisch 

Wartung der KI-Anwendung 

R1 R2 R3 

Keine regelmäßige Wartung der 
Bestandteile der Anwendung. 

Kein Anwendungsspezifisches 
Wartungskonzept. Die einzel-
nen Bestandteile der Anwen-
dung werden unabhängig von-
einander und ohne Bezug zuei-
nander gewartet. 

Anwendungsspezifische War-
tung. Die einzelnen Bestand-
teile der Anwendung werden 
abhängig voneinander und mit 
Bezug zueinander gewartet. So 
können Fehler durch Kompatibi-
litätsprobleme der Schnittstellen 
verhindert werden und ein zu-
verlässiges Arbeiten der KI-An-
wendung gewährleistet werden. 

Anwendungsfehler und Feedback-Loops 

R1 R2 R3 

Kein Fehlermanagement Fehler können unstrukturiert er-
fasst werden. Ein digitales 
Feedback ist aus der Anwen-
dung heraus möglich. 

Fehler werden systematisch 
erfasst und einen kontinuierli-
chen Verbesserungsprozess 
der Anwendung überführt. Ein 
direktes Feedback aus der An-
wendung heraus ist möglich 
und setzt einen standardisierten 
und automatisierten Service-
Prozess in Gang. 

Tabelle 18: Übersicht der Items und deren Reifegrade der Subdimension Risiken – spezifisch  

Neben diesen allgemeinen Risiko-Aspekten birgt der Einsatz von KI in der Medizin 

auch spezifischere Probleme. Hierbei ist aufzuführen, dass eine KI-Anwendung eine 

Kombination aus technischer Infrastruktur und Software ist, die, wie alle Medizinge-
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räte, regelmäßig gewartet werden muss. Dies betrifft sowohl die technische Kompo-

nente als auch die Software, die stets aktuell sein sollte und auf den verschiedenen 

Ebenen von IT-Sicherheit, KI-Forschung und medizinischen Leitlinien aktuell sein 

muss (Reinsch, 2020).   

Zu den Maßnahmen, die an der KI-Anwendung selbst erfolgen, zählt die Wartung einer 

KI und der erforderlichen Systeme. Diese umfasst sowohl die Hardware- als auch die 

Softwaresysteme. Die genaue Reifegradeinteilung ist in Tabelle 18 dargestellt. Analog 

zu anderen Medizingeräten müssen die Hardwaresysteme regelmäßig überprüft und 

gewartet werde, um eine sichere Nutzung zu gewährleisten. Ebenso ist eine kontinu-

ierliche Aktualisierung der Softwaresysteme erforderlich, um potenzielle Sicherheitslü-

cken zu schließen und die fehlerfreie Interaktion mit der KI-Anwendung zu ermöglichen 

(Reinsch, 2020). Darüber müssen Anpassungen erfolgen, um den aktuellen Standards 

in Bereichen IT-Sicherheit, KI-Forschung und Medizin gerecht zu werden. 

Ein weiteres relevantes Feld der Risikoreduktion betrifft die Möglichkeit der Nutzer, 

Fehlfunktionen der KI-basierten Anwendung einfach und schnell zu melden oder Emp-

fehlungen, die aus Sicht der Nutzer medizinisch bedenklich sind, ebenfalls einfach und 

niederschwellig zu melden. Im RGM wird daher ein Fehlermanagement bewertet und 

dabei Feedback-Loops gefordert. Dies können einfach zu aktivierende Funktionen 

sein, die einen Analyse- und Verbesserungsprozess in Kraft setzen. Je nachdem, ob 

es sich hierbei um ein technisches oder inhaltlich medizinisches Problem handelt, kann 

ein interdisziplinäres Team aus Experten die fragliche Fehlfunktion oder Fehlempfeh-

lung aufarbeiten und eine Verbesserung der Anwendung bewirken. Auf diese Weise 

kann auch ein niederschwelliges und prozessorientiertes Zusammenarbeiten aus An-

wendern und Entwicklern erwachsen, das für eine qualitative Entwicklung erforderlich 

ist (Hemmer et al., 2022; Reyna et al., 2022).  
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4.3.6.3 Bias 

Trainings-und Entwicklungsbias 

R1 R2 R3 

keine Bias Awarness, Detec-
tion oder Bias Avoidance. 

allgemeine Bias Awarness 
ohne spezifischen Bezug zur 
Anwendung. 
Bias Detection im Rahmen der 
Entwicklung der Anwendung. 
Also Bias, die im Rahmen der 
Datenaggregation, der Konzep-
tion und des Trainings entste-
hen. 
Bias Avoidance im Rahmen der 
Entwicklung 

Anwendungsspezifische Bias 
Awarness. Dies muss u.a. 
durch Schulungen kontinuier-
lich gewährleistet und kommu-
niziert werden. Hilfreich sind In-
dikatoren innerhalb der Anwen-
dung, die das aktuelle Bias Ri-
siko verdeutlichen. 
Anwendungsspezifische Bias 
Detection. Unter Berücksichti-
gung der spezifischen Anwen-
dung wird regelmäßig (auch 
nach der Entwicklung, also 
während des Einsatzes der An-
wendung) nach Bias gesucht. 
Alle Bias, die bestehen können, 
also vorbestehende, während 
der Dattenaggregation, Kon-
zeption, Training und während 
der realen Anwendung beste-
hende Bias. 
spezifische Bias Avoidance. 
Es werden unter Berücksichti-
gung der spezifischen Anwen-
dung Maßnahmen zur Vermei-
dung eines Bias getroffen, 
auch nach der Entwicklung 
also während des Einsatzes ei-
ner Anwendung.  

Deployment Bias 

R1 R2 R3 

keine Bias Awarness, Detec-
tion oder Bias Avoidance. 

Stichprobenkontrollen der 
Anwendung und deren Nut-
zung im realen Einsatz. Außer-
dem sind Benutzebefragungen 
und "Entwickler-Visiten" not-
wendig um einen "Deployment-
Bias zu erkennen und zu ver-
hindern 

Kontinuierliche Kontrolle der 
Anwendung und deren Nut-
zung im realen Einsatz, z.B. im 
Rahmen von "Entwickler-Visi-
ten". Schulungen zur Sensibili-
sierung der richtigen Nutzung 
und Einschätzung. 
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Automation Bias Plausibilitätsprüfung 

R1 R2 R3 

keine Bias Awarness. allgemeine Bias Awarness 
ohne spezifischen Bezug zur 
Anwendung. 

Bias Reduction - Die Anwen-
der sollten für das Problem des 
automation Bias sensibilisiert 
werden und zu gezielten Maß-
nahmen zur Reduktion dieses 
Bias animiert werden. Hier 
steht eine Plausibilitätsprüfung 
der KI-Empfehlung im Vorder-
grund. Grundsätzlich lässt sich 
ein automation Bias nicht gänz-
lich verhindern. 

Tabelle 19: Übersicht der Items und deren Reifegrade der Subdimension Bias  

Eine bedeutende Risikoquelle und folglich wichtige Herausforderung für den Einsatz 

von und den Umgang mit KI in der Medizin sind Bias. Wie in Abschnitt 1.1.1.2.2 erläu-

tert, können Bias in jedem Schritt des ML-Zyklus auftreten und sich auf die folgenden 

Schritte des ML-Zyklus auswirken. Die verschiedenen Bias sind sehr heterogen (siehe 

auch Tabelle 2, Kapitel 1.1.1.2.2), wobei sich die Bias nach unterschiedlichen Merk-

malen einteilen lassen.   

Im Rahmen des RGM wurde eine anwendungsorientierte Einteilung in entwicklungs- 

und trainingsassoziierte Bias und nutzungsassoziierte Bias vorgenommen. Diese Ein-

teilung ermöglicht eine klare Strukturierung der verschiedenen Formen von Bias. Zu-

dem unterscheiden sich die Ansätze zur Reduzierung der Bias entsprechend dieser 

Einteilung.  

Die entwicklungs- und trainingsassoziierten Bias entstehen während der Entwicklung 

und des Trainings von KI-Anwendungen. Die medizinischen Nutzer müssen ein fun-

diertes Verständnis haben, wie diese Bias die Ergebnisse von KI-Anwendungen be-

einflussen können und die Grenzen dieser Systeme kritisch hinterfragen. Maßnahmen 

zur Reduzierung dieser Bias fallen aber primär in die Entwicklungsphase und nicht in 

den klinischen Alltag der Nutzer. Im Gegensatz dazu treten nutzungsassoziierte Bias 

auf, wenn KI-Anwendungen in der klinischen Praxis eingesetzt werden. Um die nut-

zungsassoziierten Bias zu reduzieren, ist folglich ein aktives Handeln der medizini-

schen Nutzer in ihrem klinischen Alltag erforderlich, um einen sicheren Einsatz der KI-

Anwendungen zu gewährleisten. 

Um dem Risiko des Bias zu begegnen, wurden drei Schritte identifiziert, die sich grund-

legend aus dem Risikomanagement ableiten lassen: Bewusstsein für das Risiko des 
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Bias, Detektion von Bias und Reduktion von Bias (siehe auch Kapitel 4.3.6.1). Die 

Reifegradeinteilungen sind in Tabelle 19 aufgeführt. 

Grundsätzlich muss ein Problembewusstsein geschaffen werden, das von der Ent-

wicklung bis hin zum praktischen Einsatz einer KI-Anwendung reicht und auf allen 

Ebenen zwischen den Entwicklern und Anwendern herrscht (Agarwal et al., 2023). Da 

sich Bias trotz aller Bemühungen kaum gänzlich ausschließen lassen, ist ein gutes 

Verständnis hierfür gerade von den Anwendern unerlässlich (Cho, 2021). Der nächste 

Schritt besteht darin, Bias aktiv zu identifizieren. Wie Cirillo et al. beschreiben, betrifft 

dieser Prozess ebenfalls sowohl die Entwicklung als auch den praktischen Einsatz ei-

ner KI in der Medizin und sollte kontinuierlich erfolgen (Cirillo et al., 2020). Ist ein Bias 

festgestellt, müssen in einem letzten Schritt Maßnahmen getroffen werden, um diesem 

entgegenzuwirken. Hierfür sind interdisziplinär abgestimmte Schritte erforderlich, die 

von Anpassungen an der Datengrundlage, den Algorithmen und der Implementation 

einer KI reichen (Gurupur und Wan, 2020). Chen et al. unterbreiten entsprechende 

Vorschläge, die Methoden zur Diversifizierung von Datensets und Fairness-Regeln zur 

Entwicklung der Anwendung beinhalten (R. J. Chen et al., 2023). Sollte sich ein Bias 

nicht nachhaltig entfernen oder ausreichend abschwächen lassen, muss auch ein De-

aktivieren der entsprechenden Anwendung in Betracht gezogen werden.  
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4.3.7 Hauptdimension 7: Anwendung und Prozessintegration 

4.3.7.1 Organisation 

Kompetenzentwicklung 

R1 R2 R3 

Keine begleitende Kompetenz-
entwicklung 

Initiale Kompetenzentwick-
lung, die die Einführung einer 
KI-Anwendung begleiten - z.B. 
Schulungen oder Tutorials. 

regelmäßige und bedarfsge-
rechte Kompetenzentwicklung, 
Anlernen von Key-Usern und 
regelmäßige Feedbackrunden. 
Hierfür wird den NutzerInnen 
Zeit zur Verfügung gestellt. Et-
waige Fehlnutzung kann früh-
zeitig identifiziert und durch 
Fortbildungen adressiert wer-
den. 

Interprofessionalität 

R1 R2 R3 

keine interdisziplinären Ar-
beitsgruppen zwischen Ent-
wicklern und AnwenderInnen 
(sowie weiteren Beteiligten ei-
ner Organisation). 

Interdisziplinäre Zusammen-
arbeit zwischen Entwicklern 
und AnwenderInnen, z.B. 
durch Projetbetreuer, die zwi-
schen Anwendern und Ent-
wicklern vermitteln. 

Strukturierte Zusammenarbeit 
zwischen AnwenderInnen und 
EntwicklerInnen. Aufbauend zu 
R2 werden Arbeitsprozesse in-
terdisziplinär begutachtet, z.B. 
während "Entwickler-Visiten". 

Ansprechpartner und Support 

R1 R2 R3 

es gibt keinen verbindlichen 
Support, der z.B. verbindliche 
Ansprechpartner für PatientIn-
nen und AnwenderInnen be-
reithält. 

Es gibt einen Support, der für 
Teilbereiche der Anwendung 
zuständig ist und Ansprech-
partner für PatientInnen und 
NutzerInnen bereithält. 

Es gibt einen interdisziplinäre 
(Entwickler, Anwender, Organi-
sationsmanagement, Technik) 
Support, der alle Bereiche der 
Anwendung bedient und für Pa-
tientInnen und Nutzerinnen nie-
derschwellig Erreichbar ist. 

Qualitätssicherung 

R1 R2 R3 

keine strukturierte Qualitätssi-
cherung. 

regelmäßige Qualitätssiche-
rung, die Teilbereiche der KI-
Anwendung und deren Nut-
zung umfasst. 

regelmäßige strukturierte Quali-
tätssicherung alle Aspekte der 
KI umfassen: KI, Nutzung und 
Prozesse, Infrastruktur, Gover-
nancestrukturen, Schulungen. 

Tabelle 20: Übersicht der Items und deren Reifegrade der Subdimension Organisation  

Die Integration von KI-basierten Anwendungen in die klinischen Prozesse ist wichtig, 

da sie einen bedeutsamen Faktor für den Erfolg oder Misserfolg von KI-Anwendungen 
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in der Medizin darstellt (Fujimori et al., 2022). Die wichtigsten negativen Faktoren sind 

hierbei eine fehlende Integration in das Arbeitsumfeld, fehlende Interoperabilität, 

Alarm-Fatigue, mangelnde Kenntnis über die Anwendung und ein zu hoher Arbeitsauf-

wand (Perlich, 2022). Eine gute Grundkenntnis der Nutzer über die grundsätzliche 

Funktionsweise, die potentielle Leistungsfähigkeit und die Fehlerquellen einer ange-

wandte KI-Anwendung fördert eine erfolgreiche Implementierung und Nutzung dieser 

Anwendung (Renier et al., 2021). Begleitend zum Einsatz einer solchen Anwendung 

sollten den Nutzern daher Möglichkeiten gegeben werden, entsprechende Kompeten-

zen zu entwickeln. Diese könnten aus Trainingseinheiten bestehen, die auf die jewei-

lige KI-Anwendung und das Anwendungsszenario zugeschnitten sind, wie z.B. in spe-

ziellen E-Learning Modulen, was sich hierfür bereits als wirksame Maßnahme erwie-

sen hat (Harry et al., 2019).  

Ein Punkt, der die qualitative Entwicklung von KI in der Medizin, gerade im Hinblick auf 

die spezielle Umgebung der medizinischen Patientenversorgung, positiv beeinflusst 

und damit auch die Akzeptanz der Anwender fördert, ist die Interprofessionalität in der 

Entwicklung der Anwendungen (Reyna et al., 2022). Dies gilt nicht nur für die Entwick-

lung, sondern auch den laufenden Einsatz einer Anwendung. Eine niederschwellige 

Unterstützung bei Problemen kann die Akzeptanz verbessern und einer Fehlnutzung 

auch im Sinne eines Deployment Bias entgegenwirken (Strauss et al., 2023). Im Rah-

men des Delphi-Verfahrens entstand darüber hinaus die Forderung, dass Unterstüt-

zung nicht nur im technischen Sinne, sondern auch medizinisch/fachlich für Anwen-

derfragen zur KI erreichbar sein sollte. Wie Tabelle 20 zu entnehmen ist, wird im RGM 

daher nicht nur beurteilt, ob eine Unterstützung für technische Probleme erreichbar ist, 

sondern auch, ob bei medizinischen und wissenschaftlichen Fragestellungen für die 

Nutzer eine Unterstützung erreichbar ist. Diese Verknüpfung könnte den Nutzern mehr 

Sicherheit in Bezug auf die Nutzung der KI-Anwendung liefern und eine schnelle und 

Optimierung der Anwendung ermöglichen. 
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4.3.7.2 Prozess 

klinische Prozessintegration 

R1 R2 R3 

keine Handlungsempfehlungen 
zur Nutzung einer KI-Anwen-
dung innerhalb einer Organisa-
tion. Keine Integration in die 
bestehenden Arbeitsprozesse. 
Die KI-Anwendung als isolier-
tes zusätzliches Tool. 

Es existieren Handlungsemp-
fehlungen für die Nutzung der 
KI-Anwendung innerhalb einer 
Organisation. Eine feste Ein-
bindung in die bestehenden Ar-
beitsprozesse fehlt. 

Die SOPs und Leitlinien wer-
den über kontinuierliche Ver-
besserungsprozesse und si-
chere Verteilungswege gelenkt 
und sie sind in die Anwendung 
fest eingebunden. So kann die 
Effizienz, Sicherheit und Ak-
zeptanz einer KI-Anwendung 
erhöht werden und schafft Si-
cherheit für die AnwenderIn-
nen. 

Integration in bestehende digitale Anwendungen 

R1 R2 R3 

es ist keine Einbindung in digi-
tale Prozesse gegeben. 

Teileinbindung in digitale Pro-
zesse (bestimmte Prozesse 
lassen sich direkt initiieren, z.B. 
Laborentnahmen oder Medika-
mentendosierungen). 

Umfassende Einbindung in ge-
schlossene digitale Pro-
zesse. Die Umsetzung einer 
Anwendungsempfehlung kann 
direkt aus der Anwendung her-
aus und in einem geschlosse-
nen digitalen Prozess umge-
setzt werden. 

Explainability/Interpretability 

R1 R2 R3 

keine Explainability - Die Er-
gebnisse/Handlungsempfehlun-
gen einer Anwendung bleiben 
ohne zusätzliche Erklärungen 
oder Indikatoren der Konfidenz. 

Teilerklärungen - um Ergeb-
nisse und Handlungsempfeh-
lungen nachvollziehbarer zu 
machen, werden für die Ent-
scheidung relevante Indikato-
ren angezeigt und/oder es wer-
den Konfidenzintervalle ange-
geben. 

zusätzlich zu R2, Anwen-
dungsspezifische Konzepte 
zur Nachvollziehbarkeit. Ange-
passt an das jeweilige Setting 
und an individuelle Bedürfnisse 
werden graduelle Ansätze zur 
Erklärung des Ergebnisses be-
reitgestellt. 

Tabelle 21: Übersicht der Items und deren Reifegrade der Subdimension Prozess  

Um eine sichere und effiziente Nutzung von KI in der Medizin zu gewährleisten, sollten 

die Anwendungen in die bereits bestehenden klinischen Behandlungsprozesse inte-

griert werden. Fehlende Verfahrensanweisungen können zu Unsicherheit in der Nut-

zung einer KI-Anwendung führen (Kostick-Quenet und Gerke, 2022). Dies gilt insbe-

sondere, da ein Nicht-Nutzen von KI zukünftig als Fehlverhalten gesehen werden 

könnte und verbindliche Handlungsempfehlungen den Anwendern Sicherheit vermit-

teln können (Mamo, 2021).  
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Mit einer organisationellen Integration einhergehend wird im RGM auch eine techni-

sche Integration in die bestehende digitale Infrastruktur bewertet. Im Rahmen des Del-

phi-Verfahrens wurde auf das Potenzial hingewiesen, dass sich aus einer technischen 

Integration die Effizienz einer KI-Anwendung erhöht und gleichzeitig die Arbeitslast für 

die Anwender reduziert werden kann. Eine Übersicht über die Reifegradeinteilung der 

Items ist in Tabelle 21 dargestellt. Durch eine Einbindung in den digitalen Workflow 

ließen sich außerdem die bereits erwähnten Feedback-Loops und eine Einbindung in 

SOPs verbinden (E. Chen et al., 2023). Die technischen Herausforderungen, wie die 

Interoperabilität, sind bereits unter 4.3.3.1 beschrieben. 

Große Aufmerksamkeit wird in der wissenschaftlichen Debatte auf die Problematik der 

Opazität von KI-Anwendungen gelegt. Obwohl immer wieder aufgeworfen wird, dass 

menschliche Entscheidungen in der Medizin längst nicht immer nachvollziehbar und 

erklärbar seien, was auch in den Experteninterviews zum Tragen kam, wird die Forde-

rung nach Erklärungsansätzen und Nachvollziehbarkeit von KI in der wissenschaftli-

chen Fachliteratur gestellt (Topol, 2019; World Health Organization, 2021). Die Argu-

mentation hierbei lautet, dass Fehler und Bias besser detektiert werden können, wenn 

die Entscheidungen der KI für die Anwender nachvollziehbar und erklärbar sind. Ein 

weiteres Argument ist, dass die Erklärbarkeit einer Entscheidung das Vertrauen in die 

Behandlung sowohl vonseiten der Behandler als auch der Patienten stärkt (Zippel-

Schultz et al., 2021). Aufgrund dieser Argumentation wird auch im RGM bewertet, ob 

Mechanismen existieren, die Ansätze zur Erklärbarkeit der KI liefern, z. B. Konfidenz-

intervalle. Einschränkend muss erwähnt sein, dass diese Mechanismen selbst häufig 

fehleranfällig sind und die gegebenen Erklärungen falsch sein können (Rudin, 2019). 
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4.3.7.3 Interface 

Grafische Benutzeroberfläche 

R1 R2 R3 

statisches Interface ohne 
Möglichkeit der Anpassbarkeit 
an die jeweilige Einsatzsitua-
tion. 

Teilweise Anpassbares Inter-
face (z.B. Platzierung im Work-
flow, abhängig vom Ort des 
Einsatzes also z.B. Notauf-
nahme oder Normalstation). 

Das Interface lässt sich spezi-
fisch an das Einsatzszenario 
anpassen. Der Informationsin-
halt sollte graduell anpassbar 
sein. Die grafische Benutzer-
oberfläche ist benutzergerecht, 
was z.B. durch Benutzerbefra-
gungen optimiert wird. 

Interaktions-Management 

R1 R2 R3 

keine Anpassbarkeit der An-
wendungsmitteilungen und 
Alarme. 

Teilweise anpassbare Anwen-
dungsmitteilungen und Alarme, 
z.B. nach abhängig von der 
Dringlichkeit der Mitteilung. 

individuell und an die Organi-
sationseinheit anpassbare Mit-
teilungen und Alarme. Die An-
forderungen können sehr un-
terschiedlich sein, z.B. im Ver-
gleich einer Notaufnahme zu 
einer Ambulanz-Sprechstunde. 
Auch eine Arbeitsbelastungs-
abhängige Anpassung ist sinn-
voll. 

Tabelle 22: Übersicht der Items und deren Reifegrade der Subdimension Interface  

Zuletzt ist für die Implementation einer KI in den klinischen Alltag eine intuitive grafi-

sche Benutzeroberfläche erforderlich, die eine einfache und effektive Nutzung ermög-

licht. Zudem können Anwendungsfehler durch ein leicht verständliches Interface redu-

ziert werden (Sangal et al., 2023). Die Gestaltung sollte sich an die Bedürfnisse der 

Anwender und der jeweiligen Nutzungssituation anpassen lassen (Knop et al., 2022). 

Dies gilt ebenfalls für die Art der Interaktionen mit der KI. Hier ist es besonders wichtig 

einer Alarm-Fatigue der Nutzer entgegenzuwirken, indem ein anpassbares und durch-

dachtes Mitteilungs- und Alarmmanagement implementiert wird. Dieses sollte es den 

Nutzern ermöglichen, Alarme und Benachrichtigungen individuell anzupassen und zu 

priorisieren, um eine Überlastung mit irrelevanten Informationen zu vermeiden (Per-

lich, 2022; Sutton et al., 2020). Tabelle 22 zeigt die genaue Einteilung der Reifegradab-

stufungen dieser Subdimension. 
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4.4 Implikationen und Anwendungsmöglichkeiten des RGM 

Das Reifegradmodell ist eine Neuentwicklung zur Beurteilung der Reife von KI-basier-

ten CDSS, das einen speziellen Fokus auf die Perspektive der medizinischen Anwen-

der legt. Die medizinischen Anwender sehen sich zunehmend mit den Chancen und 

Herausforderungen der KI konfrontiert, was die Notwendigkeit des RGM unterstreicht. 

Durch die Anwendung des RGM können sich die Anwender eine Übersicht über die 

betreffenden Stärken und Schwächen eine KI-Anwendung verschaffen und Anwen-

dungen vergleichen. Hierbei ist eine Differenzierung entlang der sieben Hauptdimen-

sionen des RGM möglich, wobei alle Aspekte des ML-Zyklus, der Risiken und der kli-

nisch-organisationellen Implementierung einer KI eingeschlossen werden. Mit dem 

RGM können Schwächen der betreffenden Anwendungen identifiziert werden, 

wodurch ein Ansatz zur Optimierung der KI-CDSS abgeleitet werden kann. Die Defini-

tionen der Reifegrade orientieren sich nicht ausschließlich an Zielen, die sich heute 

praktisch realisieren lassen, sondern auch an erstrebenswerten, konzeptionellen Zie-

len. Somit hat das RGM zusätzlich eine synthetische Funktion, indem neben der reinen 

Beurteilung von KI-Anwendungen das RGM auch als Leitfaden für eine sichere Ent-

wicklung und Implementation von KI in den klinischen Alltag dienen kann.  

4.5 Limitationen des Reifegradmodells 

Aus der der Entwicklung des RGM zugrundeligenden Methodik ergeben sich einige 

Limitationen. Aufgrund der insgesamt kleinen Anzahl der Teilnehmer der Interviews 

konnten die Interviews nur qualitativ ausgewertet werden und wurden durch eine ziel-

gerichtete Literaturrecherche unterstützt. Zudem unterliegt die Entwicklung des RGM 

durch die Auswahl der Experten selbst einem Bias. Zwar wurden Experten aus ver-

schiedenen Bereichen der Medizin und eHealth befragt, jedoch ist keine ausgewogene 

Verteilung hinsichtlich Geschlecht, Nationalität und medizinischen Fachrichtungen ge-

geben. Die Entwicklung des RGM basiert somit nicht auf einer systematischen, voll-

umfänglichen Recherche und Expertise, woraus sich potentiell Lücken ergeben kön-

nen. Die trotz allem aber umfangreiche, zielgerichtete Literaturrecherche und der 

breite Horizont der beteiligten  Experten, sollte dies ausgleichen. Außerdem ist das 

entwickelte RGM explitzit als erster Vorschlag gedacht, der künftig weiterentwickelt 

werden sollte (siehe Kapitel 4.6). 
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Eine Limitation von Reifegradmodellen allgemein ist deren Tendenz zur Simplifizierung 

von komplexen Sachverhalten (Benbasat et al., 1984). Das entwickelte RGM bleibt in  

einigen Aspekten allgemein, z. B. in der Einstufung der Reifegrade, da es ebenfalls als 

Vorlage für weitere medizinische Teilbereiche dienen soll und eine Anpassung auf 

spezifische Teilbereiche vorgesehen ist (siehe auch Kapitel 4.6). Eine allgemeine Kritik 

an Reifegradmodellen lautet, dass diese zwar wissenschaftlich sehr populär sind, die 

praktische Anwendung aber häufig nicht ausreichend gezeigt wird (Thordsen et al., 

2020). Der Fokus dieser Arbeit liegt auf der Methodik und Entwicklung des RGM, wäh-

rend die praktische Anwendung des RGM nicht mehr Bestandteil der Arbeit ist. Hier-

durch bedingt, sind Anweisungen wie und auf welcher Informationsbasis das RGM 

angewandt werden soll, nicht gegeben, obwohl dies für eine größere Verbindlichkeit 

sorgen und die praktische Relevanz erhöhen könnte. Zuletzt erfahren Reifegradmo-

delle auch wegen häufig fehlender Qualität in der Dokumentation der Methodik und 

Prozessbeschreibung Kritik (Alsheiabni et al., 2019). Dem soll durch diese Arbeit ent-

gegengewirkt werden. 

4.6 Ausblick und Weiterentwicklung des Reifegradmodells 

Das entwickelte RGM stellt eine umfassende Methode zur Beurteilung der Reife von 

KI-CDSS dar. Das Modell wird digital frei zugänglich bereitgestellt1. Die digitale Ver-

sion ist exemplarisch in Abbildung 7 gezeigt. Auf dieser Basis aufbauend, ist eine Wei-

terentwicklung des Modells gewünscht. So ist eine praktische Erprobung des Modells 

erforderlich, um den tatsächlichen Nutzen nachzuweisen. Zudem sind praktische Er-

fahrungen hilfreich, um potenziellen Nutzern des Modells eine Abschätzung über die 

notwendigen Ressourcen zu geben.  

Mit den zu gewinnenden Erfahrungswerten wird zudem auch eine höhere Differenzie-

rung in den Reifegraden sinnvoll sein. Explizit erwünscht ist auch eine Weiterentwick-

lung des RGM für andere medizinische KI-Anwendungen. Das RGM kann hier als Vor-

 
1 https://bit.ly/3wXFOYZ  
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lage dienen und gezielt angepasst werden. Beispielsweise können einzelne Subdi-

mensionen oder Items entfernt, verändert oder ergänzt werden. Auch eine Gewichtung 

der Dimensionen kann vorgenommen werden, um einer spezifischen Kategorie von 

KI-Anwendungen gerecht zu werden. Nicht zuletzt gilt es, Nutzungsanweisungen für 

das RGM im Rahmen einer praktischen Anwendung zu erstellen. Eine Vorgabe, wer 

das Modell anwenden und auf welcher Informationsbasis dies geschehen soll, kann 

die Objektivität des RGM erhöhen. 

 
Abbildung 7: Darstellung der digitalen Version des RGM. Aus Gründen der Lesbarkeit sind 

die Items hier nur gekürzt dargestellt.  
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5 Zusammenfassung 

Das Reifegradmodell stellt eine Neuentwicklung dar und ermöglicht eine Reifebeurtei-

lung von KI-basierten Entscheidungsunterstützungssystemen in der Medizin. Ein Al-

leinstellungsmerkmal ist die medizinisch-ärztliche Perspektive, die das Modell prägt. 

Methodisch basiert das Modell auf einer qualitativen Literaturrecherche, einem zwei-

stufigen Delphi-Verfahren und in diesem Rahmen auf semistrukturierten Expertenin-

terviews. Durch die Auswahl der Teilnehmer für die Interviews und das Delphi-Verfah-

ren wurde das Modell einem medizinfokussierten Experten-Konsens unterzogen. Das 

RGM wurde entlang des ML-Zyklus entwickelt. Dieser beinhaltet die vielschichtigen 

und komplexen Wechselwirkungen und Risiken einer KI-Anwendung. Auf diese Weise 

konnte sichergestellt werden, dass alle diese Risiken im RGM abgebildet werden. Die 

ärztliche Perspektive zeigt sich besonders deutlich an der Beurteilung der klinischen 

und organisationellen Implementation der KI-Anwendung. Diese stellt eine wichtige 

Bedingung zur sicheren, qualitativen und nutzenerbringenden Anwendung von KI in 

der Medizin dar.  

Das RGM beinhaltet die sieben Hauptdimensionen Daten und Modellgenerierung, Da-

tenschutz und Transparenz, Infrastruktur, Ethik, medizinischer Nutzen, Risiken und 

Bias sowie Anwendung und Prozessintegration. Diese Dimensionen untergliedern sich 

in 16 Subdimensionen, die wiederum aus insgesamt 39 Items bestehen. Items sind 

definierte Anforderungskriterien, die hinsichtlich ihrer Reife in drei Reifegraden beur-

teilt werden. Die Definition der Items erfolgte auf Grundlage der Experteninterviews 

und des Delphi-Verfahrens.  

Das RGM kann ein Werkzeug für die Ärzteschaft sein, um die Reife von KI-basierten 

CDSS zu beurteilen. Hierin liegt ein wichtiges Mittel, um die ärztlichen Interessen und 

Bedürfnisse gegenüber den Entscheidungsträgern in der Gesundheitsbranche zu 

kommunizieren. Das RGM kann und soll somit als Vorlage zur Weiterentwicklung für 

weitere Bereiche der Medizin und der translationalen KI-Forschung dienen.  
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Anhang A: Zuordnung der Items 

Zuordnung der Items Bezug zum ML-Zyklus 

Reale 
Welt 

Digitale 
Daten 

Vorberei-
tung Variab-
len 

Design KI-
Algorithmus 

Anwen-
dung 

Datenschutz x x   x 

Patientendaten - original, anonymisiert, 
pseudonymisiert, künstliche Fälle. x x    

security, data Protection     x 

Datenströme   x    

Zertifizierungen und Zulassung     x 

Datengrundlage x x x   

Datenmenge x x    

Datenqualität  x  x  

Semantik der Systeme (z. B. Laborsys-
teme) 

 x x   

Entwicklungsprozess, Zusammenarb.    x x 

Vollständigkeit der Daten x x    

Label Art   x x  

Validierung der Datensätze  x  x  

Bias awarness x  x x x 

Bias avoidance x x x x  

Bias detection x x x x  

Bias Risk x x   x 

Transparenz -  
Datengrundlage, Modell-Architektur, 
Bias, Explainability) 

x    x 

Medizinischer Nutzen x   x  

Anwendungs/KI-Performance (Metrik)   x x x 

Retrospektive und Prospektive  
Performance Messung 

   x  

Prospektive Studien/Medizinischer Nut-
zen x   x  

Patientenintegration x    x 

digitale Prozesse     x 

Infrastruktur -  
Semantik, Primärsysteme, Interopera-
bilität 

 x   x 
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Unterstützung der User und einfacher 
Workflows 
- Integration in KIS (Infrastruktur) 

    x 

GUI (Interface, alarm-management)     x 

Einbindung Key-User     x 

Nutzenbewertung     x 

Aktualität der Datengrundlage x   x x 

Einbindung in SOP     x 

Schulungen     x 

Kontinuierliche Status-Meldungen und 
Feedbackloops 

   x x 

Explainability/Nachvollziehbarkeit/Inter-
pretability 

   x x 

Indikatoren der CDSS/Visualisierung    x x 

Anwendungsbezogene Validierung  x    

Fehlerhafte Empfehlungen x   x x 

Anpassbarkeit Interfaces/Alarme     x 

Personal - Leader     x 

Transparenz - Datenschutz  x    

Mechanismen bei Datenschutzverlet-
zungen x x    

Transparenz - Regulation und Überwa-
chung x x    

Risikoklassifizierung der Daten  x    

Einwilligung der Patienten   x   x 

Differenzierung Roh-und Prozessierte 
Daten 

 x x   

kontinuierliches Monitoring des Bias x x    

Governentstruktur (Daten, Code) x    x 

Feedback Buttons für Anwender     x 

Schnittstellen     x 

Tabelle 23: Zuordnung der Items  
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Anhang B: Prototyp des RGM 

Stichpunkte der Interviews („Items“) Subdimen-

sion 

Dimension 

Repräsentativität des  

Trainingsdatensatzes 

Datenqualität Daten und Modellge-

nerierung 

Vollständigkeit der Daten   

Labelqualität (bei supervised learning)   

Aktualität der Datengrundlage   

Training und Evaluation Validierung  

Zeitintervall der Validierung   

Reproduzierbarkeit   

Risikoklassifizierung der Anwendungsdaten Patientenda-

ten 

Datenschutz & Trans-

parenz 

Privacy: Anonymisierung/ 

Pseudonymisierung 

  

Mechanismen bei DS-Verletzung   

Governentstruktur/Transparenz Transparenz  

Schutz vor missbräuchlicher Nutzung   

Integration in digitale Subsysteme  Systemin-

tegration 

Infrastruktur 

IT-Sicherheit, Verschlüsselung und Schnittstel-

len 

IT-Sicherheit  

Ort der Datenverarbeitung und- Speicherung   

digitale Feedback-Loops zur Erfassung von An-

wendungsfehlern 

Entwicklung  

Zusammenarbeit mit Entwicklern   

Verfügbarkeit der Anwendung   

Patientenpartizipation- und Integration  Autonomie Ethik 

Datensouveränität   

Arzt-Patient Beziehung (Informationsanspruch) Fürsorge  

Non-Discrimination (Historischer Bias) Gerechtigkeit  

Zugang für alle Patientengruppen (Accessibility)   

Metrische Güte Metrik Medizinischer Nutzen 

medizinischer Nutzen der Anwendung Nutzen  
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nicht medizinischer Nutzen   

Risikomanagement Risiken - All-

gemein 

Risiken und Bias 

Kommunikation der Risiken   

Nachvollzieh-und Erklärbar (Explainability)    

Wartung der KI-Anwendung Risiken - 

Spezifisch 

 

Deskilling (zunehmende Abhängigkeit von Tech-

nologie) 

  

Fehlempfehlungen durch KI    

Zeitverzögerung durch falsche oder unnötige Di-

agnostik 

  

Trainings-und Entwicklungsbias Bias  

Deployment Bias   

Automation Bias  

Plausibilitätsprüfung 

  

Schulungen Organisation Anwendung und Pro-

zessintegration 

Zusammenarbeit mit Entwicklern   

Personalstruktur    

Qualitätssicherung   

Einbindung in SOP´s Prozess  

Digitale Integration in die bestehenden digitalen 

Anwendungen und Prozesse 

  

Explainability/Interpretability   

GUI Interface  

Tabelle 24: Strukturierung der Items, Subdimensionen und Dimensionen des vorläufigen 

RGM. 
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Anhang C: Ergebnisse der semistrukturierten Interviews mit 

medizinischem Personal 

Ergebnisse der semistrukturierten Interviews mit medizinischem Personal 

1. Haben Sie Erfahrung mit KI-Anwendungen an Ihrem Arbeitsplatz, z. B. Ent-
scheidungsunterstützungssysteme? 

- Keine der interviewten Personen hatte zum Zeitpunkt der Befragung Erfah-
rung mit KI-Anwendungen oder CDSS im beruflichen Umfeld. 

2. Können Sie die ideale KI-Entscheidungsunterstützung an Ihrem Arbeitsplatz 
skizzieren?  

- Eine aktiv aufrufbare Anwendung, die nachvollziehbare Entscheidungs-
empfehlungen gibt zu speziellen Fragestellungen, wie zum Beispiel der 
Erstellung eines Chemotherapie-Plans. Möglicherweise auch mit Alterna-
tivvorschlägen, wenn einzelne Medikamente nicht lieferbar sind. 

- Eine Kopplung mit dem „arriba-tool“ wäre wünschenswert und würde die 
Patientenintegration erleichtern. 

- Eine Risikoprädiktion und Prognosevorhersage, zum Beispiel für spezielle 
Fragestellungen wie den Nutzen einer Statintherapie in der Geriatrie. So 
könnte die Behandlungsqualität erhöht werden und die Lebensqualität für 
die Patienten verbessert werden.  

- Eine Entscheidungsunterstützung für Laborkontrollen. Eine Anwendung 
also, die Laborkontrollen überwacht, auswertet und Empfehlungen zu Fre-
quenz und Umfang der Kontrollen liefert könnte den Stationsalltag erleich-
tern.   

3. Wie würde für Sie die ideale Integration einer KI-Entscheidungsunterstützung 
in Ihrem Berufsalltag aussehen? (z. B. in Form eines digitalen Assistenten, 
eines Alarm-Systems im KIS oder einer eigenen Softwareanwendung) 

- Eine isolierte Anwendung, die bei Bedarf aufgerufen werden kann. Unbe-
dingt zu vermeiden sind unnötige Warnungen, die im Alltag keine Beach-
tung mehr finden. 

- Eine Integration in ein KIS mit der Möglichkeit die Anwendung bei Bedarf 
auch auszublenden wäre ideal. 

4. Bis zu welchem Grad muss eine KI-Anwendung, konkret eine Entscheidungs-
unterstützung, für Sie erklärbare Ergebnisse liefern, damit Sie der Empfeh-
lung der Anwendung folgen würden? 

- Das ist abhängig von der Konsequenz. Geht es um die Anpassung einer 
Medikamentendosis wäre die Nachvollziehbarkeit nicht so wichtig. Geht 
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es um das Erstellen eines Chemotherapie-Plans wäre es wichtig zu ver-
stehen, warum die Empfehlungen so ausfallen. Auch für das shared-deci-
sion-making ist es wichtig die Empfehlungen erklären zu können.  

- Eine Angabe der Konfidenz der Anwendung wäre ausreichend. Das Ver-
trauen in eine KI-Anwendung ist generell hoch. 

- Wenn die Empfehlungen einer KI-basierten CDSS nachvollziehbar sind, 
zum Beispiel durch Indikatoren durch die Anwendung, können die Anwen-
der davon lernen. 

- Ist eine Empfehlung nicht nachvollziehbar, besteht die Gefahr einer fal-
schen Diagnose oder einem falschen Behandlungskonzept zu folgen und 
es nicht oder erst zu spät zu merken. Solange die ÄrztInnen haften, müs-
sen sie auch die Empfehlungen nachvollziehen und verstehen können. 

5. Wenn ein KI-basiertes Entscheidungsunterstützungssystem an Ihrem Ar-
beitsplatz eingeführt werden sollte, welche Kriterien müssten für Sie transpa-
rent sein? 

- Interessant wären die Erfahrungen anderer Kliniken und Stationen. Inte-
resse an Entwicklern, Konzernen und Interessen würden sich nicht unter-
scheiden von anderen Geräten und Anwendungen im klinischen Alltag. 

- Einen groben Einblick in die Daten und die Funktionsweise sowie die Da-
tenströme wäre wichtig. 

- Zertifizierungen, wie es sie auch für andere Anwendungen und Gerät-
schaften gibt wären wichtig. 

6. Was müsste eine KI-Entscheidungsunterstützung leisten, damit Sie dieser 
vollkommen vertrauen würden? 

- Je mehr sich die Anwendung verstehen lässt, desto eher können die An-
wenderInnen ihr vertrauen. 

- Erfahrungen von Kollegen wären Ausschlaggebend. 

- Am Ende müssen die Behandler die Kontrolle behalten. Außerdem muss 
das Interface ansprechend sein und das System auf eine Angenehme Art 
mit dem Anwender interagieren. 

7. Welche Punkte sind für Sie noch nicht genannt, was sollte Ihrer Meinung nach 
noch ergänzt werden? 

- Limitationen und die Gefahr von falschen Empfehlungen sollten bekannt 
sein und transparent kommuniziert werden. 

Tabelle 25: Ergebnisse der Interviews mit Medizinern 
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Anhang D: Ergebnisse der semistrukturierten Experten-Interviews 

Ergebnisse der semistrukturierten Experteninterviews 

1. Datenschutz: 
Wie lässt sich Datenschutz mit dem Einsatz von KI in der Medizin vereinen? 

- Es braucht einen möglichst breiten "general consent". Anlassbezogene Einwilli-
gungen sind für ML-Anwendungen nicht sinnvoll. Datenbasen sollten Interopera-
bel auch über die Klinik hinaus gehen, um eine möglichst breite Informationsba-
sis zu bekommen (a) 

- Der Datenschutz stellt aktuell die größte Hürde für die Entwicklung von KI-An-
wendungen in der Medizin da. Die Daten sind für Entwickler quasi nicht zugäng-
lich (b) 

- Die Folgenden Ansätze gibt es: Erstens, die Verwendung der originalen Patien-
tenfälle. Dies bietet zwar die besten Ergebnisse, da die Trainingsdaten nicht ver-
fälscht werden, allerdings wird der Datenschutz nicht berücksichtigt. Zweitens, 
"100%ige“ Anonymisierung (z.B. via k-anonymity und ähnliche Methoden). Die 
Ergebnisqualität kann hierbei beeinträchtigt werden, da Patientendaten sehr in-
dividuell sind und die Daten daher verändert werden müssen vor dem Training. 
Drittens, starke Pseudonymisierung/faktische Anonymisierung. Dies bietet die 
besten Ergebnisse im Vergleich zur „100%ige Anonymisierung“ bzw. „Generie-
rung“, da die medizinischen Informationen im Wesentlichen intakt bleiben. Vier-
tens, Schwache Pseudonymisierung (z.B. nur Name, Fallnummer, Patienten-ID 
ersetzen). Dies bietet gute Ergebnisse, allerdings ist die Datenschutz-Stärke 
fraglich. Fünftens, Beschränkung auf strukturierte Daten. Strukturierte Daten sind 
einfacher stark zu pseudonymisieren, allerdings enthalten unstrukturierte Daten 
wichtige klinische Informationen. Sechstens, Generierung von künstlichen Pati-
entenfällen. Geringste Reife, da es in der Regel zu noch mehr Verfremdung 
kommt als bei „echter“ Anonymisierung und daher weniger relevante Muster in 
Daten enthalten. Siebtens, bei mehreren Krankenhäusern: Zentrale Zusammen-
führung von Daten.  Einfachste technische Umsetzung, im Falle von Pseudony-
misierung ist allerdings unklar, ob der Datenschutz hinreichend beachtet wird. 
Achtens, bei mehreren Krankenhäusern: föderiertes Machine Learning. Tech-
nisch aufwändiger als eine zentrale Datenzusammenführung, aber es kann die 
gleiche Ergebnisqualität erreicht werden und durch die dezentrale Datenspeiche-
rung werden die Daten besser geschützt (d. h. keine Reifebeeinträchtigung und 
konsequent hohe Reife) – kann und sollte mit starker Pseudonymisierung/fakti-
scher Anonymisierung kombiniert werden zu noch größerem Datenschutz. (c) 

- Folgende Fragen müssen adressiert werden: Wurde die Einwilligung der Patien-
ten zur Verwendung ihrer personenbezogenen Daten sichergestellt und wurde 
das entsprechende Verfahren transparent dokumentiert? 
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Wurde sichergestellt, dass die KI-Systeme fair und diskriminierungsfrei arbeiten 
(zb. bzgl. Racial Bias und anderer Verzerrungen) und wurde das hierfür genutzte 
Verfahren/Mechanismen transparent dokumentiert? 

Wurde die Anonymisierung von Daten sichergestellt, um die Privatsphäre der 
Patienten zu schützen? Wie wird das gemacht (transparente Methode?) 

Werden die DSGVO und andere relevante Datenschutzverordnungen eingehal-
ten? Wurde die Datensicherheit sichergestellt und das entsprechende Verfahren 
transparent dokumentiert? 

In diesem Zusammenhang: Wurde die Überwachung der Einhaltung der Daten-
schutzbestimmungen sichergestellt und werden entsprechende Verfahren trans-
parent dokumentiert? 

Gibt es Verfahren/Mechanismen zur Behandlung von Datenschutzverletzungen? 
(d) 

- Zunächst muss man schauen welche Daten man eigentlich schützen möchte und 
wo sich diese Daten befinden. Man sollte also differenzieren zwischen den Daten 
und diesen Risikoklassen zuordnen. Nimmt man z.B. nur die Temperaturdaten 
eines Patienten auf der Intensivstation, lässt sich hiermit kein Rückschluss auf 
die Identität schließen. Habe ich aber weitere Informationen, z.B. Alter, Krank-
heiten und spezielle Therapien, lassen sich Rückschlüsse auf die Identität eines 
Patienten schließen. Folglich benötigt man auch für die Kombination von Daten 
Risikoklassen. Abhängig von den Risikoklassen sollten Anforderungen an den 
Datenschutz gestellt werden (Verschlüsselung, Ort der Speicherung, Zugriff auf 
die Daten). Hierzu gehört natürlich auch das Thema der Cyber-Security. Wichtig 
ist in Bezug auf Datenschutz, dass man schaut, was ist Modell und was ist Vision. 
Es muss losgelöst von der Gesetzgebung und den technischen Hindernissen 
versucht werden, einen Idealzustand zu beschreiben und dann geschaut werden, 
was in den nächsten Jahren und Jahrzehnten tatsächlich möglich wäre. (e)  

- Es werden einheitliche Regelungen gebraucht. Im Rahmen des „RACOON“ Pro-
jekts habe ich die Datenschutzregelungen der Bundesländer Verglichen. Hier 
zeigte sich, dass die Datenschutzregelungen in einigen Bundesländern sich dia-
metral widersprochen haben. Datenschutz sollte als „Enabler“ gesehen werden 
und nicht als Hindernis. Hier sind politische Lösungen gefordert, National aber 
besonders auch auf europäischer Ebene. Wenn es einheitliche Regelungen gibt, 
sind auch technische Lösungen einfacher umzusetzen. (f) 

2. Datengrundlage: 
Was sind geeignete Kriterien und Anforderungen an eine Datengrundlage für 
eine KI-Anwendung? 

- "Garbage in, Garbage out". Das fängt schon mit der Einrichtungsbezogenen Da-
tenerhebung an. Werden nur an einem Ort Daten erhoben, sind diese vielleicht 
nicht zur Anwendung an einem anderen Ort geeignet (a) 
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- Die Verteilung der Daten des Trainingsdatensatzes muss den Daten der tatsäch-
lichen Kohorte übereinstimmen (b) 

- Hierzu sind folgende Punkte zu beachten: Datenqualität. Die Systeme des Kran-
kenhauses, sowohl in der Trainings- als auch in der Anwendungsphase, müssen 
die benötigten Parameter enthalten, wobei eine größtmögliche Struktur hilfreich 
ist. Ansonsten muss das jeweilige KI-System mit einer umfangreichen Daten-
Homogenisierungs- und -Strukturierungsstufe ausgestattet sein. Verwendet wer-
den sollten Datensätze mit semantisch einheitlichen Inhalten, Bezeichnungen 
und Kategorien. Z.B., wenn mehrere Laborsysteme in einem Krankenhaus im 
Einsatz sind, können dieselben Labor-Parameter mit unterschiedlichen Namen 
und anderen physikalischen Einheiten auftauchen. Die Daten sollten möglichst 
vollständig sein, d. h., wenn zu einem Patienten wichtige Daten fehlen kann die 
Mustererkennung beeinträchtigt werden. In der Praxis wird dies angenähert, 
durch Cleaning von unvollständigen Patienten aus den Datensätzen. Es sollten 
keine Daten-Kategorien fehlen, die für die Aufgabenstellung benötigt werden, wie 
z.B. Laborwerte um eine Sepsis zu erkennen. Label Art und -qualität. Die Qualität 
des Datensatzes steht und fällt auch mit den Labels. Eine Variante sind allge-
meine Labels (z.B. ICD-Codes), wobei diese in der Regel keinen Zeitpunkt tra-
gen, da häufig fallabschließend kodiert wird und entsprechend mehr Daten be-
nötigt werden, bzw. schlechtere Ergebnisse zu erwarten sind, die zudem Anti-
kausale Muster enthalten (z.B. Sepsis-Therapie wird als Mustergelernt um eine 
Sepsis zu erkennen). Reifer wäre es, klinisch relevante Labels zu verwenden. 
Bei Risikoprädiktionen z.B. zeit-sensitive Labels, wo konkrete Events mit On- und 
Off-Zeiten berücksichtigt werden. Diskrepanz zwischen Lern- und Anwendungs-
daten. Bei der Entwicklung eines KI-Modells muss darauf geachtet werden, dass 
der Trainingsdatensatz (und damit die erlernten Muster) dem späteren Einsatz-
szenario in der Anwendung dem trainierten Modell entspricht. Datenbank/Daten-
format. Echtzeitfähigkeit (hier sind insbesondere effiziente Primärsysteme nötig 
was durch offene Schnittstellen, die viele KIS-Anbieter vorenthalten, begünstigt 
wäre). (c)  

- Grundlegend müsste sichergestellt werden, dass das RGM bemisst, inwiefern 
die KI eine Datengrundlage nutzt, auf Basis derer die KI zuverlässige und valide 
sowie vertrauenswürdige Ergebnisse liefern kann. Hier würde ich zuerst die klas-
sischen Gütekriterien benennen, insbesondere die Repräsentativität: Daten müs-
sen repräsentativ für die Patientenpopulation sein. Auch wichtig ist die Vollstän-
digkeit der Daten, d. h. es müssen ausreichend Daten vorliegen, um die Leis-
tungsfähigkeit der KI zu gewährleisten. Auch wichtig ist Aktualität und Qualität 
(Umgang mit fehlenden Werten, etc.).  

Ein weiterer wichtiger Aspekt ist die Diskrepanzen zwischen Lern- und Anwen-
dungsdaten: Hier ist wichtig ob/und wie sichergestellt wurde, dass die Lern- und 
Anwendungsdaten ähnlich sind.   
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Ansonsten ist es natürlich wichtig, das interoperable Datenformate genutzt wer-
den und im Zusammenhang damit, ob skalierbare Datenbanken genutzt werden. 
(d) 

- Interoperabilität und kombinierbare Terminologie der Daten sind eine Vorausset-
zung. Man muss außerdem differenzieren zwischen Rohdaten und prozessierten 
Daten, zum Beispiel ein CT-Bild und ein CT-Befund. Das gilt auch für ICD-10 
Codes, die von Codierern vergeben werden. Bei der Frage nach Trainings-und 
Testdaten ist wichtig, dass die Datensätze aktuell sind und sich die Therapien in 
der Zwischenzeit nicht verändert haben. Grundsätzlich ist immer die Frage, was 
ist das Ziel der KI-Anwendung und passt der Datensatz (noch) dazu. Ein-und 
Ausschlusskriterien für die Daten müssen ganz klar definiert sein. (e)  

- Qualitativ ist die Interoperabilität wichtig, in Dokumentenform und auch struktu-
riert über Schnittstellen, z.B. FHIR. Auch die Terminologie sollte einheitlich sein 
(ICD-10, Registerdaten und Ähnliches). Diese müssen konsequent zum Einsatz 
gebracht werden. Theoretisch gibt es hier schon viele Lösungen, nur an der Um-
setzung hapert es noch.  Die Daten sollten möglichst schon am Point of care 
strukturiert erfasst und hinterlegt werden. Bedenken muss man, dass Schnittstel-
len alleine nicht reichen und auch die Zeitverläufe der Daten erfasst werden müs-
sen. Hier sind bestimmte ISO-Normen in Entwicklung. Die Quantität ist pauschal 
nicht einfach zu beantworten. Insbesondere bei seltenen Erkrankungen sind in-
ternationale (europäische) Lösungen notwendig um ausreichende Datenmengen 
zu erhalten. (f) 

3. Bias:  
(Bias - Befangenheit, Vorurteil oder Voreingenommenheit die durch KI ver-
stärkt wird) Wie lässt sich das Risiko eines Bias reduzieren, bzw. wie sollte mit 
dem Problem des Bias umgegangen werden? 

- Wichtig ist es zunächst vor allem sich dem Bias bewusst zu sein. Man muss 
sich bewusst sein, wie sich der Trainingsdatensatz zur tatsächlichen Kohorte 
verhält (a) 

- Hier könnte "nearest neighbour embedding" ein Ansatz sein um z.B. Indivi-
duen zu identifizieren, die vom Durchschnitt des Datensatzes abweichen und 
vielleicht einem erhöhten "Bias Risiko" unterliegen (b) 

- Es sollte für jede Anwendung geklärt werden, welche Arten von Bias vermie-
den werden sollten, z.B. hinsichtlich Alter, Geschlecht, Hautfarbe, Herkunft 
o.ä. – manche Aspekte sind in den Daten gar nicht enthalten (z.B. im Falle 
von MAIA, Hautfarbe und Herkunft), so dass diese Biases gar nicht adressiert 
werden müssen. Für die übrigen, relevanten möglichen Biases sollte ein ML-
Modell nach dem grundsätzlich erfolgreichen Training analysiert werden, ob 
dieses in einer ungünstigen Form, manche Gruppen benachteiligt (z.B., dass 
Sepsis bei Männern viel genauer erkannt wurde als bei Frauen). Falls sich 
anhand der Analyse jedoch ein Bias in nicht hinnehmbarer Form zeigt, ist eine 
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Behandlung nötig. Beispielsweise durch Anwendung von Techniken wie O-
ver- und Undersampling der jeweils benachteiligten Gruppen. Sollten diese 
Maßnahmen keinen Erfolg haben, ist abzuwägen, ob der Nutzen des Modells 
den möglichen Schaden durch den Bias weit genug übertrifft und das Modell 
trotzdem verwendet werden kann und was für Maßnahmen wie z.B. Hinweis 
an die Anwender oder spezifische Deaktivierung des Modells für die benach-
teiligten Gruppen getroffen werden müssen. Grundsätzlich muss ein reifes KI-
Modell das Thema Bias hinreichend adressiert haben. (c)  

- Es müssen repräsentative Daten genutzt werden und geklärt werden, ob der 
KI-Einsatz kontinuierlich hinsichtlich Verzerrungen gemonitort wird, beispiels-
weise wie mit bestimmten Verzerrungsmöglichkeiten umgegangen wird. Hier 
besonders die bevölkerungs-, diagnose- und behandlungsbezogenen Verzer-
rungen. (d) 

- Ein Bias lässt sich nicht gänzlich verhindern. Wichtig ist es klar zu definieren, 
wie die Datenauswahl erfolgt, wie die Ergebnisse interpretiert werden, die 
Fragestellung an die Anwendung und wann in der Behandlung die KI-Anwen-
dung genutzt wird. Eine Einbindung in Handlungsleitfäden ist also sinnvoll. 
Hat man diese nicht, ist diffus wie man (als Anwender) handeln muss. Man 
sollte bedenken, dass je spezifischer die Fragestellung ist, desto geringer der 
Bias ist, da durch die spezifische Frage bereits eine Art Bias vorausgeführt 
wird. Je genereller die Fragestellung, desto größer ist das Bias-Risiko. Grund-
sätzlich ist natürlich wichtig, dass die Trainingsdaten mit den Anwendungs-
daten übereinstimmen. (e)  

- Ich glaube hier ist Transparenz sehr wichtig. Man muss hinterfragen was ei-
gentlich das Ziel einer KI-Anwendung ist, welche Daten verwendet werden, 
wie die Daten verarbeitet werden, wie und wie lange werden die Daten ge-
speichert und inwieweit sind die Ergebnisse der Anwendung reproduzierbar. 
Wenn man diese Fragen transparent beantworten kann, würde das auch ei-
ner Befangenheit (Bias) vorbeugen. (f) 

4. Transparenz:  
Welche Aspekte sollten bzgl. des Einsatzes von KI in der Medizin allgemein 
zugänglich und transparent sein? 

- KI-CDSS sind Medizinprodukte und müssen entsprechend zugelassen wer-
den, mit der Schwierigkeit, dass das System sich verändert und folglich bei 
der Zulassung ein anderes ist, als das später angewandte. Eigenschaften des 
Trainingsdatensatzes sollte unbedingt öffentlich einsehbar sein. Es sollten 
außerdem die Datenströme transparent sein, wer hat Zugriff auf die Daten, 
was wird mit den Daten gemacht (a) 

- Allgemein/öffentlich gemacht werden sollte die CE-Kennzeichnung d. h. er-
folgreiche Zertifizierung als Medizinprodukt falls es sich um eines handelt. Die 
Datengrundlage (wie viele Fälle, wie viele Krankenhäuser, welche Daten-Mo-
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dalitäten wie Laborwerte, schriftliche Dokumente etc.). Was für eine grund-
sätzliche Modell-Architektur verwendet wurde (z.B. neuronales Netzwerk 
oder Entscheidungswälder). Dass eine Bias-Analyse stattgefunden hat und 
falls Biases verbleiben, welche dies sind. Es sollte für den Nutzer eine Erklä-
rung der vom Modell produzierten Entscheidungsvorschläge angegeben wer-
den. Die Erklärungsstatistiken der KI-Modelle könnten dem Nutzer gegenüber 
angegeben werden. (c)  

- Folgende Aspekte müssen transparent nachvollziehbar sein: Zweck und An-
wendungsbereich der KI-Anwendung, welche Methoden und Algorithmen 
werden verwendet, um das KI-System zu trainieren und zu testen. Wie sieht 
es mit der Leistung aus (Genauigkeit, Sensitivität, Spezifität)? Welche Daten 
wurden verwendet, um das KI-System zu trainieren und zu testen? Wie wird 
die KI reguliert und überwacht? Wie werden Datenschutz und Datensicherheit 
sichergestellt? (d) 

- Sinnvoll wäre hier eine Governentstruktur, über die Daten und Code zum Bei-
spiel für WissenschaftlerInnen zugänglich sind. Für die Anwender sollten 
Handlungsempfehlungen (SOP´s), Interpretationshinweise und Bias-Risiken 
bekannt sein. Auch für die Patienten sollte es ausführliche Informationen ge-
ben.  (e) 

- Es sollte transparent sein, was das Ziel der Anwendung ist, welche Daten 
erhoben werden, wie diese Daten verwendet werden und die Speicherfristen 
der Daten. Dazu kommen die FAIR-Regeln (findability, accessibility, interop-
erability, reusability).  (f) 

5. KI-Performance:  
Wie sollte die Leistung einer KI-Anwendung gemessen werden? 
Wie lässt sich die Sensitivität und Spezifität einer KI messen und optimieren? 

- Die Messung der Leistung einer KI-Anwendung ist vermeintlich einfach, durch 
Ablesung geeigneter Metriken (AUCROC, Sensitivität, Spezifität, Precision). 
Allerdings sind diese Werte abhängig von der konkreten Label-Definition und 
auch die Berechnung der Metrik selbst enthält einige Freiheitsgrade, die be-
kannt sein müssen, um Werte miteinander vergleichen zu können. Es emp-
fiehlt sich daher aus meiner Sicht nicht, konkrete Werte zu nennen und zu 
vergleichen. Insbesondere ist bekannt, dass klinische Labels/Evaluations-
setups zu niedrigeren Zahlen führen können als globale Labels, d. h., wenn 
die Evaluations-Metrik-basierten Zahlen vermeintlich schlechter sind, die 
prospektiven Ergebnisse teilweise besser sind, die Zahlen also einen fal-
schen Eindruck vermitteln, da sie verkürzt interpretiert wurden. Ein möglicher 
Vorschlag könnte lauten: Labels und Metrik Wert mindestens in akzeptablem 
Bereich (problemabhängig), niedrige Reife. Dasselbe aber Labels und Met-
rik/Evaluationssetup spezifisch beschrieben und damit Zahlen besser inter-
pretierbar, normale Reife. Retrospektive Stichprobe: Einzelfall-Validierung, 
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höhere Reife. Prospektive Stichprobe (Live-Anwendung): Einzelfall-Validie-
rung, noch höhere Reife. Prospektive Studie mit Nutzennachweis (z.B. gerin-
gere Todeszahl/reduzierte Verweildauer), höchste Reife. Dennoch sind die 
retrospektiv automatisch entstandenen Metriken nützlich und aussagekräf-
tig/für Bias-Analysen zu gebrauchen, die Interpretation und Vergleichbarkeit 
ist allerdings vorsichtig zu gestalten. (c) 

- Die Werte Sensitivität, Spezifität, Falsch-Positiv-Rate, Genauigkeit, Zeit soll-
ten bemessen werden. (d) 

- Es sind zwei Fragen. Für die KI selbst ist die richtige Metrik erforderlich. Hier-
bei sind insbesondere imbalanced Datasets eine Schwierigkeit. Accurancy 
und F1-Scores sind hier sinnvoll. Das wirklich relevante ist aber der medizini-
sche Nutzen. Hier ist wichtig, was eigentlich das Ziel der Anwendung ist. Ide-
alerweise sollten Retrospektive und Prospektive Studien durchgeführt wer-
den, um einen Nutzen einer KI-Anwendung zu messen. (e)  

- Ich glaube, dass hier ganz neue Ansätze gefordert sind, da das Feld der KI-
Anwendungen noch sehr neu ist. Die Klassischen Metriken und Vergleiche 
zwischen den Modellen sind wahrscheinlich meist nicht ausreichend. Wichtig 
ist, dass man auch die negativen Themen und nicht erfolgreichen KI-Anwen-
dungen veröffentlicht und transparent macht, um hiervon zu lernen. Ein wich-
tiges Gütekriterium sollte die Transparenz sein. Wenn man sich große Kon-
zerne anschaut, die auch KI-Anwendungen entwickeln ist über deren Funkti-
onsweise fast nichts bekannt und die Quellen sind nicht nachvollziehbar. (f) 

6. Prozess/Organisation:  
Welche Anforderungen stellt der Einsatz von KI-Anwendungen an eine Orga-
nisationseinheit, z.B. ein Krankenhaus? 

- Es ist einerseits natürlich eine technische Integration wichtig. Andererseits ist 
aber besonders die Integration in die klinischen Prozesse entscheidend. Die 
Anwendungen müssen in die SOP´s und Leitlinien integriert werden. Außer-
dem müssen die Schlussfolgerungen, die aus der Prädiktion gezogen werden 
wieder in einem geschlossenen digitalen Prozessablauf integriert werden. Ein 
KI-CDSS kann als "digitaler Biomarker" gesehen werden. (a) 

- Es braucht unbürokratische und effektive Ermächtigung von Projektverant-
wortlichen ohne lange Rückkopplungsschleifen mit IT-Abteilungen bzw. an-
deren Stakeholdern. Zeitnah nach der Einführung eine Nutzenbewertung 
durchführen um auch skeptische Anwender zu überzeugen (z.B. Studien zum 
Nachweis geringerer Mortalität und kürzerer Verweildauer). (c) 

- Es sollte sichergestellt sein, dass: Die notwendigen technischen Ressourcen 
und Fachkompetenzen verfügbar sind, eine detaillierte Strategie für den Ein-
satz von KI-Systemen entwickelt wurde (Ziele, Anwendungsbereiche, strate-
gisches Alignment mit Gesamtstrategie), Organisationsstruktur und Prozesse 
im Sinnvollen Maße angepasst wurden, um die KI-Integration zu erleichtern 
und keine Fehler im Rahmen der Prozessumstellungen entstehen können. 
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Kontinuierlich stattfinden sollte eine Anwenderbeteiligung, eine enge Zusam-
menarbeit mit anderen Abteilungen und Fachexperten innerhalb des Kran-
kenhauses, sowie Schulungen und Weiterbildung für die Anwender, insbe-
sondere für die Interpretation der Daten. (d) 

- Hier ist zum einen unter dem Stichwort Datenmanagement zu berücksichti-
gen: Datenextraktion, Datenannotation, Datenspeicherung, Prozessierung. 
Für all diese Punkte muss eine Organisation Verantwortliche haben. Außer-
dem werden Handlungsanweisungen benötigt, sowohl für die Anwendung als 
auch die Dokumentation der Ergebnisse. Auf der Patientenseite wird auch 
eine entsprechende Aufklärung benötigt. (e)  

- Ein wichtiges Schlagwort ist Interdisziplinarität! IT, Innovationsbereiche, For-
schung, Nachhaltigkeitsmanagement und Anwender müssen zusammen-
kommen. Außerdem braucht es geschützte Zeit und Räume. KI-Anwendun-
gen nebenbei zu Entwickeln und einzuführen macht keinen Sinn. Es braucht 
Zeit für alle Berufsgruppen (einer Organisationseinheit) sich mit einer Anwen-
dung zu beschäftigen. Die bestehenden Prozesse (in einer Organisationsein-
heit) neu zu beschreiben ist extrem schwer. Hier gibt es am meisten Potential 
zur Weiterentwicklung. (f) 

7. Technische Ebene:  
Welche speziellen technischen Anforderungen stellt der Einsatz von KI-An-
wendungen in Bezug auf Interface, IT-Sicherheit und technische Systemin-
tegration? 

- Stichwort IT-Sicherheit: Die Risiken sind nicht höher als bei statischen Syste-
men. Ansonsten gilt bei KI-Anwendungen, dass sich das MPG bislang immer 
auf statische Systeme bezieht, bei einer KI-Anwendung aber das System im 
Markt ein anderes, als es das der Zulassung ist. Dies wirft Haftungsfragen 
auf. (a) 

- Es ergeben sich keine speziellen Anforderungen an die IT-Sicherheit auf-
grund der Anwendung von KI-Systemen, die über die normalen IT-Sicher-
heitsanforderungen im Gesundheitsbereich hinausgehen. Beim "federated 
learning" müssen die Datenströme/Datenkanäle natürlich gut gesichert sein, 
da diese vermutlich das größte Sicherheitsrisiko bedeuten (b) 

- Wichtig sind komfortable GUI damit Anwender gerne damit arbeiten (Ge-
brauchstauglichkeit). Möglichst aktuelle Datengrundlage, um für Anwender 
nicht nachvollziehbare fehlende Daten zu vermeiden. Außerdem die Unter-
stützung eines unkomplizierten Workflows (z.B. nahtlose Integration in beste-
hende Systeme, z.B. einfache Aufrufbarkeit aus dem KIS). Absicherung des 
Systems und der Server bzw. sicherer Ausführungsort, da ggf. originale (nicht 
anonyme/pseudonyme) Patientendaten in der Live-Anwendung verarbeitet 
werden. (c) 
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- Geprüft werden sollte die Zugriffssteuerung, Datensicherheit, Kompatibilität, 
Skalierbarkeit und die Benutzerfreundlichkeit. (d) 

- Zu Bedenken ist wo die Daten sind, wo die Daten prozessiert werden und wo 
werden die Anwendungen angewandt. Hier sind natürlich die Schnittstellen 
relevant. Auf der Nutzerseite ist natürlich noch die Usability wichtig, denn nur 
bei guter Usability wird die Anwendung auch angewandt werden (e)  

- Die Flexibilität im Zugriff auf die Daten für die KI ist wichtig. Deshalb sind 
Cloud basierte Anwendungen sinnvoll. Ich sehe hier auch kein Hindernis für 
die IT-Sicherheit, da diese auch und gerade bei Cloud-Anwendungen gege-
ben sein kann.   Ansonsten muss die Anwendung gut und einfach zu nutzen 
sein. Durch die Einfachheit der User-Experience steigt auch die Nutzung ei-
ner Anwendung deutlich an. (f) 

8. Fehlermanagement:   
Welche Art des Feedbacks hinsichtlich Optimierung, Updateprozessen und 
Fehlermanagement ist für KI-Anwendungen sinnvoll oder erforderlich? 

- Es braucht sogenannte "Feedback loops". Das System und die Entwickler 
brauchen Zugriff auf die Outcome Daten, um zu prüfen ob die Prädiktion am 
Ende richtig war. Hier ergibt sich wieder ein Datenschutz Problem. Anders als 
bei klassischen Medizinprodukten (Optimierung durch Marktfeedback) muss 
der Prozess integriert und kontinuierlich erfolgen (kontinuierliche Analyse des 
Fehlers 1. und 2. Klasse). Hiermit macht man sich in der Regel von einem 
Hersteller abhängig, da die Interoperabilität sonst nicht ausreichend gewähr-
leistet ist (a) 

- Die Output Daten sind unbedingt notwendig zur Entwicklung von KI-basierten 
Systemen! Sinnvoll wäre außerdem auffällige Fälle zu Markieren um sie im 
Nachhinein aufzuarbeiten und Fehler zu Identifizieren. Eine Möglichkeit um 
Datenschutz und Entwicklung besser zu vereinen könnte "federated learning" 
sein. Die Daten würden z.B. im Krankenhaus bleiben und nur die verarbeite-
ten Daten werden zwischen Entwicklern und Anwendern ausgetauscht (b) 

- Da sich die Datengrundlage stetig weiterentwickelt und ggf. notwendige Map-
pings angepasst und erweitert werden müssen, ist es wichtig, dass der Be-
treiber/Hersteller eines klinischen Entscheidungsunterstützungssystems Sta-
tus-Nachrichten an sich senden kann, die automatisiert einen Service-Pro-
zess in Gang setzen, und die kontinuierliche Qualitätssicherung ermöglichen. 
Ohne einen solchen Prozess kann das System mit zunehmender Verände-
rung der Daten graduell an Qualität verlieren. (c)   

- Es sollte geprüft und bewertet werden, inwiefern manuelle Rückmeldungen 
wie bspw. Benutzerbefragungen erfolgen oder eben automatisierte Rückmel-
dungen, z.B. Fehlermeldungen. Also ob es Fehlermanagement-Funktion/Pro-
zeduren gibt und wie genau diese funktionieren (Feedbackmechanismen). (d) 
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- Wenn die Anwendung eine Empfehlung gibt, wäre ein Art Button sinnvoll, der 
angibt ob der Anwender der Empfehlung folgt. So könnte ein Feedback an 
die Anwendung erfolgen. So könnte auch automatisiert eine Optimierung er-
folgen oder ein Stopp der Anwendung, wenn zu häufig die Anwender der An-
wendung nicht in den Empfehlungen folgen. Eine Regelmäßige Kontrolle der 
Anwendung ist zusätzlich erforderlich. (e)  

- Wichtig ist, dass man versteht was passiert. Hier ist wieder Interdisziplinarität 
gefragt um Fehler zu erkennen und nachhaltig zu beheben. Sinnvoll sind klare 
Regeln nach denen Verfahren werden sollte um Fehler zu analysieren und 
die Anwendung zu verbessern. Langfristig halt ich auch einen hohen Grad an 
Automation für möglich, wenn die Methodiken der KI besser werden.  (f) 

9. Nachvollziehbarkeit/Explainability:  
Inwieweit müssen/sollten Ergebnisse von KI-Anwendungen für die Anwender 
und Patienten nachvollziehbar und erklärbar sein? 
Wie sollte mit "Blackbox" Ergebnissen umgegangen werden? 

- Explainable AI ist ein großer Akzeptanztreiber. Allerdings sind auch jetzt 
längst nicht alle Entscheidungen, die von den ÄrtztInnen getroffen werden 
nachvollziehbar. Ein Runterbrechen auf Indikatoren kann aber sicherlich sinn-
voll sein. So ein Ansatz sollte aber auch adaptiv sein. Häufig werden entspre-
chende Funktionen gefordert aber später nicht genutzt. Zu viele Informatio-
nen können die Effizienz einer KI-basierten CDSS reduzieren (a) 

- Eine KI kann sich ihrer Prädiktion/Entscheidung sehr sicher sein und trotzdem 
vollkommen falsch liegen! Wichtiger als absolute Werte wären Konfidenzin-
tervalle. Ein weiterer Ansatz wäre "test-time augmentation". Auch hier würde 
man ein Konfidenzintervall erhalten, das Rückschlüsse auf die Zuverlässig-
keit des Outputs bietet. Heat-maps haben sich selbst als Blackboxes erwie-
sen. Wir haben kein großes Vertrauen mehr in diese Technik. Im Allgemeinen 
sind auch ärztliche Entscheidungen oft nur schwer nachvollziehbar. (b) 

- Ergebnisse müssen reif sein. Ergebnisse mit und auch ohne Erklärung sollten 
zum aktuellen technischen und regulatorischen Stand immer medizinisch 
überprüft werden, zumal falsche Vorschläge rein statistisch zu erwarten sind. 
Blackbox-Ergebnisse sollten dennoch möglichst vermieden werden, da hier 
die Funktionsweise oder Art der Mustererkennung von Seiten der Anwender 
nicht erlernt werden kann und somit Fehler weniger auffallen als wenn eine 
Erklärung beigefügt ist, welche Merkmale zum Entscheidungsvorschlag bei-
getragen haben. Ich persönlich würde sagen, dass immer eine Erklärung an-
gegeben werden sollte, aber für nicht kritische Dinge mag dies auch mal zu 
vernachlässigen sein (aber selbst für die Entwickler ist die Erklärung wich-
tig/hilfreich). (c)  

- Für ein RGM müsste geprüft werden ob dieser Punkt adressiert wird. Also 
werden die Ergebnisse bestenfalls so ausgegeben, dass sie nicht nur für die 
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Professionals nutzbar sind, sondern werden bspw. zusätzlich auch Überset-
zungs-/Erklärungshinweise gegeben? (d) 

- Explainability ist sehr wichtig und nur in Ausnahmen mit niedriger Relevanz 
zu vernachlässigen. Ein Arzt sollte Faktenbasiert handeln und entsprechend 
muss eine Empfehlung einer KI-Anwendung für den Arzt erklärbar und inter-
pretierbar sein. Auch zu Vermeidung und Detektion von Biases sind Explaina-
bility und Interpretability relevant. Allerdings sind Explainability und Interpre-
tability auch Algorithmen und auch fehleranfällig. (e)  

- Zum einem schafft Transparenz und Nachvollziehbarkeit natürlich Vertrauen 
und hilft z.B. Bias zu reduzieren. Aber ich glaube es wird in Zukunft schwer 
immer die Nachvollziehbarkeit wirklich zu gewährleisten. Wir müssen in Zu-
kunft die Ergebnisse an den Resultaten messen – was bringt eine Anwen-
dung, worin liegt der Mehrwert und welche Risiken können wir dafür zukünftig 
in Kauf nehmen? (f) 

10.  Welche Frage ist aus Ihrer Sicht noch nicht gestellt worden/ist Ihnen 
ein Punkt aufgefallen, der aus Ihrer Sicht noch bedacht werden sollte? 

- RGM haben eine lineare Logik, was häufig nichtzutreffend ist. Nicht immer ist 
„mehr“ besser. Strukturierung der Anwendung gemäß ihres Typs - Dimensio-
nen sind auch vom Typ abhängig. Nicht alle Typen benötigen die gleiche Aus-
prägung einer Dimension. Es kommt auch auf die Konsequenzen der Anwen-
dungen an (a) 

- Wichtig sind sicherlich die Gesetzgebung und auch die Kostenerstattung. Wer 
zahlt für die Anwendung einer KI und wer hat den Nutzen (Kostenreduktion) 
der KI-Anwendungen. (e)  

Tabelle 26: Ergebnisse der Experteninterviews 
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Anhang E: Ergebnisse der Delphi-Befragung 

Item-Nr. Status erste Befragung  Status zweite Befragung Status dritte Befragung 

 1.1.1 Item und RG bearbeiten Item und RG bearbeiten  

 1.1.2 Item und RG bearbeiten Item und RG bearbeiten  

 1.1.3 Item und RG bearbeiten Item und RG bearbeiten RG bearbeiten 

 1.1.4 Item und RG bearbeiten Item und RG bearbeiten  

 1.2.1 Item bearbeiten Item und RG bearbeiten RG bearbeiten  

 1.2.2 Item und RG bearbeiten Item und RG bearbeiten RG bearbeiten 

 1.2.3 RG bearbeiten Item und RG bearbeiten  

 2.1.1 Item und RG bearbeiten Item und RG bearbeiten  

 2.1.2 Item und RG bearbeiten Item und RG bearbeiten  

 2.1.3 Item und RG bearbeiten Item und RG bearbeiten  

 2.2.1 Item und RG bearbeiten Item und RG bearbeiten  

 2.2.2 Item und RG bearbeiten Item bearbeiten RG und neue Zuordnung zu 3.2.2 

 3.1.1 RG bearbeiten Item und RG bearbeiten  

 3.2.1 Item und RG bearbeiten Item und RG bearbeiten  

 3.2.2 Item und RG bearbeiten Item und RG bearbeiten  

 3.3.1 Item und RG bearbeiten Item und RG bearbeiten  

 3.3.2 Item und RG bearbeiten RG bearbeiten  

 3.3.3 Item bearbeiten Erläuterungen bearbeiten RG bearbeiten und neue Zuord-
nung zu 3.1.2 

 4.1.1 RG bearbeiten Item und RG bearbeiten  

 4.1.2 Item und RG bearbeiten Item und RG bearbeiten  

 4.2.1 Item und RG bearbeiten Item und RG bearbeiten RG bearbeiten 

 4.3.1 Item und RG bearbeiten Item und RG bearbeiten  

 4.3.2 Item und RG bearbeiten Item und RG bearbeiten  

 5.1.1 RG  bearbeiten RG bearbeiten  

 5.2.1 Item und RG bearbeiten RG bearbeiten  

 5.2.2 Item und RG bearbeiten Item bearbeiten  

 6.1.1 Item bearbeiten RG bearbeiten  

 6.1.2 Item und RG bearbeiten Item bearbeiten  

 6.1.3 0 0 Item entfernt 

 6.2.1 Item und RG bearbeiten RG bearbeiten  

 6.2.2 Item bearbeiten Item und RG bearbeiten  

 6.2.3  0 0 Item entfernt 
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 6.2.4 0 0 Item entfernt 

 6.3.1 Item und RG bearbeiten Item bearbeiten  

 6.3.2 Item und RG bearbeiten RG bearbeiten  

 6.3.3 Item und RG bearbeiten Item und RG fertig  

 7.1.1 Item und RG bearbeiten RG bearbeiten Item und RG bearbeiten 

 7.1.2 0 0 Item entfernt; neues Item bearbei-
ten 

 7.1.3 Item und RG bearbeiten Item bearbeiten  

 7.1.4  Item und RG bearbeiten RG bearbeiten  

 7.2.1 RG bearbeiten RG bearbeiten  

 7.2.2 Item und RG bearbeiten Item bearbeiten  

 7.2.3 Item und RG bearbeiten RG bearbeiten  

 7.3.1 Item und RG bearbeiten RG bearbeiten  

7.3.2   Neues Item  

Tabelle 27: Auswertung der Delphi-Befragung 
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Anhang F: Das vollständige Reifegradmodell 

Item-Nr.: Item Erläuterung R1=Anforderungen  
nicht erfüllt 

R2=Anforderungen  
teilweise erfüllt 

R3=Anforderungen  
erfüllt 

Hauptdimension: 1. Daten & Modelgenerierung 

Subdimension: 1.1 Datenqualität 

1.1.1 Repräsentativität 
des Trainingsda-
tensatzes 

KI-basierte Anwendungen werden 
mithilfe eines Trainingsdatensat-
zes angelernt, Muster zu erken-
nen.  Weichen Trainingsdaten-
sätze in ihren Eigenschaften von 
der Anwendungspopulation ab, 
besteht das Risiko, dass die An-
wendung im realen Einsatz weni-
ger valide Ergebnisse liefert als 
unter Testbedingungen und das 
Risiko für Verzerrungen der Er-
gebnisse steigt deutlich an. Je ge-
nauer die Differenzen zwischen 
Trainingsdaten und Anwendungs-
population beschrieben sind, 
desto besser lassen sich Bias und 
Ungenauigkeiten der KI-Anwen-
dung verhindern.  

Eine Analyse zu Differenzen 
zwischen Trainingsdatensatz 
und Anwendungspopulation 
liegt nicht vor. 

Es liegt eine Analyse der Dif-
ferenzen zwischen den Da-
tensätzen vor und die Anpas-
sungen des Trainingsdaten-
satzes sind darin dokumen-
tiert. Die analysierten Diffe-
renzen müssen demografi-
sche, sozioökonomische und 
kulturelle Eigenheiten erfas-
sen sowie klinische Daten 
(z.B. Laborparameter und Vi-
talzeichen). 

Es liegt eine Analyse der 
Differenzen zwischen 
den Datensätzen vor, die 
Anpassungen des Trai-
ningsdatensatzes nach-
verfolgbar macht. Der 
Trainingsdatensatz ist 
repräsentativ für die 
Anwendungspopulation 
in sozioökonomischen, 
demografischen, kultu-
rellen Eigenheiten und 
klinische Daten. Ge-
sundheitsdaten werden 
in die Analyse einge-
schlossen. 

1.1.2 Vollständigkeit der 
Daten 

Vollständigkeit beschreibt hier, 
dass ein Datensatz alle relevanten 
Informationen beinhaltet, die für 
die KI-Anwendung erforderlich 
sind.  Nicht vollständige Datens-
ätze können nachträglich bzw. 

Keine Analyse der Vollstän-
digkeit der Daten vorhanden, 
keine Anpassung der Datens-
ätze, z.B. mittels Cleaning, 
manueller- oder KI-basierter 
Vervollständigung. 

Analyse der Daten auf Voll-
ständigkeit und sofern er-
folgt, Dokumentation der An-
passungen der Trainingsda-
tensätze, z.B. durch Cleaning 
von unvollständigen Daten, 

Analyse der Daten auf 
Vollständigkeit und so-
fern erfolgt, Dokumenta-
tion der Anpassungen 
sowohl der Trainings-
als auch der Anwen-
dungsdatensätze, z.B. 
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Item-Nr.: Item Erläuterung R1=Anforderungen  
nicht erfüllt 

R2=Anforderungen  
teilweise erfüllt 

R3=Anforderungen  
erfüllt 

auch künstlich vervollständigt wer-
den oder sollten aus der Daten-
grundlage entfernt werden, da zu 
viele unvollständige Datensätze 
die Güte der Datengrundlage be-
einträchtigen können. 

manueller- oder KI-basierter 
Vervollständigung.  

durch Cleaning von un-
vollständigen Daten oder 
KI-basierter Vervollstän-
digung.  

1.1.3 Aktualität der Trai-
ningsdaten 

Die verwendeten Trainingsdaten 
müssen aktuell sein und den aktu-
ellen Stand der Medizin widerspie-
geln. Entwickelt sich ein wichtiges 
Diagnosekriterium für eine Krank-
heit weiter (neue Verfahren der 
Bildgebung, neue Labormarker, 
neue Medikamente) kann dies be-
deuten, dass Teile der Daten die 
in der Vergangenheit erhoben 
wurden nicht mehr sinnvoll zu ver-
werten sind. Zu überprüfen ist so-
wohl die Aktualität hinsichtlich der 
Klinischen Parameter als auch der 
demografischen, siehe auch 1.1.1. 
Ausnahmen stellen seltene Er-
krankungen dar, für die generell 
meist nicht ausreichende Daten 
generierbar sind, sodass hier ein 
anderes Datenmanagement sinn-
voll sein kann. 

keine Analyse auf Aktualität 
der Datengrundlage.  

intermittierende Analyse der 
Aktualität der Datengrund-
lage. Diese muss die Daten-
grundlage selbst umfassen 
und beschreiben ob sich die 
Kriterien der betreffenden 
Funktion (z.B. Prädiktion einer 
Erkrankung) geändert haben, 
z.B. durch neuartige Diagno-
severfahren.  

kontinuierliche Ana-
lyse und Dokumentation 
über die Aktualität der 
Datengrundlage.  

1.1.4 Medizinische Qua-
lität der Label 

Im Falle von supervised leaning 
basierten Anwendungen definie-

Surrogat Label (z.B. ICD-
Codes), nicht zeitsensitiv. 

Surrogat-Label und klinische 
Ereignisse (z.B. Risikoprädik-
tion mit Zeitbezug, also das 

anwendungsspezifi-
sche und zeitsensible 
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Item-Nr.: Item Erläuterung R1=Anforderungen  
nicht erfüllt 

R2=Anforderungen  
teilweise erfüllt 

R3=Anforderungen  
erfüllt 

ren Label die medizinischen Ziel-
strukturen auf deren Erkennung 
das KI-Model trainiert wird und be-
stimmen entsprechend maßgeb-
lich deren Qualität.   

Es wird nur die Wahrschein-
lichkeit für ein Surrogat-Label 
(z.B. ICD-10 Diagnose) vor-
hergesagt, nicht aber das kli-
nische Ereignis mit einem 
Zeitbezug (z.B. Blutdruckab-
fall aufgrund einer sich aus-
breitenden systemischen In-
fektion innerhalb eines be-
stimmten Zeitraums). 
 
*Surrogat-Label: allgemeine 
Label ohne klinische Defini-
tion. Hierzu zählen auch ICD-
10 Diagnosen. 

Risiko für ein ICD-10 Label in 
einem bestimmten Zeitraum). 
Klinische Ereignisse müssen 
mit einer definierten Termino-
logie definiert werden, z.B. 
mithilfe von Codes wie LOINC 
oder SNOMED und die Diag-
nosekriterien müssen stets 
den aktuellsten Definitionen 
unterliegen. 

Label (z.B. eine Risi-
koprädiktion für ein klini-
sches Ereignis, das nicht 
durch ein allgemeines 
Label, sondern klinische 
Parameter definiert ist. 
Z.B. Prädiktion von spe-
zifischen Organminder-
funktionen und folgen-
den Medikamenteninter-
aktionen). Klinische Er-
eignisse müssen mit ei-
ner definierten Termino-
logie definiert werden, 
z.B. mithilfe von Codes 
wie LOINC oder SNO-
MED und die Diagnose-
kriterien müssen stets 
den aktuellsten Definitio-
nen unterliegen. 

Subdimension: 1.2 Validierung 

1.2.1 Training und Eva-
luation 

Eine KI-Anwendung wird mit Trai-
ningsdaten darauf trainiert be-
stimmte Muster zu erkennen (Trai-
ning). Anschließend wird mit Test-
daten überprüft ob die Anwendung 
funktioniert (Evaluation). Häufig 
zeigt sich, dass die Anwendungen 
unter Testbedingungen sehr gut 

Training und Evaluation lokal, 
z.B. an einem Klinikstand-
ort. 

Training und Evaluation an 
weiteren Einrichtungen mit 
ähnlichen Grundvorausset-
zungen, also technische Aus-
stattung, Dokumentationssys-
teme und Patientenkohorten 
(z.B. innerhalb eines For-
schungsverbundes). Perfor-

Training und Evaluation 
erfolgen an unterschied-
lichen Standorten, die 
andere Grundvoraus-
setzungen haben. Z.B. 
eine andere technische 
Infrastruktur.   
Performance Metriken 
mit guten Ergebnissen 
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Item-Nr.: Item Erläuterung R1=Anforderungen  
nicht erfüllt 

R2=Anforderungen  
teilweise erfüllt 

R3=Anforderungen  
erfüllt 

funktionieren, unter realen Anwen-
dungsbedingungen aber nicht 
diese Leistung erbringen können. 
Der Trainings-und Evaluationspro-
zess einer KI-Anwendung sind von 
großer Bedeutung und sollte mög-
lichst unter verschiedenen Grund-
voraussetzungen erfolgen. 
 

mance Metriken mit guten Er-
gebnissen (AUCROC, Sensiti-
vität, Spezifität, Precision). 
 

(AUCROC, Sensitivität, 
Spezifität, Precision). 

1.2.2 Kontinuierliches 
Lernen und Vali-
dierung 

KI-Anwendungen lernen Muster zu 
erkennen und können im Laufe 
der Zeit durch Training und selbst 
Optimierung immer besser wer-
den. Hieraus ergibt sich die Be-
sonderheit, dass das initial vali-
dierte Produkt nicht mehr dem der 
Zulassung gleicht. Im kontinuierli-
chen Lernen liegt aber zugleich 
großes Potential von KI-Anwen-
dungen. Auch wenn nach aktueller 
Gesetzgebung kontinuierliches 
Lernen nicht möglich ist, wird dies 
im RGM gefordert.  

Training und Validierung 
einmalig zum Zeitpunkt der 
Zulassung 
 

Training und Validierung In-
termittierend, in regelmäßi-
gen Abständen, z.B. im Rah-
men von Software-Updates. 

kontinuierliches Trai-
ning und Validierung. 
Eine Validierung muss 
möglichst zeitnah, also 
ebenfalls kontinuierlich 
erfolgen.  
Nach aktueller MDR wä-
ren ein kontinuierliches 
Training und Validierung 
nicht möglich. Perspekti-
visch und im Rahmen 
von prospektiven Stu-
dien ist es aber zu for-
dern.  

Hauptdimension: 2. Datenschutz & Transparenz 

Subdimension: 2.1 Patientendaten 

2.1.1 Schutz der Patien-
tendaten 

Die Patientendaten, mit denen KI-
Modelle trainiert werden sind im 
medizinischen Bereich häufig 

keine Anonymisierung oder 
Pseudonymisierung der Trai-
nings-oder Anwendungsda-

schwache Pseudonymisie-
rung der Trainings-und An-
wendungsdaten. Die medizi-

starke Pseudonymisie-
rung der Trainingsda-
ten nach aktuellen Stan-
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Item-Nr.: Item Erläuterung R1=Anforderungen  
nicht erfüllt 

R2=Anforderungen  
teilweise erfüllt 

R3=Anforderungen  
erfüllt 

hochsensibel. Es existieren ver-
schiedene Möglichkeiten diese zu 
schützen. Dies muss in Hinblick 
auf die Verarbeitung im Rahmen 
des Trainings beurteilt werden. 
Außerdem können sich in beson-
deren Fällen spezifische Patien-
tendaten in Modellen niederschla-
gen, so dass auch hier das Risiko 
der Re-Identifikation der individu-
ellen Patientendaten beurteilt wer-
den sollte.  

ten. Verwenden der Original-
daten ermöglicht eine hohe 
Qualität der Auswertung, je-
doch ist der Datenschutz nicht 
gewährleistet. 
 

nischen Daten bleiben unver-
ändert. Eine Re-Identifikation 
ist schwer.  
 

dards (z.B. Verschlüsse-
lung von Fallnummern 
und Patientennummern). 
Ein systemisches und 
großflächiges Rückver-
folgen von Patientenda-
ten ist nicht möglich.  
Ältere Datensätze müs-
sen regelmäßig auf die 
Qualität der Pseudony-
misierung überprüft wer-
den und ggf. nachträg-
lich den aktuellen Stan-
dards angepasst wer-
den. 

2.1.2 Mechanismen bei 
DS-Verletzung 

Im Falle von Datenschutzverlet-
zungen muss es verbindliche Me-
chanismen geben, die die DS-Ver-
letzung aufklären, ggf. ahnden 
und Maßnahmen initiieren um DS-
Verletzungen zukünftig zu verhin-
dern. 

keine definierten Regeln, kein 
verbindlicher Ansprechpartner 
für DS-Verletzungen. 

Es gibt allgemeine Regeln 
und verbindliche Ansprech-
partner bei DS-Verletzungen. 

es existieren definierte, 
transparente und struk-
turierte Mechanismen 
bei DS-Verletzungen 
und Strukturen zu deren 
Durchsetzung (Gover-
nancestrukturen). Diese 
beinhalten auch für die 
Kommunikation von 
möglichen DS-Verletzun-
gen, z.B. den betroffe-
nen Patienten gegen-
über.  
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Subdimension: 2.2 Transparenz 

2.2.1 Transparenz & 
Governance-
Struktur 

Transparenz ist ein wichtiger Ver-
trauensfaktor für KI-Anwendungen 
und muss in hohem Maße ge-
währleistet werden. Diese kann 
z.B. in Form einer Governance-
Struktur gewährleistet werden. 
Diese kann sowohl vom Hersteller 
einer KI-Anwendung (z.B. als zu-
sätzliche Dienstleistung) als auch 
vom Anwender gestellt werden. 
Abrufbar sein sollten Informatio-
nen zu Ansprechpartnern, Funkti-
onsweise, Sicherheit, Datenschutz 
und zur Datengrundlage. Je nach 
Zweck einer KI-Anwendung sind 
hier verschiedene Aspekte von 
Bedeutung und folgende Mindest-
krieterien sollten verfügbar sein: 
Datenumfang, Ort und Art der Da-
tenerhebung, Repräsentativität der 
Datengrundlage (1.1.1), Vollstän-
digkeit der Daten (1.1.2), Art der 
KI, Modalitäten der Daten und Er-
gebnisse der Validierung (7.2.3).  
 

keine strukturierte Bereitstel-
lung von Informationen. 
 

Strukturierte Bereitstellung 
von Informationen zur Funkti-
onsweise, Risiken und Daten-
grundlage (Datenumfang, 
Analysen der Datenstrukturen, 
Art der Erhebung). Zuständige 
Ansprechpartner für PatientIn-
nen, Anwender, Wissen-
schaftler, Presse etc. sind nie-
derschwellig erreichbar. 

Strukturierte Bereit-
stellung von Informatio-
nen im Rahmen einer 
Governance-Struktur. 
Neben der Information 
(wie in R2) übernimmt 
diese auch proaktive 
Funktionen wie ein "Bug-
Bounty-Programm" und 
ist in interdisziplinärer 
Zusammenarbeit auch 
für Überwachung und 
Handhabung von DS-
Verletzungen und Miss-
brauch zuständig.  
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Hauptdimension: 3. Infrastruktur 

Subdimension: 3.1 Systemintegration 

3.1.1 Datenintegration Eine KI-Anwendung muss mög-
lichst vollständig in die Daten-
ströme einer Organisationseinheit 
eingebunden sein. In Krankenhäu-
sern z.B., existieren häufig meh-
rere Server auf denen verschie-
dene Daten verarbeitet und ge-
speichert werden (RIS, Labor, kli-
nische Dokumentation etc.). Diese 
müssen für eine KI-Anwendung 
zugänglich sein und ggf. auch be-
einflussbar, siehe 6.2.2 und 7.2.2. 
Hierfür ist eine kompatible Seman-
tik Voraussetzung. Eine Echt-
zeitintegration ist anwendungsspe-
zifisch zu definieren, hier sind Un-
terschiede zwischen speziellen 
Settings wie einer "ICU" oder einer 
Normalstation gegeben.  

Keine vollständige Integration 
der Datenströme gegeben. 

Teilintegration der Daten-
ströme durch Schnittstellen. 
Kein Echtzeit Zugriff auf die 
Daten möglich. Mindestens 
ein relevantes System oder 
Datenstrom fehlt. Dies ist an-
wendungsspezifisch zu be-
trachten, da je nach Zweck ei-
ner einer Anwendung zu defi-
nieren ist welche Datenströme 
integriert sein müssen (z.B. 
CDSS in der Pädiatrie vs. 
CDSS in der Strahlenthera-
pie). 
Als Mindestkrieterien dürfen 
Labor, Radiologie, klinische 
Dokumentation und allge-
meine Patientendaten ange-
sehen werden. 

alle Datenströme sind in 
Echtzeit in die Anwen-
dung integriert. Das be-
deutet, dass alle von der 
KI-Anwendung verarbeit-
baren Daten auch zu-
gänglich sind. Diese 
können ggf. durch die 
Anwendung auch beein-
flusst werden. 

3.1.2 Verfügbarkeit der 
Anwendung 

Eine hohe Verfügbarkeit der An-
wendung steigert deren Nutzen. 
Hier sind mit fortschreitender Ent-
wicklung und Verbreitung viele 
Einsatzszenarien denkbar. 

statische Verfügbarkeit der 
Anwendung, dass heißt die 
Anwendung ist nur über be-
stimmte Endgeräte verfügbar, 
z.B. an bestimmten Arbeits-
plätzen. 

flexible Verfügbarkeit. Die 
Anwendung kann an jedem 
Arbeitsplatz einer Organisati-
onseinheit genutzt werden 
(POC-Nutzung).  

Sofern für die betref-
fende Anwendung sinn-
voll: Verfügbarkeit au-
ßerhalb des Arbeits-
platzes, z.B. über mo-
bile Endgeräte. Funktio-
nen können anwen-
dungsspezifisch unab-
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hängig von der Infra-
struktur einer Organisati-
onseinheit genutzt wer-
den. 
Ein Beispiel wäre eine 
Risikoprädiktion für den 
ambulanten Einsatz. 
Auch der Zugriff auf be-
stimmte Funktionen der 
Anwendung für Patien-
ten über private Endge-
räte könnte ein Beispiel 
sein. Der Datenschutz 
muss hierbei gewährleis-
tet sein.  

Subdimension: 3.2 IT-Sicherheit 

3.2.1 IT-Sicherheit, Ver-
schlüsselung  
und Schnittstellen 

Das Arbeiten mit medizinischen 
Patientendaten erfordert ein hohes 
Maß an IT-Sicherheit. Die IT-Si-
cherheit muss stets gewährleistet 
sind und über die aktuellen Indust-
riestandards hinausgehen, da ein 
IT-Angriff auf eine tiefgreifend inte-
grierte KI-Anwendung ein sehr ho-
hes Sicherheitsrisiko bedeuten 
kann.  
Besondere Bedeutung trägt die IT-
Sicherheit zusätzlich dadurch, 
dass viele KI-Anwendungen multi-
zentrisch trainiert und angewendet 

unvollständige Verschlüsse-
lung der Daten. Keine ausrei-
chende Sicherung aller Sys-
temschnittstellen. 

vollständige Verschlüsselung 
der Daten und Datenströme 
nach Industriestandards. Es 
müssen alle Schnittstellen be-
kannt und sicher sein. 

Vollständige Verschlüs-
selung aller Daten, Da-
tenströme und Schnitt-
stellen über Industrie-
standards hinausge-
hend.  
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werden wie bei "federated learn-
ing". Hier muss die IT-Sicherheit 
der Systeme über lokal weit ver-
teilte Standorte hinweg gewähr-
leistet sein.   

3.2.2 Schutz vor miss-
bräuchlicher Nut-
zung 

Eine KI-Anwendung benötigt ein 
Schutzkonzept, das sowohl techni-
sche und strukturelle Komponen-
ten verbindet. Ziel muss der 
Schutz vor Missbrauch der Daten 
und der Anwendung sein.  

Ein konzeptioneller Schutz 
der Patientendaten vor uner-
wünschtem Zugriff und nicht 
medizinischer Nutzung der 
Daten ist nicht vorhanden. 

Die Anwendung beinhaltet 
Mechanismen, die bei uner-
wünschtem Zugriff auf die Pa-
tientendaten oder Nutzung zu 
nicht medizinischen Zwecken 
Warnen kann. 

Die Anwendung ist 
grundlegend so konzi-
piert, dass die Patienten-
daten vor unerwünsch-
tem Zugriff geschützt 
sind und zu keinem 
Zweck außer der medizi-
nischen Behandlung 
oder der Forschung ge-
nutzt werden können. 

3.2.3 Ort der Datenver-
arbeitung und- 
Speicherung 

Es konkurrieren verschiede Kon-
zepte zu Datenverarbeitung-und 
Speicherung, die von lokalen Ser-
vern (On-premise) zu Cloud-Lö-
sungen und Kombinationen rei-
chen. Wichtige Kriterien, die beur-
teilt werden sind die Flexibilität im 
Datenzugriff, die Sicherheit der 
Daten und der Datenschutz (spe-
ziell eine Datenverarbeitung oder 
Speicherung außerhalb der EU). 

Ort der Datenverarbeitung-
und Speicherung nicht be-
kannt. 
Z.B.: 
Cloud-Lösung oder System-
as-a-Service, bei der der Ort 
der Datenverarbeitung nicht 
bekannt ist. Eine Verarbeitung 
auf EU-Servern kann nicht ge-
währleistet werden. 

Ort der Datenverarbeitung-
und Speicherung bekannt 
oder nachvollziehbar. Einge-
schränkte Flexibilität im Zu-
griff auf die Daten. 
Z.B.: lokale Datenverarbei-
tung, bei der der Zugriff auf 
die Daten nur innerhalb eines 
lokalen Netzwerks möglich ist.  

Ort der Datenverarbei-
tung-und Speicherung 
bekannt oder nachvoll-
ziehbar, hohe Flexibili-
tät im Zugriff auf die Da-
ten. 
Z.B.: Lokale- oder 
Cloud-Lösung, die eine 
Verarbeitung auf EU-
Servern sicherstellen 
kann und eine hohe Fle-
xibilität im Datenzugriff 
gewährleistet. Z.B. Da-
tenzugriff auch außer-
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halb des lokalen Netz-
werkes, z.B. für Dienst-
ärzte. 

Hauptdimension: 4. Ethik 

Subdimension: 4.1 Autonomie 

4.1.1 Patientenpartizipa-
tion- und Integra-
tion  

Die meisten KI-Anwendungen, ins-
besondere die CDSS unterstützen 
medizinisches Personal. Hierbei 
muss im Sinne einer Patientenpar-
tizipation bzw. eines Shared Deci-
sion Making soweit möglich immer 
der informierte Patientenwille be-
rücksichtigt werden. CDSS kön-
nen die Integration der Patienten-
präferenzen in unterschiedlichem 
Maße unterstützen. So können 
z.B. Teilfunktionen oder ganze An-
wendungen für Patienten* und 
pflegende Angehörige zugänglich 
und nutzbar sein.  
  *oder der Vorsorgebevollmäch-
tigten Person, die stellvertretend 
für den Patienten spricht.  

Die Anwendung reduziert die 
Integration der Präferenzen 
des Patienten. 
 

Die Anwendung hat keinen 
Einfluss auf die Integration 
der Präferenzen des Patien-
ten.  

Die Anwendung unter-
stützt die Integration 
der Präferenzen des Pa-
tienten im Sinne eines 
Shared-Decision-Ma-
kings (z.B. durch expli-
zite Integration der Pati-
entenpräferenzen in den 
digitalen Entscheidungs-
unterstützungsprozess). 

4.1.2 Datensouveränität Datensouveränität grenzt sich vom 
Datenschutz ab und umfasst ein 
breiteres Feld. Neben dem eigent-
lichen Schutz der Daten, muss 
auch sichergestellt sein, dass die 
Urheber von personenbezogenen 

keine ausreichende Daten-
souveränität. Einwilligung in 
Datenerhebung und Verarbei-
tung weist nicht ausreichend 

Teilsouveränität Einwilligung 
und Kontrolle über Datenver-
arbeitung (Wiederspruchs-
recht). Aktuell Standard. 

Volle Datensouveräni-
tät. Einwilligung in Da-
tenerhebung und Verar-
beitung. Nachverfolgbar-
keit der Datenströme 
und Zwecke. Kontrolle 
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Daten die Kontrolle über diese be-
halten können.  

auf Verarbeitung und Anwen-
dung von KI hin. (Gesetztes 
widrig) 

über diese und Wider-
spruchsmöglichkeit.  
Zum heutigen Zeitpunkt 
ist dies kaum umsetzbar 
und verdeutlicht den An-
spruch eine maximale 
Datensouveränität zu er-
zielen. 

4.1.3 Arzt-Patient Bezie-
hung (Informati-
onsanspruch) 

Der Einsatz von KI-Anwendungen 
erfordert eine gezielte Information 
über diese. Durch ausführliche 
und Patientenzentrierte Auf-und 
Erklärung muss das Vertrauen 
zwischen PatientInnen und ÄrztIn-
nen aufrechterhalten werden und 
die Arzt-Patient-Beziehung ge-
schützt werden.  

Keine Patientenorientierte 
Aufklärung über KI-Anwen-
dung. 

Patientenorientierte Aufklä-
rung über KI-Anwendung. (Die 
Patienten werden darüber auf-
geklärt, dass KI-Anwendun-
gen während ihrer Behand-
lung verwendet werden. Dar-
über hinaus muss Informati-
onsmaterial für die Patienten 
zu Verfügung stehen, siehe 
2.2.1. 

Zusätzlich zu R2 erfolgt 
eine detaillierte Aufklä-
rung/Information über 
spezielle Anwendun-
gen, die im individuellen 
Fall eingesetzt werden.  
Hier sind z.B. Anwen-
dungen mit besonderer 
Therapiekonsequenz 
zu nennen. Beispiels-
weise ein CDSS, das 
Empfehlungen für Che-
motherapien ausspricht 
oder in der Entschei-
dungsfindung zwischen 
konservativen und inter-
ventionellen Therapien 
unterstütz. 
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Subdimension: 4.2 Fairness & Justice 

4.2.1 Gleichberechti-
gung (Non-discri-
mination) 

KI-Anwendungen bergen die Ge-
fahr, dass bestehende Verzerrun-
gen (z.B. Rassismus, Diskriminie-
rung) unbeabsichtigt verstärkt wer-
den. Dieser Gefahr von KI-Anwen-
dungen muss aktiv und kontinuier-
lich entgegengewirkt werden. Wel-
che Tools hierfür genutzt werden, 
wird in diesem Punkt nicht beur-
teilt, sondern vielmehr dass Tools 
zur Vermeidung und Reduktion 
genutzt werden. 

ein grundlegendes Konzept 
zur Vermeidung von Diskrimi-
nierung und Verzerrungen 
liegt nicht vor. 

Es ist ein Konzept mit Mecha-
nismen in Kraft, die Diskrimi-
nierung durch die Anwendung 
erkennen und hiervor recht-
zeitig warnen können. 

Es kann ein weitgehend 
diskriminierungsfreier 
Einsatz der Anwendung 
zuverlässig und dauer-
haft gewährleistet wer-
den. Die Anwendung ist 
konzeptionell auf das Er-
kennen und Vermeiden 
von Verzerrungen jegli-
cher Art ausgelegt. 

4.2.2 Zugang für alle 
Patientengruppen 
(accessibility) 

Eine medizinische KI-Anwendung 
sollte, wenn eine Nutzung für Pati-
enten möglich ist, unabhängig von 
körperlichen, geistigen oder sozia-
len Beeinträchtigungen nutzbar 
sein. Es sind entsprechende Vor-
kehrungen zu treffen, z.B. Barrie-
refreies Interface, alternative Ein-
gabemöglichkeiten, Assistenten.  

Zugang und Teilhabe an der 
Anwendung sind an körperli-
che oder seelische Fähigkei-
ten (z.B. durch Nutzung von 
digitalen Endgeräten) ge-
knüpft. 

Zugang und Teilhabe sind un-
abhängig vom körperlichen 
oder seelischen Hintergrund 
niederschwellig möglich (z.B. 
Unterstützung von Patienten, 
die durch Beeinträchtigungen 
Schwierigkeiten im Umgang 
mit einer Anwendung haben).  

Die Anwendung ist für 
alle Patienten zugäng-
lich. Eine nahezu barrie-
refreie Nutzung ist mög-
lich. Einschränkungen 
durch mangelnde elekt-
ronische Teilhabe oder 
geistige-oder körperliche 
Einschränkungen wer-
den durch Hilfestellun-
gen umfassend adres-
siert.  
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Hauptdimension: 5. Medizinischer Nutzen 

Subdimension: 5.1 Metrik 

5.1.1 Angaben zur met-
rischen Güte 

Die Messung der Leistung einer 
KI-Anwendung ist vermeintlich ein-
fach durch Ablesung geeigneter 
Metriken (AUCROC, Sensitivität, 
Spezifität, Precision). Allerdings 
sind diese Werte abhängig von 
der konkreten Label-Definition und 
auch die Berechnung der Metrik 
selbst enthält einige Freiheits-
grade, die bekannt sein müssen, 
um Werte miteinander vergleichen 
zu können.  

Keine Angaben zu Metriken 
und Thresholds. Keine Erklä-
rungsstatisticken. 

Teilangaben zur Metrik und 
Erklärungsstatistik.  
Teilangaben beinhaltet die 
Angaben von einzelnen wich-
tigen metrischen Werten, wie 
z.B. Spezifität und Sensitivität. 
Die Erklärungsstatistik kann 
auf unspezifischen Mustern 
basieren.  

Detaillierte Angaben zur 
Metrik und Erklärungs-
statistick. Hierzu gehö-
ren AUCROC, Sensitivi-
tät, Spezifität, Precision 
und Thresholds. Die Er-
klärungsstatistik muss 
auf überwiegend spezifi-
schen Mustern basieren. 
Falls vorhanden sollten 
Top Muster von Exper-
ten angegeben sein. 

Subdimension: 5.2 Nutzen 

5.2.1 medizinischer Nut-
zen der Anwen-
dung 

Entscheidend zur Messung der 
Leistung einer medizinischen KI-
Anwendung ist deren medizini-
scher Nutzen. Dieser sollte nach 
wissenschaftlichen Kriterien trans-
parent dargelegt werden.  

kein evidenzbasierter medizi-
nischer Nutzennachweis. Ggf. 
Nachweise mit niedriger Evi-
denz wie z.B. Nutzerbefragun-
gen. 

medizinischer Nutzennach-
weis im Rahmen von retro-
spektiven Studien. 

medizinischer Nutzen-
nachweis mit sehr hoher 
Güte durch Prospektive 
Studien.  

5.2.2 Aufwandsentlas-
tung 

Die meisten KI-Anwendungen, ins-
besondere die CDSS versprechen 
eine Arbeitsentlastung für die An-
wenderInnen, indem sie einige 
Aufgaben automatisiert überneh-
men können. Tatsächlich muss 

Der Arbeitsaufwand für die 
AnwenderInnen nimmt zu.  

Der Arbeitsaufwand für die 
AnwenderInnen bleibt gleich 
oder verbessert sich geringfü-
gig. Geringfügig bedeutet, 
dass trotz eines etwas vermin-
derten Arbeitsaufwandes nicht 
signifikant mehr Zeit für die 

Der Arbeitsaufwand für 
die AnwenderInnen wird 
reduziert. Es steht signi-
fikant mehr Zeit für die 
qualitative medizinische 
(ärztliche) Tätigkeit zur 
Verfügung. 
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gewährleistet sein, dass der Ar-
beitsaufwand nicht größer wird. 
Siehe auch 5.2.3. 

qualitative medizinische (ärzt-
liche) Tätigkeit gegeben ist. 

5.2.3 sonstiger Nutzen Neben dem medizinischen Nutzen 
können die Anwendung auch in 
anderen Bereichen positive Ef-
fekte erzielen. Z.B. in der Effizienz 
der Behandlung, was sowohl wirt-
schaftliche Vorteile hat, als auch 
eine Entlastung der Angestellten 
bedeuten kann. Auch dieser Nut-
zen sollten transparent und nach 
wissenschaftlichen Kriterien nach-
weisbar sein. 

kein Nutzen Nachweisbar.  Nachweise von nicht medizini-
schem Nutzen im Rahmen 
von retrospektiven Studien 
oder Instrumenten wissen-
schaftlich vergleichbarer Güte 
(Steigerung der Effizienz, öko-
nomischer Nutzen, Nutzerzu-
friedenheit 

nicht medizinischer Nut-
zennachweis durch 
Prospektive Studien.  

Hauptdimension: 6. Risiken & Bias 

Subdimension: 6.1 Risiken - allgemein 

6.1.1 Risikomanage-
ment 

Eine KI-Anwendung, die einen 
Einfluss auf die medizinische Be-
handlung von Patienten hat birgt 
auch Risiken. Es ist daher notwen-
dig ein Risikomanagement zu 
etablieren, das die Risiken über-
wacht, adressiert und reduziert. 

Kein Risikomanagement. Es 
liegt keine Analyse zur poten-
tiellen Patientengefährdung 
vor, die aus dem Einsatz einer 
KI-CDSS resultiert.  

Es liegt eine Analyse zur po-
tentiellen Patientengefähr-
dung vor, die aus dem Einsatz 
einer KI-CDSS resultiert. 
Diese Risiken werden durch 
bestimmte Maßnahmen 
adressiert und reduziert. 
Risiken werden unsystema-
tisch erfasst und adressiert. 

Es liegt eine Analyse zur 
potentiellen Patientenge-
fährdung vor, die aus 
dem Einsatz einer KI-
CDSS resultiert. Diese 
Risiken werden syste-
matisch erfasst und 
durch ausschöpfen 
sämtlicher technischer 
Möglichkeiten reduziert 
und durch ein Sicher-
heitskonzept weiter 
adressiert. 
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6.1.2 Transparenz der 
Risiken 

Bestehen Risiken durch den Ein-
satz von KI-Anwendungen, müs-
sen diese analysiert und transpa-
rent einsehbar sein. Siehe auch 
2.2.1.  

Keine transparente Auflistung 
von Risiken für die Anwende-
rInnen und PatientInnen vor-
handen. 

allgemeine Informationen 
über Risiken der KI-Anwen-
dung und deren Einsatz für 
die AnwenderInnen und Pati-
entInnen. 

Strukturierte spezifi-
sche Informationen über 
die Risiken der KI-An-
wendung und deren Ein-
satz (umfassende Risi-
koanalyse) für die An-
wenderInnen und Pati-
entInnen vorhanden. 
Transparente (zugängli-
che) Dokumentation 
über die Entwicklung, 
z.B. über wissenschaftli-
che Überlegungen, die 
der Entwicklung zu-
grunde liegen (z.B. über 
Governentstruktur). 

Subdimension: 6.2 Risiken - spezifisch 

6.2.1 Wartung der KI-
Anwendung 

Eine KI-Anwendung muss zuver-
lässig gewartet werden, ähnlich ei-
ner technischen Gerätschaft. Die 
Wartung muss dabei die Algorith-
men, Interfaces, Schnittstellen und 
die technische Infrastruktur umfas-
sen, um ein zuverlässiges Funktio-
nieren zu gewährleisten und Feh-
ler zu verhindern. Insbesondere 
müssen auch aktuelle Entwicklun-
gen in der Medizin, z.B. neue Leit-
linien der Fachgesellschaften Be-
rücksichtigung finden.  

Keine regelmäßige Wartung 
der Bestandteile der Anwen-
dung.  

Kein Anwendungsspezifisches 
Wartungskonzept. Die einzel-
nen Bestandteile der Anwen-
dung werden unabhängig von-
einander und ohne Bezug zu-
einander gewartet. 

Anwendungsspezifische 
Wartung. Die einzelnen 
Bestandteile der Anwen-
dung werden abhängig 
voneinander und mit Be-
zug zueinander gewar-
tet. So können Fehler 
durch Kompatibilitäts-
probleme der Schnittstel-
len verhindert werden 
und ein zuverlässiges 
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Arbeiten der KI-Anwen-
dung gewährleistet wer-
den. 

6.2.3 Anwendungsfehler 
und Feedback-
Loops 

Trotz großer Fortschritte in der 
Entwicklung von KI-Anwendungen 
unterlaufen auch diesen Fehlern. 
Diese können besonders tückisch 
sein, da auch Indikatoren zur Kon-
fidenz der Anwendung falsch sein 
können. Eine KI-Anwendung kann 
sich in ihrer Entscheidung absolut 
sicher sein und trotzdem falsch lie-
gen. Außerdem sind die KI-An-
wendungen in ihrer Komplexität 
nur schwer zu durchschauen. Ein 
wichtiges Tool um Anwendungs-
fehler schnell und systematisch 
adressieren zu können, sind Feed-
back-Loops. Eine digitale Feed-
back-Loop meint ein Instrument 
zur Meldung von Fehlern. Hierbei 
geht es um Anwendungs-aber 
auch Arbeitsprozessfehler. Die 
Feedback-Loop sollte dabei einen 
strukturierten interdisziplinären 
Prozess in Gang setzten, der den 
Fehler analysiert und die Anwen-
dung und den Arbeitsprozess an-
passt.  

Kein Fehlermanagement Fehler können unstrukturiert 
erfasst werden. Ein digitales 
Feedback ist aus der Anwen-
dung heraus möglich. 

Fehler werden systema-
tisch erfasst und einen 
kontinuierlichen Verbes-
serungsprozess der An-
wendung überführt. Ein 
direktes Feedback aus 
der Anwendung heraus 
ist möglich und setzt ei-
nen standardisierten und 
automatisierten Service-
Prozess in Gang. 
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Subdimension: 6.3 Bias 

6.3.1 Trainings-und 
Entwicklungsbias 
 
(Representation 
Bias   
Measurement Bias   
Aggregation Bias   
Learning Bias   
Evaluation Bias) 

Unter diesem Item sind die Bias 
zusammengefasst, die im Rahmen 
der Entwicklung und des Trainings 
einer KI-Anwendung auftreten und 
in diesem Rahmen auch systema-
tisch reduziert, bzw. minimiert wer-
den sollten. Hierzu sollten fol-
gende Methoden berücksichtigt 
werden: 
Bias awarness - Wichtig ist es, 
sich über das Risiko eines Bias 
bewusst zu sein, insbesondere da 
sich nicht alle Bias zuverlässig 
verhindern lassen. 
Bias detection - Eine KI-Anwen-
dung muss immer systematisch 
auf mögliche Bias überprüft wer-
den um Schritte zu Verhinderung 
zu treffen (siehe unten) oder es 
muss zumindest auf den Bias hin-
gewiesen werden (siehe oben). 
Bias avoidance - Wird ein Bias 
einer KI-Anwendung identifiziert, 
muss dieser soweit möglich ver-
hindert oder reduziert werden. 
Mögliche Maßnahmen sind z.B. 
Anpassungen an der Datengrund-
lage oder das ausklammern be-

keine Bias Awarness, Detec-
tion oder Bias Avoidance. 

allgemeine Bias Awarness 
ohne spezifischen Bezug zur 
Anwendung. 
 
Bias Detection im Rahmen 
der Entwicklung der Anwen-
dung. Also Bias, die im Rah-
men der Datenaggregation, 
der Konzeption und des Trai-
nings entstehen. 
 
Bias Avoidance im Rahmen 
der Entwicklung 

Anwendungsspezifi-
sche Bias Awarness. 
Dies muss u. a. durch 
Schulungen kontinuier-
lich gewährleistet und 
kommuniziert werden. 
Hilfreich sind Indikatoren 
innerhalb der Anwen-
dung, die das aktuelle 
Bias Risiko verdeutli-
chen. 
 
Anwendungsspezifi-
sche Bias Detection. 
Unter Berücksichtigung 
der spezifischen Anwen-
dung wird regelmäßig 
(auch nach der Entwick-
lung, also während des 
Einsatzes der Anwen-
dung) nach Bias ge-
sucht. Alle Bias, die be-
stehen können, also vor-
bestehende, während 
der Dattenaggregation, 
Konzeption, Training und 
während der realen An-
wendung bestehende 
Bias. 
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stimmter Merkmale (z.B. Haut-
farbe, Geschlecht). Lässt sich ein 
Bias nicht ausreichend reduzieren 
muss überlegt werden, ob die An-
wendung überhaupt genutzt wer-
den kann. 

 
spezifische Bias 
Avoidance. Es werden 
unter Berücksichtigung 
der spezifischen Anwen-
dung Maßnahmen zur 
Vermeidung eines Bias 
getroffen, auch nach der 
Entwicklung also wäh-
rend des Einsatzes einer 
Anwendung.  

6.3.2 Deployment Bias Dieser Bias bezieht sich auf die 
Gefahr, dass eine neue Funktion 
oder ein neues Produkt auf eine 
bestimmte Weise implementiert 
wird, auf den Erfahrungen der Ent-
wickler basierend aber ohne die 
Benutzerbedürfnisse zu berück-
sichtigen. Dies kann dazu führen, 
dass die Funktion falsch ange-
wandt wird oder andere Ergeb-
nisse liefert, als erhofft. 
Siehe auch 7.1.1 und 7.1.2. 

keine Bias Awarness, Detec-
tion oder Bias Avoidance. 

Stichprobenkontrollen der 
Anwendung und deren Nut-
zung im realen Einsatz. Au-
ßerdem sind Benutzebefra-
gungen und "Entwickler-Visi-
ten" notwendig um einen 
"Deployment-Bias zu erken-
nen und zu verhindern. 

Kontinuierliche Kon-
trolle der Anwendung 
und deren Nutzung im 
realen Einsatz, z.B. im 
Rahmen von "Entwick-
ler-Visiten". Schulungen 
zur Sensibilisierung der 
richtigen Nutzung und 
Einschätzung. 

6.3.3 Automation Bias  
Plausibilitätsprü-
fung 

Ein automation Bias beschreibt die 
Tendenz, dass Menschen sich auf 
automatisierte Systeme verlassen 
ohne diese ausreichend kritisch zu 
hinterfragen. Im Falle von KI-An-
wendungen, die MedizinerInnen 

keine Bias Awarness. allgemeine Bias Awarness 
ohne spezifischen Bezug zur 
Anwendung. 

Bias Reduction - Die 
Anwender sollten für das 
Problem des automation 
Bias sensibilisiert wer-
den und zu gezielten 
Maßnahmen zur Reduk-
tion dieses Bias animiert 
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bei ihrer Arbeit unterstützen sol-
len, besteht die Gefahr eines auto-
mation bias, der zu falschen Ent-
scheidungen führen kann. Ein au-
tomation Bias muss systematisch 
verhindert werden 

werden. Hier steht eine 
Plausibilitätsprüfung der 
KI-Empfehlung im Vor-
dergrund.  
Grundsätzlich lässt sich 
ein automation Bias 
nicht gänzlich verhin-
dern. 

Hauptdimension: 7. Anwendung & Prozessintegration 

Subdimension: 7.1 Organisation 

7.1.1 Kompetenzent-
wicklung 

Schulungen können einen wichti-
gen Beitrag leisten, Vertrauen in 
eine KI-Anwendung zu gewinnen 
und möglichen Anwendungsfeh-
lern vorbeugen. Art und Format 
sollten an die Anwendungen und 
Bedürfnisse der NutzerInnen aus-
gerichtet sein. Die NutzerInnen 
sollten befähigt werden, die Funk-
tionsweise einer Anwendung im 
Groben zu verstehen. 

Keine begleitende Kompeten-
zentwicklung 

Initiale Kompetenzentwick-
lung, die die Einführung einer 
KI-Anwendung begleiten - z.B. 
Schulungen oder Tutorials. 

regelmäßige und be-
darfsgerechte Kompe-
tenzentwicklung, Anler-
nen von Key-Usern und 
regelmäßige Feedback-
runden. Hierfür wird den 
NutzerInnen Zeit zur 
Verfügung gestellt. Et-
waige Fehlnutzung kann 
frühzeitig identifiziert und 
durch Fortbildungen 
adressiert werden.  

7.1.2 Interprofessionali-
tät 

Eine Interdisziplinäre Zusammen-
arbeit zwischen den verschiede-
nen beteiligten Professionen, kann 
helfen Hürden abzubauen. Organi-
sationsspezifische Probleme kön-
nen früher Identifiziert und adres-
siert werden. Hier sollte immer 

keine interdisziplinären Ar-
beitsgruppen zwischen Ent-
wicklern und AnwenderInnen 
(sowie weiteren Beteiligten ei-
ner Organisation).  

Interdisziplinäre Zusammen-
arbeit zwischen Entwicklern 
und AnwenderInnen, z.B. 
durch Projetbetreuer, die zwi-
schen Anwendern und Ent-
wicklern vermitteln.  

Strukturierte Zusam-
menarbeit zwischen An-
wenderInnen und Ent-
wicklerInnen. Aufbauend 
zu R2 werden Arbeits-
prozesse interdisziplinär 
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auch eine medizinische Beteili-
gung in die Entwicklung involviert 
sein, um eine qualitative und am 
klinischen Arbeitsalltag orientierte 
Entwicklung zu gewährleisten. 

begutachtet, z.B. wäh-
rend "Entwickler-Visi-
ten".  

7.1.3 Ansprechpartner 
und Support 

Abhängig von der Komplexität und 
den Anforderungen einer KI-An-
wendung ist ein entsprechender 
Support hilfreich. Dieser kann in-
nerhalb einer Organisation ange-
siedelt sein oder als Service von 
einem Hersteller gestellt werden. 
Wichtig sind verbindliche An-
sprechpartner (für technische, or-
ganisationelle, rechtliche und wis-
senschaftliche Belange), die nie-
derschwellig erreichbar sind. 

es gibt keinen verbindlichen 
Support, der z.B. verbindliche 
Ansprechpartner für PatientIn-
nen und AnwenderInnen be-
reithält.  

Es gibt einen Support, der für 
Teilbereiche der Anwendung 
zuständig ist und Ansprech-
partner für PatientInnen und 
NutzerInnen bereithält. 

Es gibt einen interdiszip-
linäre (Entwickler, An-
wender, Organisations-
management, Technik) 
Support, der alle Berei-
che der Anwendung be-
dient und für PatientIn-
nen und Nutzerinnen 
niederschwellig Erreich-
bar ist. 

7.1.4 Qualitätssicherung Eine regelmäßige und strukturierte 
Qualitätssicherung ist fester Be-
standteil der medizinischen Ver-
sorgung und muss auch KI-An-
wendungen umfassen. 

keine strukturierte Qualitätssi-
cherung. 

regelmäßige Qualitätssiche-
rung, die Teilbereiche der KI-
Anwendung und deren Nut-
zung umfasst.  

regelmäßige strukturierte 
Qualitätssicherung alle 
Aspekte der KI umfas-
sen: KI, Nutzung und 
Prozesse, Infrastruktur, 
Governancestrukturen, 
Schulungen.  

Subdimension: 7.2 Prozess 

7.2.1 klinische Prozes-
sintegration 

Um eine sichere und effiziente 
Nutzung von KI-Anwendung zu er-
möglichen, sollten die Anwendun-

keine Handlungsempfehlun-
gen zur Nutzung einer KI-An-
wendung innerhalb einer Or-
ganisation. Keine Integration 

Es existieren Handlungs-
empfehlungen für die Nut-
zung der KI-Anwendung in-
nerhalb einer Organisation. 

Die SOPs und Leitlinien 
werden über kontinuier-
liche Verbesserungspro-
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gen in die bestehenden Arbeits-
prozesse integriert werden. Dafür 
sollten die KI-Anwendungen in die 
bestehenden Handlungsempfeh-
lungen (SOP) aufgenommen wer-
den. So kann sichergestellt wer-
den, dass die richtigen Konse-
quenzen aus dem Einsatz einer 
KI-Anwendung gezogen werden 
(indem z.B. eine KI-Anwendung 
als eine Art "digitaler Biomarker" 
gesehen wird, der ab einem be-
stimmten Wert eine diagnostische 
Maßnahme nach sich zieht). Lang-
fristig ist hier auch eine Integration 
in die Leitlinien der Fachgesell-
schaften notwendig.  

in die bestehenden Arbeits-
prozesse. Die KI-Anwendung 
als isoliertes zusätzliches 
Tool. 

Eine feste Einbindung in die 
bestehenden Arbeitsprozesse 
fehlt.  

zesse und sichere Ver-
teilungswege gelenkt 
und sie sind in die An-
wendung fest eingebun-
den. So kann die Effizi-
enz, Sicherheit und Ak-
zeptanz einer KI-Anwen-
dung erhöht werden und 
schafft Sicherheit für die 
AnwenderInnen. 

7.2.2 Integration in be-
stehende digitale 
Anwendungen 

Die Effizienz einer KI-Anwendung 
kann durch eine digitale Integra-
tion in bestehende Anwendungen 
(z.B. das KIS) und Prozesse deut-
lich gesteigert werden. Gibt eine 
KI-Anwendung eine Empfehlung 
für eine bestimmte diagnostische 
Maßnahme, sollte diese direkt in 
einem geschlossenen Prozess 
durch den Anwender initiiert wer-
den können, ohne hierfür die An-
wendung verlassen zu müssen 
(z.B. indem eine Kontrolle spezifi-

es ist keine Einbindung in di-
gitale Prozesse gegeben. 

Teileinbindung in digitale 
Prozesse (bestimmte Pro-
zesse lassen sich direkt initiie-
ren, z.B. Laborentnahmen 
oder Medikamentendosierun-
gen). 

Umfassende Einbindung 
in geschlossene digi-
tale Prozesse. Die Um-
setzung einer Anwen-
dungsempfehlung kann 
direkt aus der Anwen-
dung heraus und in ei-
nem geschlossenen digi-
talen Prozess umgesetzt 
werden. 
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scher Laborparameter direkt initi-
iert werden kann oder eine Pflege-
rische Maßnahme angeordnet 
wird). 

7.2.3 Explainability/In-
terpretability 

Den Prozessen und Algorithmen 
von KI-Anwendungen liegen oft 
Millionen Datenpunkte zugrunde, 
sodass die Ergebnisse für Men-
schen nur schwer nachzuvollzie-
hen und zu erklären sind. Dieses 
Problem wird als "Blackbox" be-
zeichnet. Es gibt verschiedene An-
sätze, die Ergebnisse von KI-An-
wendungen erklärbar zu machen, 
was ein wichtiger Akzeptanztreiber 
für KI-Anwendungen sein kann. 
Eine Erklärung kann hilfreich sein, 
um mögliche Fehler der Anwen-
dung zu Identifizieren. Nachvoll-
ziehbarkeit ist wichtig für Ver-
trauen sowohl der Behandler als 
auch der Patienten. Einschrän-
kend muss erwähnt werden, dass 
Mechanismen, die KI-Ergebnisse 
verständlich machen sollen selbst 
fehlerhaft sein können und ein 
großer Fokus auf Erklärbarkeit die 
Effizienz von KI-Anwendungen re-
duzieren kann.  

keine Explainability - Die Er-
gebnisse/Handlungsempfeh-
lungen einer Anwendung blei-
ben ohne zusätzliche Erklä-
rungen oder Indikatoren der 
Konfidenz. 

Teilerklärungen - um Ergeb-
nisse und Handlungsempfeh-
lungen nachvollziehbarer zu 
machen, werden für die Ent-
scheidung relevante Indikato-
ren angezeigt und/oder es 
werden Konfidenzintervalle 
angegeben. 

zusätzlich zu R2, An-
wendungsspezifische 
Konzepte zur Nachvoll-
ziehbarkeit. Angepasst 
an das jeweilige Setting 
und an individuelle Be-
dürfnisse werden gradu-
elle Ansätze zur Erklä-
rung des Ergebnisses 
bereitgestellt. 

Subdimension: 7.3 Interface 
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7.3.1 Grafische Benut-
zeroberfläche 

Das graphical user Interface (GUI) 
sollte optisch ansprechend sein 
und sich an die Bedürfnisse des 
Einsatzszenarios anpassen. Ein 
ansprechendes GUI kann helfen, 
die Nutzung einer KI-Anwendung 
zu erhöhen.  

statisches Interface ohne 
Möglichkeit der Anpassbarkeit 
an die jeweilige Einsatzsitua-
tion. 

Teilweise Anpassbares Inter-
face (z.B. Platzierung im 
Workflow, abhängig vom Ort 
des Einsatzes also z.B. Not-
aufnahme oder Normalsta-
tion).  

Das Interface lässt sich 
spezifisch an das Ein-
satzszenario anpassen. 
Der Informationsinhalt 
sollte graduell anpassbar 
sein. Die grafische Be-
nutzeroberfläche ist be-
nutzergerecht, was z.B. 
durch Benutzerbefragun-
gen optimiert wird. 

7.3.2 Interaktions-Ma-
nagement 

Die Art und Weise der Anwen-
dungsmitteilungen (Warnhinweise, 
Informationen und der Empfehlun-
gen) müssen individuell anpassbar 
sein, um einer Ermüdung vorzu-
beugen. Dies betrifft insbesondere 
auch Alarme, da ein "Alarm-Fati-
gue" vermieden werden muss.  

keine Anpassbarkeit der An-
wendungsmitteilungen und 
Alarme. 

Teilweise anpassbare An-
wendungsmitteilungen und 
Alarme, z.B. nach abhängig 
von der Dringlichkeit der Mit-
teilung. 

individuell und an die 
Organisationseinheit an-
passbare Mitteilungen 
und Alarme. Die Anfor-
derungen können sehr 
unterschiedlich sein, z.B. 
im Vergleich einer Not-
aufnahme zu einer Am-
bulanz-Sprechstunde. 
Auch eine Arbeitsbelas-
tungsabhängige Anpas-
sung ist sinnvoll. 

Tabelle 28: Das vollständige RGM 
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Zielsetzung: Mit zunehmend digital vorliegenden Behandlungsdaten werden auch in 

der Inneren Medizin die prinzipiellen Voraussetzungen geschaffen, um mit Hilfe von 

Künstlicher Intelligenz (KI) klinische Entscheidungen zu unterstützen. Solche KI-ba-

sierten klinischen Entscheidungs-unterstützungssysteme (clinical decision support 

systems, CDSS) befinden sich vereinzelt bereits in Anwendung und haben mit der zu 

erwartenden künftigen Entwicklung das Potential die medizinische Praxis nachhaltig 

zu verändern. Um verantwortungsvollen Einsatz und Entwicklung sicherzustellen, ist 

es deswegen wichtig, die medizinische Qualität und den klinischen, anwendungsbe-

zogenen Nutzen kritisch zu bewerten. Ziel dieser Arbeit ist die Erarbeitung eines Rei-

fegradmodells (RGM) für KI-basierte CDSS, um diese Bewertung zu objektivieren und 

mit einem Fokus auf die Innere Medizin insbesondere die Perspektive der ärztlichen 

und patienten- orientierten praktischen Anwendung zu integrieren.  

Methoden: Das RGM wird mittels strukturierter Konsensfindung im Sinne eines mehr-

stufigen Delphi-Verfahrens unter Einbeziehung von Expertinnen und Experten aus den 

Bereichen Medizin und eHealth entwickelt. Im ersten Schritt werden Dimensionen und 

Strukturierung des RGM auf Basis von Literaturarbeit und semistrukturierten Exper- 

teninterviews erarbeitet. Im zweiten Schritt werden die Elemente des RGM durch eine 

erweiterte Expertengruppe bewertet und gewichtet.  

Ergebnisse: Das RGM gliedert sich in mehrere Dimensionen, die die wesentlichen 

Aspekte des Einsatzes von KI-basierten CDSS mit besonderem Fokus auf klinische 
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Aspekte in der Inneren Medizin abdecken. Hierzu gehört die Qualität der Daten, Da-

tenschutz & Transparenz, technische Aspekte, Bias & Risiken, klinischer Nutzen, kli-

nische Anwendung & Prozessintegration sowie ethische Aspekte. Die detaillierten Er-

gebnisse sind aktuell in Erarbeitung. Das Modell soll prinzipiell fachübergreifend an-

wendbar sein, die besonderen Anforderungen internistischer Medizin werden aber be-

sonders berücksichtigt und herausgestellt.  

Schlussfolgerungen: Mit dem RGM wird eine Methode erarbeitet, um KI-basierte 

CDSS-Anwendungen hinsichtlich ihrer praktischklinischen Reife zu bewerten und zu 

vergleichen. Durch Fokus auf die Anforderungen der ärztlichen Anwenderinnen und 

Anwender und eine starke Orientierung an Behandlungsnutzen und Patientensicher- 

heit soll das RGM helfen, die Qualität der Anwendungen und damit auch die Akzeptanz 

zu verbessern. Das Modell geht somit über die eher technisch orientierten Zulassungs-

voraussetzungen für Medizinprodukte hinaus und soll so eine kritische Lücke der Be-

urteilung von KI-basierten Anwendungen schließen.  

Eine laufende, offene und kritische Diskussion unter möglichst breiter Einbeziehung 

der Ärzteschaft (u.a. auch auf Fachkongressen) ist wichtig, um das Reifegradmodell 

dynamisch weiter zu entwickeln und somit einen verantwortungsvollen Rahmen für die 

patientenorientierte, praxisbezogene Entwicklung von KI-Systemen zu setzen.		
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